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RESUMO

A andlise de sentimentos é um campo de estudo com potencial crescente de informacao
devido ao aumento na utilizacao das redes sociais, o que tem gerado uma quantidade enorme
de dados disponiveis para anélise em tempo real. Atualmente o Twitter (twitter.com) estd
entre as redes sociais mais utilizadas no mundo, sendo esta uma plataforma de grande interesse
para pesquisadores e empresas no que diz respeito a analise de sentimentos. O Twitter permite
ao usuario publicar mensagens em até 280 caracteres, links de videos e fotos, entre outros,
além de permitir a obtencao destes dados. A andlise de sentimentos proporciona feedbacks da
opiniao do publico sobre varios topicos, tais como a imagem de uma empresa e a aceitacao de
determinado produto, entre tantos outros. Na era computacional a andlise de sentimentos é
realizada com a utilizacao de algoritmos computacionais, existindo varios deles disponiveis na
literatura para a aplicacao da andlise de sentimentos. Apesar disso, ainda ha a necessidade da
avaliacao do emprego destes algoritmos quando se trata da andlise de sentimentos de clientes.
Todo o conjunto de dados presente no trabalho, passou pelas etapas de coleta, limpeza, pré-
processamento e treinamento. Dessa forma, esta proposta de trabalho avaliou a utilizacao
dos algoritmos Naive Bayes, Support Vector Machine e Regressao Logistica para a anélise de
sentimentos sobre o smartphone iPhone a partir de mensagens coletadas na rede social Twitter.
A partir das métricas de validacao o Modelo Naive Bayes apresentou uma precisao de 75%,
acuracia de 72% e Fl-score de 75%. O modelo Regressao Logistica apresentou uma precisao
de 74%, acurdcia de 71% e Fl-score de 72%. Por fim, o modelo Support Vector Machine
apresentou uma precisao de 74%, acuracia de 68% e Fl-score de 71%. Mesmo utilizando a

validacao cruzada e um classificador de votagao nao houve aumento nas métricas dos modelos.

Palavras-chaves: Anélise de sentimentos, Processamento de linguagem natural, Aprendi-

zado de maquina, Twitter.



ABSTRACT

Sentiment analysis is a field of study with growing information potential due to the increase
in the use of social networks, which has generated a huge amount of data available for analysis
in real time. Currently Twitter (twitter.com) is among the most used social networks in the
world, and this is a platform of great interest to researchers and companies when it comes
to sentiment analysis. Twitter allows the user to publish messages in up to 280 characters,
links to videos and photos, among others, and allows the collection of this data. Sentiment
analysis provides feedbacks of the public’s opinion on various topics, such as the image of a
company and the acceptance of a certain product, among many others. In the computational
age, sentiment analysis is performed using computer algorithms, and there are several of them
available in the literature for the application of sentiment analysis. Despite this, there is still
a need for evaluation of the use of these algorithms when it comes to customer sentiment
analysis. All the data set present in this work went through the stages of collection, cleaning,
pre-processing, and training. Thus, this work proposal evaluated the use of Naive Bayes,
Support Vector Machine and Logistic Regression algorithms for sentiment analysis about the
iPhone smartphone from messages collected on the social network Twitter. From the validation
metrics the Naive Bayes Model showed a precision of 75%, accuracy of 72%, and Fl-score of
75%. The Logistic Regression model showed a precision of 74%, accuracy of 71%, and F1-score
of 72%. Finally, the Support Vector Machine model presented a precision of 74%, accuracy
of 68%, and Fl-score of 71%. Even using cross-validation and a voting classifier there was no

increase in the metrics of the models.

Keywords: Sentiment Analysis, Natural Language Processing, Machine Learning, Twitter.



© o0 N O

INDICE

INTRODUCAO . . . . oo,
1.1 Justificativa . . . . . . .
1.2 Objetivo . . . . . . o
1.3 Organizagao do documento . . . . . . . . .. ...
REFERENCIAL TEORICO . . . . o o s,
2.1 Processamento de linguagem natural . . . . . . .. ...
2.1.1 Técnicas baseadas em léxico . . . . . . ... ... ...
2.1.2  Técnicas baseadas em aprendizado de maquina . . . . . . . . ... ..
2.2 Modelos . . . . . .
2.2.1 Regressao Logistica (LR) . . . . .. ... ... 000
2.2.2  Support Vector Machine (SVM) . . . . ... .. ... L.
223 Naive Bayes (NB) . . . . .. .. ... oo
2.3 Meétricas de Avaliacao . . . . . . . ..
2.3.1 Precisao . . . . ...
2.3.2 Acurdcia . . . ...
2.3.3 Recall . . . . .
2.3.4 Fl1-Score . . . . . . .
2.3.5 Validacao cruzada . . . . . . . . . ...
2.3.6 Classificador de votacao . . . . . . . . . .. ... .
TRABALHOS RELACIONADOS . . . . . . . . . .
MATERIAIS E METODOS . . . . . . oo
4.1 Materiais . . . . . .. e
4.2 Métodos . . . ..
4.3 Etapas do trabalho . . . . . . . ... oo
RESULTADOS E DISCUSSOES . . . . . . .,
5.1 Coletadedados . . . . . . . . ..
5.2 Pré processamento . . . . ... ..o
5.3 Treinamento e teste . . . . . . . . . . ...
5.4 Andlise . . . . . . L
5.5 Validacao . . . . . . . .
CONCLUSOES . . . o o oot
SUGESTAO PARA TRABALHOS FUTUROS . . . ... ...,
REFERENCIAS . . .. . ...
APENDICE . . . ..o
9.1 APENDICE 1: SCRIPT ANALISE DA FREQUENCIA DE PALAVRAS . . .
9.2 APENDICE 2: RESULTADOS VALIDACAO CRUZADA . . ... ... ...

15
15
16
17
17
18
18
20
20
23
26
29
30
31
31
32
32
33
35
39
39
42
43
44
44
46
25
o8
99
64
66
67
73
73
75



Figura 2.1:
Figura 2.2:
Figura 2.3:
Figura 2.4:
Figura 2.5:
Figura 2.6:
Figura 2.7:
Figura 2.8:
Figura 4.1:
Figura 4.2:
Figura 4.3:
Figura 5.1:
Figura 5.2:
Figura 5.3:
Figura 5.4:
Figura 5.5:
Figura 5.6:
Figura 9.1:
Figura 9.2:
Figura 9.3:

LISTA DE FIGURAS

Esquema do aprendizado supervisionado. . . . . . . ... ... ... ... 19
Curva logistica. . . . . . . . . .. 21
Limite Linear. . . . . . . . . . . . . . 23
Limite complexo. . . . . . . . . . .. 24
Reorganizacao dos limites. . . . . . . . . . . ... ... L. 24
Exemplo machos e féemeas. . . . . . .. ... oo 25
SVM para machos e fémeas. . . . . . . . ... ... 26
Matriz de confusao. . . . . . . . ... 29
[lustracao do método proposto para realizacao deste trabalho. . . . . . . . 39
Logo Twitter. . . . . . . . . . . . o 40
Logo Apple. . . . . . . 41
Configuracgao dos dados. . . . . . . . . . ... ... 49
Contagem dos rétulos. . . . . . . ..o 50
Nuvem de palavras do conjunto de dados. . . . . . . ... ... ... ... 51
Distribuicao de frequéncia de palavras em frases positivas. . . . . . . . .. 54
Distribuicao de frequéncia de palavras em frases negativas. . . . . . . . .. 54
Conjunto de dados com frases positivas e negativas. . . . . . . .. . .. .. 57
Naive Bayes validacao cruzada. . . . . . . . ... .. . ... ... ..... 75
Regressao Logistica validagao cruzada. . . . . . . .. ... ... ... ... 76

SVM validacao cruzada. . . . . . . . .. ... Lo 7



Tabela 1:
Tabela 2:
Tabela 3:
Tabela 4:
Tabela 5:
Tabela 6:
Tabela 7:
Tabela 8:
Tabela 9:
Tabela 10:
Tabela 11:
Tabela 12:
Tabela 13:

LISTA DE TABELAS

P(z,y) - o o 20
P(ylz) . . o o o 20
Coeficientes das variaveis do modelo de regressao . . . . . . . .. . .. .. 22
Classificacao das casas . . . . . . . . . . . . . . 27
Artigos que empregaram métodos supervisionados na analise de sentimento. 38

Conjunto de dados sem a polaridade neutra. . . . . . . ... .. ... ... 50
Frases positivas. . . . . . . . ... 52
Frases negativas. . . . . . . . . . ..o 52
Configuragao dos dados. . . . . . . . .. ... o7
Dados balanceados. . . . . . . . . ... 58
Resultado dos modelos. . . . . . . . . ... o 60
Métricas das matrizes de confusao. . . . . . . . ... ... ... 60
Média das métricas de validacao cruzada dos modelos. . . . . . . . . . .. 61



AB
API
BNB
DP
DT
FN
P
GNB
IA
JSON
KN
LR
LSVC
ME
ML
MNB
NB
PDCA
PLN
RF
RNC
SA
SPAM
SVM
TEF-IDF
VN
VP

LISTA DE ABREVIATURAS

AdaBost

Application Programming Interface
Bernoulli Naive Bayes

Deep Learning

Decision Tree

Falso Negativo

Falso Positivo

Gaussian Naive Bayes

Inteligéncia artificial

JavaScript Object Notation
K-Nearest

Regressao Logistica

Linear SVC

Mazximum FEntropy

Machine Learning

Multi Naive Bayes

Naive Bayes

Plan Do Check Act

Processamento de linguagem natural
Random Forest

Redes Neurais Covolucionais
Sentiment Analysis

Sending and Posting Advertisement in Mass
Support Vector Machine

Term Frequency — Inverse Document Frequency
Verdadeiro Negativo

Verdadeiro Positivo



© 00 1 O Ut = W N =

N NN NN N NN /P /= s = = s s
N O O kWY RO O 0000wy = O

LISTA DE CODIGO FONTE

Biblioteca coleta dados . . . . . . . . ...
Acesso aos dados do Twitter. . . . . . . . . ...
Especificacoes para a extracao dos tweets. . . . . . . . . . ... ...
Exemplos de tweets extraidos. . . . . . . . . ... L
Atributos presentes formato JSON. . . . . . . . . ... ... L.
Tokenizacao. . . . . . . . . .
Resultado da tokenizacao. . . . . . . . . . . . . . ...
Limpeza dos tweets. . . . . . . . . . .
Exemplos de tweets extraidos apds a limpeza. . . . . . .. .. ... ... ....
Palavras mais frequentes de acordo com a polaridade. . . . . . . . ... ... ..
Resultado da vetorizagao das frases de exemplo. . . . . . . . ... ... ... ..
Mapeamento da primeira frase. . . . . . . . ... ..o
Mapeamento da segunda frase. . . . . . . . . .. .. Lo
Vetorizando todos os tweets do conjunto de dados. . . . . . . . ... ... ...
Ajustando a proporcao de dados de treinamento e de teste. . . . . . . ... . ..
Ajuste apenas dos dados de treinamento (Xygin)- -« -« « v 0 v ov v e oo
Balanceando os dados. . . . . . .. ..o
Sklearn Naive Bayes. . . . . . . . . . . .
Sklearn Regressao Logistica. . . . . . . . . . . .. . L
Sklearn SVM. . . . . . . . e
Vetorizagao. . . . . . . . . Lo
Pontuacao de precisao. . . . . . . ...
Classificador de votagao. . . . . . . . . . . . . .
Anélise frequéncia de palavras a partir da polaridade . . . . . . ... ... ...
Naive Bayes validacao cruzada. . . . . . . . . .. .. ... ... ...
Regressao Logistica validagao cruzada. . . . . . . . . .. ... .. ... .. ...

Support Vector Machine validagao cruzada. . . . . . . . . ... .. ... .. ...

45

25

29
59
29

60
62



LISTA DE QUADRO

Configuracao do método de validacao cruzada

Desempenho dos modelos. . . . . . ... ..

13



14

1 INTRODUCAO

Atualmente é muito comum as pessoas expressarem suas opinioes na internet, especialmente
nas redes sociais. Essas opinioes tornaram-se os dados fundamentais das empresas para a analise
de sentimentos com o objetivo de verificar o quao positiva ou negativa é a sua relagdo/imagem
com o consumidor através do produto/servigo/atendimento fornecidos. A partir dessa analise
podem dai ser estabelecidas estratégias mais eficazes com o intuito de sobrevivéncia da em-
presa no mercado. Dessa forma, o uso da web para criacao e compartilhamento tem gerado
oportunidade para anélise e mineragao de dados (Pang & Lee, 2008) [46].

A Analise de Sentimentos, também conhecida como “Mineracao de Opiniao”, é um campo
dentro do Processamento de Linguagem Natural (PLN) que constréi sistemas que identificam
e extraem opinioes dentro de frases ou textos. Além de identificar a opiniao, a analise ainda
¢é capaz de extrair caracteristicas como, por exemplo, sobre o assunto que estda em questao,
reconhecendo de quem veio essa opiniao e se foi dito algo positivo ou negativo em relacao ao
assunto. As opinioes sao essenciais para quase todas as atividades humanas e sao as principais
influenciadoras de nosso comportamento (Farhadloo & Rolland, 2016) [19].

Dessa forma, tornou-se relevante estudar estratégias para investigacao desses conteidos ja
que as informagoes publicas e privadas na Internet estao sempre crescendo. Com isso, existem
cada vez mais textos que fornecem uma fonte rica de informacoes e evidéncias sobre diversos
assuntos em sites de reviews sobre produtos, féoruns, blogs e em sua grande maioria mensagens
compartilhadas em redes sociais.

A Anélise de Sentimento é normalmente realizada a partir de um processamento de lingua-
gem natural (PLN), ou seja, transforma informagdes nao-estruturadas em dados estruturados.
Este processo utiliza uma das duas abordagens basicas: classificadores baseados em regras, em
que as regras derivadas do estudo linguistico sao aplicadas & andlise de sentimento, e classifica-
dores de aprendizado de maquina em que algoritmos estatisticos sao utilizados para aprender
sinais de sentimentos automaticamente (Chong et al., 2014) [14].

Entretanto, a analise de sentimento nao é uma tarefa facil, pois geralmente é usada no
processamento de um grande volume de textos opinativos que podem conter erros de ortografia,
abreviagoes na escrita, conteudo subjetivo, figuras de linguagem, “emojis”, figuras, entre outros.
Por exemplo, imagine a seguinte situagao, uma pessoa ap6s um longo e exaustivo dia de trabalho
chega em casa e se depara com a pia repleta de louca suja e diz: “Que maravilha! Eu nao fiz
nada o dia todo”. A um ser humano adulto seria completamente compreensivel tal situacao, ou
seja, a fala do sujeito carrega uma figura de linguagem e quer dizer exatamente o oposto do que
esta dito. Mas e o algoritmo? Seria capaz de identificar o que realmente queria ser dito? E a
partir de frases como essa, com um certo grau de complexidade e com uma exigéncia maior em

relacao aos detalhes que se inicia o processo cauteloso do processamento de linguagem natural.
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1.1 Justificativa

As midias sociais surgem nesse novo contexto como importantes ferramentas de comunicagao
e publicidade, podendo se traduzir em vantagem ou desvantagem competitiva, de acordo com
a maneira como as empresas gerenciam sua utilizacao. E possivel perceber ainda que com
o desenvolvimento tecnoldgico e o crescimento da internet houve um aumento significativo
no volume de informacoes disponiveis. A evolucao destes meios de comunicagao proporciona
cada vez mais agilidade e facilidade na divulgacao, bem como a compra e venda, aumentando
a concorréncia entre empresas que buscam a atualizagao constante de suas divulgacoes por
informagoes (Dehghani, 2013) [17].

Com isso, as pessoas sentiram necessidade em estar conectadas em qualquer lugar e a qual-
quer hora do dia, o que gerou um grande avango em tecnologias portateis capazes de estarem
presentes no dia a dia das pessoas. Os smartphones permitem uma conexao rapida e eficaz com
o mundo todo, permitindo assim o consumo desenfreado por informacao diariamente.

Essa necessidade de informagao e conexao refletiu significativamente na procura por smartpho-
nes, tornando assim, a industria cada vez mais agressiva. Com relacao aos proximos cinco anos,
a expectativa é de uma alta controlada nas vendas, porém otimista, segundo a consultoria de
mercado: 1,5 bilhao de unidades em 2023 e 1,7 bilhao em 2025. As previsoes se assemelham a
um estudo publicado pela consultoria de mercado IDC, no qual ela prevé uma alta de cerca de
9% nas vendas em 2021 em relagao a 2020 (IDC, 2020) [29].

Quando uma pessoa escreve um comentario ou uma avaliacao, ela provavelmente comenta
vérios aspectos do produto (negativos e positivos) e isso é uma informagao valiosa para as
empresas, tanto para melhorar seus produtos e processos, como para melhorar sua imagem
perante os consumidores.

No entanto, a analise de sentimentos nao é um trabalho facil. Existem vérios idiomas
no nosso planeta e o processamento da linguagem natural é recente no que diz respeito ao
desenvolvimento de softwares e inteligencia artificial. Portanto, hé a necessidade de um estudo

mais aprofundado na drea de anélise de sentimentos com relacao aos algoritmos de identificacao
(Gaur & Sharma, 2017) [21].

1.2 Objetivo

O objetivo geral deste trabalho é comparar algoritmos baseados em aprendizado de maquina
para realizar a classificagdo de sentimento ao serem aplicados em mensagens do Twitter (em
portugués brasileiro) relacionados a compra do smartphone iPhone.

Para atingir o objetivo geral serao atingidos os seguintes objetivos especificos:
e Coletar mensagens relacionadas ao iPhone na rede social Twitter;
e Pré-processar os dados com o intuito de excluir caracteres, emojis, urls entre outros;

e Descrever fundamentos estatisticos que servirao de base para o codigo computacional;
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Adaptar algoritmos ja existentes na literatura de acordo com a necessidade da pesquisa;

(Classificar dados afim de treinar os algoritmos;

Testar os algoritmos a partir dos dados obtidos;

Avaliar os algoritmos utilizando indices estatisticos;

e Comparar os resultados encontrados.

1.3 Organizagcao do documento

Este documento esta organizado da seguinte forma:

e Capitulo 2: Apresenta uma revisao sobre as abordagens mais comumente utilizadas para

a Anélise de Sentimento, além das métricas de avaliacao empregadas no trabalho;
e Capitulo 3: Revisa os estudos encontrados na literatura;
e Capitulo 4: Apresenta os materiais e a métodos utilizados na pesquisa;
e Capitulo 5: Apresenta os resultados e discussoes acerca do trabalho;
e Capitulo 6: Conclusoes;
e Capitulo 7: Trabalhos futuros;
e Capitulo 8: Apresenta as referéncias utilizadas neste trabalho;

e Capitulo 9: Apéndices.
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2 REFERENCIAL TEORICO

Nesta secao sera apresentado todo o referencial tedrico envolvido nesta proposta de trabalho.

A inteligéncia artificial (IA) tem se destacado com o objetivo pratico de agrupar vérias
tecnologias, como redes neurais artificiais, algoritmos, sistemas de aprendizado, entre outros,
que conseguem simular capacidades humanas ligadas a inteligéncia (Saleh, 2019) [57].

Além de a IA poder auxiliar na simplificacao de processos de analise, especialmente quando
se trata de tomada de decisao baseada em dados, ela é capaz de organizar dados e lhes conferir
maior clareza na interpretacao. O sistema ainda pode desenvolver processos que envolvam
correlagoes, regressoes e estruturacao de andlises dos dados gerados (Singh et al., 2013) [58].

Outra vantagem da utilizagdo do sistema de inteligéncia artificial estd na capacidade de
avaliar uma grande quantidade de dados a uma velocidade relativamente elevada e retornar as
informagoes mais relevantes a analise.

Todavia, apesar de todas as possibilidades a partir da IA, ainda é possivel encontrar tecno-
logias que contribuem para que ela evolua e facilite a sua atuagao, como é o caso do Machine
Learning (ML), Deep Leraning (DL) e o Processamento de Linguagem Natural (PLN) (Janiesch
et al., 2021) [30].

2.1 Processamento de linguagem natural

Um dos desafios da drea da inteligéncia artificial esta na subarea denominada de Processa-
mento de Linguagem Natural (PLN), a qual tem por objetivo reproduzir processos de desen-
volvimento humano relacionados a linguagem. Entre as ferramentas empregadas neste estudo
estao os algoritmos e a programacao.

Por meio de processos, as maquinas podem compreender melhor os textos, o que envolve
reconhecimento de contexto, extracao de informacoes e desenvolvimento de resumos. O PLN
pode ser usado em areas como atendimento ao consumidor e na produgao de relatérios corpo-
rativos a fim de auxiliar o entendimento da relagdo empresa e consumidor (Rindflesch, 1996)
[54].

A ac@o mais importante no Processamento de Linguagens Naturais é a conversao do texto
em uma representacao legivel aos algoritmos computacionais, possibilitando assim a extracao
de informacao contidas nos textos por meio de ferramentas tecnologicas.

Porém, a mineracao de texto ainda é uma tecnologia em expansao e, por isso, ainda nao ha
consenso sobre até onde vai a abrangéncia da recente area, mas todo o escopo de Processamento
de Linguagem Natural se enquadra como mineragao de texto (Witten et al., 2011) [70].

A classificacdo pode ser realizada por meio de: (a) técnicas de aprendizagem de méquina
com o uso predominante de métodos supervisionados de aprendizagem como os de classificacao
ou de regressao (Medhat et al., 2014) [40], e (b) técnicas baseadas em léxico, ou seja, pontuagao

de palavras (Liu, 2010) [38] de acordo com o sentimento que as palavras contém.
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2.1.1 Técnicas baseadas em léxico

Métodos baseados em léxicos ou dicionérios sao métodos que utilizam listas e dicionarios de
palavras associadas a sentimentos especificos, palavras marcadas por polaridade ou pontuacao
de polaridade para determinar a pontuagao geral de opiniao de um determinado texto. Por
exemplo, a orientacao semantica ou polaridade é definida como uma medida da subjetividade
e opinido de uma palavra, frase, sentenga ou documento (Taboada et al., 2011) [63]. Assim, é
possivel verificar se uma frase (ou um documento) é positivo ou negativo.

Por exemplo, considere a frase “Eu gosto de abacaxi”. Nesse método, cada palavra recebe
uma pontuacao, a qual denominou-se de polaridade, podendo ter os valores -1, 0 ou +1, onde
+1 ¢é para palavras positivas, 0 para palavras neutras e -1 para palavras negativas. Nesse caso
suponhamos que a pontuacao da frase seja 0, +1, 0, +1. Neste contexto, ha 2 palavras neutras,
2 positivas e nenhuma negativa. De maneira simples, a partir disso pode-se concluir que é uma
frase positiva. Essa pontuacao pode variar de acordo com o tipo de técnica que se trabalha.
Alguns autores preferem ainda, construir o seu préprio dicionario de polaridades.

A principal vantagem desses métodos é que eles nao precisam de dados de treinamento. Um
léxico de sentimento titil conteria atribuigoes de orientacao de polaridade (positiva e negativa)
e também a for¢a do sentimento ou, em alguns casos, o grau de centralidade para a categoria
de sentimento.

Entretanto, eles sao menos explorados em analise de sentimentos em comparacao a outras
abordagens. O léxico poderia ser muito bem aplicado a textos mais formais, como documentos
ou reportagens, onde estao presentes frases formais, dentro dos padroes ortograficos da lingua.
No entanto, quando o interesse esta nas redes sociais como o Twitter por exemplo, o léxico
perde a capacidade de identificar o sentimento devido a singularidade da escrita na plataforma,
ja que contém um grande nimero de peculiaridades textuais (p.ex.: “n = nao”, “ve= vocé”) e
expressoes coloquiais, além de possuir uma natureza dinamica com novas expressoes e hashtags.
Nesses casos, fica claro a vantagem da criagao do seu préprio dicionario de polaridades a partir

do conjunto de dados.

2.1.2 Técnicas baseadas em aprendizado de maquina

O Aprendizado de Maquina é considerado um subéarea da Inteligéncia Artificial e tem por
objetivo o desenvolvimento de técnicas e métodos que possibilitem o aprendizado do computa-
dor.

A anadlise de sentimento sob esta abordagem propoe que um conjunto de dados seja dividido
em dois conjuntos, um de treinamento e outro para teste. O classificador aprende com os dados
de treinamento e (as vezes) constréi um modelo que posteriormente é usado para classificar os
documentos do conjunto de teste.

Alguns dos exemplos mais comuns de aprendizagem de maquinas sao os algoritmos que
streamings utilizam, por exemplo, a plataforma faz sugestoes de filmes com base em filmes vistos

no passado ou quando lojas recomendam outros produtos com base em produtos comprados
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anteriormente. O objetivo é que a representagao gerada seja capaz de produzir saidas corretas
para novas entradas nao apresentadas previamente. A figura 2.1 a seguir ilustra o funcionamento

de um modelo de aprendizado supervisionado:

Aprende os
relacionamentos entre

Figura 2.1: Esquema do aprendizado supervisionado.
Alogoritmo A
as entradas e saidas

Dados de
@) | de Machine
Rétulos de Learning

Y

Modelo Saida
d preditivo d esperada

Fonte: Autoria propria (2022).

Dados historicos

Em geral, existem dois tipos diferentes de modelos de classificacao: modelos generativos
(Naive Bayes, Modelos Hidden Markov, etc.) e modelos discriminativos (Regressdo Logistica,
Support Vector Machine (SVM), entre outros). A principal diferenga é que um modelo gene-
rativo tenta modelar a distribuicao de probabilidade conjunta e, em seguida, calcula a proba-
bilidade condicional usando o teorema de Bayes, enquanto um modelo discriminativo modela
diretamente a forma conjunta.

A abordagem de aprendizado de maquina supervisionado geralmente atinge uma precisao
maior do que a abordagem nao supervisionada para andlise de sentimento. O aprendizado
supervisionado ocorre quando o modelo aprende a partir de resultados pré-definidos, ja no nao
supervisionado nao existem resultados pré-definidos para o modelo utilizar como referéncia para
aprender. Dessa forma, trabalhar com esse tipo de abordagem requer uma construcao de um
gigantesco nimero de dados. Também pode ser caro e demorado, além disso apds construido em
um dominio poderd implicar baixa precisdo quando aplicado em dominio diferente (Akinsola,

2017) [1].
Modelos Generativos x Modelos Discriminativos

Modelos generativos e discriminativos sao modelos de aprendizado de maquina muito utili-
zados. Por exemplo, Regressao Logistica, SVM’s sao modelos discriminativos bastante conhe-
cidos. Ja como exemplo de modelos generativos comumente usado é possivel citar Naive Bayes,
Modelos Hidden Markov e entre outros (Osisiogu, 2019) [44].

Classificadores generativos aprendem a distribui¢do de probabilidade conjunta P(z,y). O

principal objetivo é ser capaz de explicar como os dados sao gerados, de modo que, a partir
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da captura do processo que gerou os dados, o modelo possa realizar previsoes sobre os novos
exemplos. O diferencial do classificador generativo é ser capaz de aprender a distribuicao de
dados subjacentes. Para as previsoes os classificadores generativos transformam a probabilidade
conjunta (P(x,y)) em uma probabilidade condicional (P(y|z)) (1é-se: “probabilidade de y dados
os valores de x”), usando a regra de Bayes (Ulusoy & Bishop, 2006) [67].

Ja de modo contrario, os classificadores discriminativos tentam encontrar limites que sepa-
ram as classes. Sao testados e verificados todos os possiveis limites e o que possuir menor erro é
selecionado. Esses limites podem ser rigidos ou flexiveis. Um limite flexivel permite que alguns
exemplos sejam classificados de maneira incorreta. Este tipo de limite é possivel encontrar no
modelo SVM.

Suponha que existam dados de entrada x e é necessario classifica-los em rétulos y. Como
observado, o modelo generativo ird aprender a distribuicao de probabilidade conjunta P(x,y) e
o modelo discriminativo ird aprender a distribui¢@o de probabilidade condicional P(y|z). Agora
imagine que vocé tenha os seguintes dados no formulario (z,y): (1,0), (1,0), (2,0), (2,1).

As Tabelas 1 e 2 representam o exemplo citado acima.

Tabela 1: P(x,y) Tabela 2: P(y|x)
y=0 y=1 y=0 y=1
x=1 1 0 x=1 1 0
xX=2 1/2 1/2 x=2 1/2 1/2
Fonte: Autoria prépria (2022). Fonte: Autoria prépria (2022).

A distribuigao P(y|z) ¢ a distribui¢do natural para classificar um determinado exemplo z
em uma classe y. Modelo de algoritmos generativos P(z,y), que pode ser transformado P(y|z)

pela aplicacao da regra de Bayes e depois usado para classificacao.

2.2 Modelos

2.2.1 Regressao Logistica (LR)

A regressao logistica é uma abordagem que permite estimar a probabilidade associada a
ocorréncia de determinado evento diante de um conjunto de varidveis explanatorias, além de
ser usada para determinar a saida ou resultado quando houver uma ou mais variaveis indepen-
dentes.

A regressao logistica pertence a familia de classificadores conhecidos como classificadores
exponenciais ou log-lineares. Basicamente, a regressao logistica binomial se refere a um classifi-
cador que classifica uma observagao em uma de duas classes, enquanto a regressao logistica mul-
tinomial é usada ao classificar em mais de duas classes. Vale ressaltar que a regressao logistica
¢ um classificador discriminativo, sendo assim, a funcao de um classificador probabilistico ¢é
escolher qual rétulo de saida y atribuir a uma entrada x, escolhendo o y que maximiza essa
probabilidade (Wankhade et al., 2017) [69].
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Em um caso mais simples, da variavel dependente Y assumir apenas dois possiveis estados
(0 ou 1) e haver um conjunto de p variaveis independentes X;, Xs, ..., X,. O modelo de

regressao logistica pode ser escrito da seguinte forma:

1
onde,
g(CL’) = BO —|— B1X1 —|— ...Bpo (22)
Os coeficientes By, By, ..., B, sao estimados a partir do conjunto dados pelo método da
méxima verossimilhanca. Considerando uma certa combinacao de coeficientes By, By, ..., By e

variando os valores de X (Hosmer & Lemeshow, 2000) [26].

Dessa forma:
e g(z)— 400, entao P(Y =1)—1,
e g(z)— —o0, entao P(Y =1)— 0.

Uma funcao logistica ou curva logistica tem um formato de S comum (curva sigmoide),

como mostra a Figura 2.2.

Figura 2.2: Curva logistica.

Probabilidade do evento (variavel dependente)

Variavel independente g(x)

Fonte: Autoria prépria (2022).

Algumas das interpretagoes a partir dos coeficientes sao:

e Identifica-se que o impacto do coeficiente da variavel independente sobre a razao de chan-

ces;
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e Determina-se o efeito que os coeficientes exercem sobre a chance de um evento ocorrer;

e Ressalta-se que um coeficiente:
- positivo aumenta a probabilidade;

- negativo diminui a probabilidade.

Para utilizar o modelo de regressao logistica para discriminacao de dois grupos, a regra de

classificagdo baseada em Hair et al., (1998)[24] ¢ a seguinte:
e se P(Y =1) > 0,5 entdo classifica-se Y = 1;
e se P(Y =1) <0,5 entao classifica-se Y = 0.

Para obter-se uma boa estimativa da eficiéncia classificatoria do modelo, recomenda-se se-

parar a amostra em duas partes:
e uma parte para estimacao do modelo;

e outra parte para testar a eficiéncia da classificagdo (holdout sample) (Hair et al., 1998)
[24].

Utilizar a regressao logistica possui algumas vantagens, por exemplo, sua facilidade em lidar
com variaveis independentes categoricas, ela fornece resultados em termos de probabilidade,
facilita a classificacao em categorias, nao necessita de um grande ntimero de suposicoes além
de possuir um alto grau de confiabilidade (Hosmer & Lemeshow, 2000) [26].

Para facilitar o entendimento, utilizou-se como exemplo a aplicacao proposta no trabalho
de Ferreira et al. (2012) [20].

A aplicacao se baseia na anélise de concessao de crédito de uma agéncia bancaria localizada
em Vicosa-MG. A base amostral foi composta por 74 operacoes de crédito realizadas no ano
de 2007. A variavel dependente foi a inadimpléncia, sendo atribuido (Y = 1) aos clientes
inadimplentes e (Y = 0) aos clientes adimplentes. J& as varidveis independentes sao a idade do
cliente, o tempo de relacionamento com o banco, a renda, o limite do cheque especial, o estado
civil e a escolaridade.

A Tabela 3 apresenta os coeficientes das varaveis do modelo de regressao.

Tabela 3: Coeficientes das varidaveis do modelo de regressao

Variavel Coeficiente estimado
Idade Cliente (IC) -1,68895
Tempo de relacionamento (TR) 26,67029
Renda (RD) 0,05831
Limite cheque especial (LC) -0,09597
Estado Civil (EC) 29,65605
Escolaridade (ES) -11,90192
Constante -169,58336

Fonte: Adaptado de Ferreira et al. (2012).
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Vale ressaltar que os sinais dos coeficientes sao importantes para o julgamento dos resultados,
um coeficiente positivo aumenta a probabilidade de ocorréncia do evento, enquanto o negativo
diminui. Nesse caso, o evento de interesse (Y = 1) é a inadimpléncia. A contante representa o

Bo no modelo de regressao. Dessa forma, o modelo de regressao é expresso pela equacao 2.3:

1
pP= 1+ e—(—169,583—1,689xIC'+26,67x T R+0,0583x RD—0,096x LC+29,656 x EC—11,902X ES)

(2.3)

Desta forma, a partir dos resultados obtidos, os autores fazem algumas observagoes, por exem-
plo, clientes de maior idade e maior grau de escolaridade tendem a ser adimplentes. Porém,
ainda observou-se que clientes com maior tempo de relacionamento com o banco apresentam

maiores problemas em relagao a inadimpléncia.

2.2.2 Support Vector Machine (SVM)

O Support Vector Machine (SVM) foi proposto pela primeira vez em 1992, apresentado por
Boser, Guyon e Vapnik no COLT-92 (Boser et al., 1992) [9]. SVMs sao um conjunto de métodos
de aprendizado supervisionado usados para classificacao e regressao cujo objetivo é categorizar
determinado conjunto de pontos de dados.

Em outras palavras, o Support Vector Machine (SVM) é uma ferramenta de classifica¢ao
e previsao de regressao que usa a teoria do aprendizado de maquina para ampliar a precisao,
evitando assim, o ajuste excessivo aos dados. Os SVMs podem ser definidos como sistemas que
usam as hipdteses de fungoes lineares em um espaco de caracteristicas de alta dimensao, treina-
das com um algoritmo de aprendizagem focado em otimizacao que implementa uma orientacao
de aprendizagem enfatizando a teoria de aprendizagem estatistica (Awad & Khana, 2015) [7].

De uma forma mais dinamica, ele separa um conjunto de objetos com diferentes classes
utilizando o conceito de plano de decisao. Por exemplo, na Figura 2.3 ¢é possivel visualizar duas

classes de objetos, azul ou vermelho. Essa linha define o limite em que se encontram os objetos.

Figura 2.3: Limite Linear.

Fonte: Autoria prépria (2022).
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No entanto, os problemas costumam ficar mais elaborados quando é necessario realizar
uma separacao otima por meio de estruturas mais complexas, como é possivel observar na
Figura 2.4. Ao entrarem novos objetos na andlise, eles serao classificados como “azuis”ou
“vermelhos”. Dessa forma, o SVM propoe a classificacao de novos objetos (teste) com base nos

dados disponiveis (treinamento).

Figura 2.4: Limite complexo.

Fonte: Autoria prépria (2022).

Na Figura 2.5 observa-se a complexidade em separar os objetos originais. A partir disso,
utiliza-se um conjunto de fungdes matematicas com o objetivo de reorganizar esses objetos,

conhecido como Kernels.

Figura 2.5: Reorganizacao dos limites.

Fonte: Autoria prépria (2022).

Dessa forma, em vez de construir uma curva complexa, como no esquema esquerdo, o SVM
propoe, nesse caso, essa linha 6tima capaz de separar os pontos azuis dos vermelhos.
Sendo assim, o SVM ¢ usado para fins de classificacao. Ele também pode ser usado em

andlises de regressao e deteccdo de outliers (dados que se diferenciam drasticamente de todos
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os outros). Além de evitar as armadilhas de representagoes dimensionais muito altas sendo
assim, bastante utilizada quando se possui essas caracteristicas (Lewis, 2004) [37].

Imagine a seguinte situacao, existe uma populacao composta por 50% machos e 50% de
féemeas. A partir de uma amostra deseja-se criar um conjunto de regras para que seja possivel
classificar o género do restante da populacao.

Para simplificar, suponha que os dois fatores de diferenciacao identificados sejam o compri-
mento da asa e o comprimento do bico.

Os circulos na Figura 2.6 representam as fémeas e os triangulos representam os machos.

Figura 2.6: Exemplo machos e fémeas.
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Fonte: Autoria prépria (2022).

Alguns insights esperados do grafico sao:
1. Os machos da amostra tém um comprimento médio de bico e asa maior que as fémeas;
2. As fémeas da amostra tem um comprimento médio de bico e asa menor que o machos.

Observa-se que existe um individuo com 10cm de comprimento de asa e comprimento de
bico de 8cm, o melhor palpite seria classificar esse individuo como um macho. Nesse caso,
Vetores de Suporte sao simplesmente as coordenadas da observacao individual. Por exemplo,
(4, 4) é um vetor de suporte que corresponde a uma fémea, pois é uma fronteira que melhor

segrega as classes, como mostra a Figura 2.7.



26

Figura 2.7: SVM para machos e fémeas.
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Fonte: Autoria prépria (2022).

A maneira mais facil de interpretar a fungao objetivo em um SVM ¢é encontrar a distancia

minima da fronteira do vetor de suporte mais préximo (isso pode pertencer a qualquer classe).

2.2.3 Naive Bayes (NB)

O algortimo Naive Bayes é um classificador probabilistico baseado no “Teorema de Bayes”
(representado pela equagao (2.4)), o qual foi criado por Thomas Bayes (Rutten, 2010) [55].
_ prob(A|B)prob(B)

prob(B|A) = rob(A) (2.4)

onde,

e P(BJ|A) é a probabilidade posterior da classe (B, alvo) dada preditor (A, atributos).
e P(B) é a probabilidade original da classe.

e P(A|B) é a probabilidade que representa a probabilidade do preditor dada a classe.
e P(A) é a probabilidade original do preditor.

De modo mais simples,

prob(B|A) = Quantas vezes aparece B (2.5)

"~ Quantidade total de B no documento

As contagens de frequéncia das palavras sdo armazenadas em tabelas de hash (estrutura de
dados especial que associa chaves de pesquisa a valores. Seu objetivo é fazer uma busca rapida
e obter o valor desejado a partir de uma chave simples) durante a fase de treinamento. Também

sao removidas as palavras duplicadas do documento, pois elas nao adicionam mais informacao.
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Atualmente o algoritmo ficou bastante conhecido na area de aprendizado de méaquina, de
modo a categorizar textos baseados na frequéncia que as palavras sao usadas, dessa forma
podendo ser usado para identificar se um e-mail é SPAM ou até mesmo sobre qual assunto se
refere determinado texto (Tope, 2019) [64].

A caracteristica predominante do algoritmo, a qual também o faz receber “naive” (ingénuo)
no nome, ¢ que ele desconsidera completamente a correlacao entre as varidveis, ou seja, ele
considera que a ocorréncia de todas palavras sao independentes umas das outras dado o contexto
da categoria.

O algoritmo funciona de forma probabilistica, ele faz uso direto do teorema de Bayes para
probabilidades condicionais ao classificar os textos. Como é um método de aprendizado de
maquina supervisionado, ele precisa de uma etapa de treino onde os estimadores 6timos para
os parametros do modelo sao calculados (Lewis, 1998; Goldberg, 1989) [36] [23].

Imagine a seguinte situacao, um casal precisa analisar qual a melhor op¢ao para a compra
de sua primeira casa, para isso eles comecam classificando todas as opcoes ja visitadas como

apresenta a Tabela 4.

Tabela 4: Classificacao das casas

Material ~ Quintal Tipo Regiao Boa escolha
Alvenaria Grande  Térrea  Afastada Sim
Alvenaria Grande  Térrea Central Sim

Madeira  Grande Sobrado Residencial Nao
Alvenaria Grande Sobrado Central Sim
Alvenaria Pequeno Térrea  Residencial Sim

Madeira Pequeno Térrea  Residencial Sim

Madeira Pequeno  Térrea Afastada Sim
Alvenaria Pequeno Sobrado Central Nao

Madeira Pequeno  Térrea Central Nao
Alvenaria Grande  Térrea  Residencial Sim

Madeira  Grande Sobrado  Afastada Sim

Madeira Pequeno Sobrado  Afastada Nao
Alvenaria Pequeno Sobrado Residencial Sim

Madeira  Grande  Térrea  Residencial Nao

Fonte: Autoria prépria (2022).

Com essa base ja classificada, dada uma casa térrea feita de madeira que possui quintal

pequeno na regiao residencial é uma boa opcao? Essa casa pode ser representada por:
x = [madeira, pequeno, térrea, residencial). (2.6)
E a pergunta, em forma de probabilidade condicional:
P(y = sim|x). (2.7)

Essa probabilidade deve ser lida como:
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e Qual a probabilidade da casa ser uma boa opcao dado que ela é de madeira, pequeno,
térrea, residencial?
Pelo Teorema de Bayes, tem-se que:

P(z|y = sim)P(y = sim)
P(x) ’

P(y = sim|z) = (2.8)

com P(x|y = sim) sendo denominado likelihood, P(y = seguro) é o prior e P(x) o preditor.
Com essa formula, e a Tabela de exemplos é possivel calcular a probabilidade de cada nova

casa nao classificada pertencer a uma classe ou outra. A partir disso obtém-se:

x = [madeira, pequeno, térrea, residencial). (2.9)

P(madeira)= 7/14

e P(pequeno)= 7/14

P(térreo)= 8/14

e P(residencial)= 6/14

P(x)= 2352/38416 = 0.06

E, finalmente:

e P(madeira | y = sim)= 3/9 e P(madeira | y = nao)=4/5

e P(pequeno | y = sim)= 4/9 e P(pequeno | y = nao)= 3/5

e P(térreo | y = sim)= 6/9 e P(térreo | y = nao)=2/5

e P(residencial | y = sim)= 4/9 e P(residencial | y = nao)= 2/5
e P(x]y = sim)= 288/6561 = 0.04 e P(x|]y = nao)= 48/625 = 0.07

Com isso pode-se calcular:

P(y = sim | x) = 0.04 - 0.64/0.06 = 0.43
P(y = ndo | x) = 0.07 - 0.36/0.06 = 0.42

Note que P(y = sim | x) # 1 - P(y = nao | x).

Resumindo, pode-se expressar da seguinte maneira:

n

§ = argmazp(Cy) | [ p(:|Cy) (2.10)

=1

onde,

e (}: probabilidade da classe;
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e 1;|Cy: probabilidades condicionais.

E possivel observar, a partir do exemplo, o valor que corresponde a escolha ser sim, uma boa
op¢ao ou nao, uma opcao ruim. Apesar da proximidade dos resultados, acrescentar ou diminuir
mais caracteristicas, bem como outra opc¢ao de escolha pode gerar mudancas significativas nos

resultados encontrados.

2.3 Meétricas de Avaliacao

Os modos mais utilizados para a avaliacao dos resultados obtidos da classificacao de texto
sao abrangéncia (recall), precisao (precision), acuracia (accuracy), F1-Score, validagao cruzada
e classificador de votacao.

Para entender melhor cada métrica, primeiro é necessario entender alguns conceitos.
Matriz de confusao
Uma matriz de confusao é uma tabela que indica os erros e acertos do modelo, o que € feito

comparando-se com o resultado esperado. A Figura 2.8 apresenta um exemplo de uma matriz
de confusdo (Markoulidakis et al., 2021) [39].

Figura 2.8: Matriz de confusao.

Detectada
Sim Nao

Sim | Verdadeiro Paositivo (VP) Falso Negativo (FN)

Real

Verdadeiro Negativo

N&o Falso Positivo (FP) (VN)

.. J

Fonte: Autoria prépria (2022).

sendo:

e VP : classificacao correta da classe Positivo;

e FP : erro em que o modelo previu a classe Positivo quando o valor real era classe Negativo;
e VN : classificagao correta da classe Negativo;

e FN : erro em que o modelo previu a classe Negativo quando o valor real era classe Positivo.
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Para termos um exemplo, imagine que houvesse um modelo que, dada os sintomas de um
paciente, dissesse se 0 mesmo estaria ou nao com gripe. Porém, para esse contexto, utilizou-se
uma lista com os dados reais, e uma lista de dados preditos pelo modelo, ambos dados criados.

Utilizou-se 1 para sim e 0 para nao. Dessa forma:
e valores-reais: [1,0, 1,0, 0,0, 1,0, 1, 0];
e valores-preditos: [1, 0,0, 1, 0,0, 1, 1, 1, 0].
Neste caso:

e Verdadeiro positivo (VP): ocorre quando no conjunto real, a classe que buscamos foi
prevista corretamente. Por exemplo, quando o paciente esta com gripe e o modelo previu

corretamente que ele estd com gripe;

e Falso positivo (FP): ocorre quando no conjunto real, a classe que buscamos prever foi
prevista incorretamente. Exemplo: o paciente nao esta com gripe, mas o modelo disse

que ela esta;

e Verdadeiro negativo (VN): ocorre quando no conjunto real, a classe que nao buscamos
prever foi prevista corretamente. Exemplo: o paciente nao estda com gripe, e o modelo

previu corretamente que ele nao esta;

e Falso negativo (FN): ocorre quando no conjunto real, a classe que nao buscamos prever
foi prevista incorretamente. Por exemplo, quando o paciente esta com gripe e o modelo

previu incorretamente que ele nao estd com gripe.

Assim, o modelo:

e Previu paciente doente 3 vezes corretamente (VP=3);
e Previu nao doente 4 vezes corretamente (FP=4);
e Previu doente 1 vez incorretamente (VN=1);

e Previu nao doente 2 vezes incorretamente (FN=2).

2.3.1 Precisao

Precisao se trata da eficiéncia na avaliacdo de uma classe (positivos ou negativos), sendo
dada pela razao entre os verdadeiros da classe e a soma dos verdadeiros e falsos desta classe
(Dalianis, 2018) [15]. Assim, para os positivos a precisao seré:

VP

Precisao = m (211)

sendo,



31

e VP : Verdadeiro Positivo;

e P : Falso Positivo.

A precisao pode ser usada em uma situagdo em que os Falsos Positivos sao considerados
mais prejudiciais do que os Falsos Negativos.
Fazendo um breve calculo do exemplo citado acima o modelo apresenta uma precisao de

aproximadamente 43%.

2.3.2 Acuracia

A acurédcia é a medida mais intuitiva, se trata de uma avaliacao geral dos acertos, ou seja,
é a razao entre o total de acertos e o total de avaliacoes, considerandos as classes verdadeiro e
falso (Vujovic, 2021) [68].
VP+ VN

Acuracia = 2.12
e = P Y FPTFN + VN (2.12)

sendo,

e VP : Verdadeiro Positivo;
e FP : Falso;
e VN : Verdadeiro Negativo;

e FN : Falso Negativo.

A acurécia é uma boa indicagao geral do desempenho do modelo.
Da mesma forma, realizando o calculo com base no exemplo citado acima o modelo apresenta

uma acuricia de aproximadamente 40%.

2.3.3 Recall

O recall se trata da medida que avalia a frequéncia com que o classificador classifica corre-
tamente (Hossin, 2015) [27]. Esse método é definido como a razao entre verdadeiros positivos

e a soma de verdadeiros positivos com negativos falsos:

VP
R@CCL” = m—m (213)

sendo,

e VP : Verdadeiro Positivo;

e FN : Falso Negativo.
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O recall pode ser usada em uma situacao em que os Falsos Negativos sao considerados mais
prejudiciais que os Falsos Positivos.
E por fim, realizando o calculo com base no exemplo citado acima o modelo apresenta um

recall de aproximadamente 60%.

2.3.4 F1-Score

O F1-Score, também chamado de F-score, é uma medida da precisao de um modelo em
um conjunto de dados. E usado para avaliar sistemas de classificacao bindaria, que classificam
exemplos em “positivos” ou “negativos”.

O F-Score é uma forma de combinar a precisao e o recall do modelo, e é definido como a
média harmonica da precisao e do recall do modelo. O F-Score é comumente usado para avaliar
sistemas de recuperacao de informacoes, como mecanismos de busca, e também para muitos
tipos de modelos de aprendizado de maquina, em particular no processamento de linguagem
natural. E possivel ajustar o F-Score para dar mais importancia a precisao sobre o recall, ou
vice-versa. Os F-Score ajustados comuns sao o F0.5-score (§ = 0.5) e o F2-score (§ = 2), bem
como o Fl-score (f = 1) padrao (Powers, 2011) [47].

A férmula para o Fl-score padrao é a média harmonica da precisao e do recall, como
mostrado abaixo:

P - 2 9 precisao X recall

1
recall precisao

(2.14)

precisao + recall

Dessa forma,

B VP
- VP+3(FP+FN)

r (2.15)

Um modelo perfeito tem um F-score de 1.

2.3.5 Validacao cruzada

A validagao cruzada é um método estatistico de avaliacao e comparacao de algoritmos de
aprendizado, dividindo os dados em dois segmentos: um usado para aprender ou treinar um
modelo e o outro usado para validar o modelo.

Na validacao cruzada, os dados sao primeiro particionados em k segmentos ou dobras de
tamanho igual (ou quase igual). Subsequentemente, k iteragoes de treinamento e valida¢ao sao
realizadas de tal forma que dentro de cada iteracao uma dobra diferente dos dados é mantida
para validagao enquanto as k — 1 dobras restantes sdo usadas para aprendizado (Refaeilzadeh
et al., 2009) [53].

A acurécia da validagao cruzada, por exemplo, é a média de todas as precisoes alcancadas
nos conjuntos de validagdo (Berrar, 2018) [8]. Esse processo é repetido vérias vezes, gerando
(aleatoriamente) novas parti¢oes de treinamento e teste a cada vez, como apresenta a Quadro
1.



Quadro 1: Configuracao do método de validagao cruzada.
iteragao 1 iteracao 2 iteracao 3 iteracao 4 iteracao 5
teste treinamento | treinamento | treinamento | treinamento
treinamento teste treinamento | treinamento | treinamento
treinamento | treinamento teste treinamento | treinamento
treinamento | treinamento | treinamento teste treinamento
treinamento | treinamento | treinamento | treinamento teste
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Fonte: Autoria prépria (2022).

Por exemplo, suponha que vocé escolheu usar 10% dos seus 100 dados como dados de teste.
Entao, seu conjunto de teste na primeira repeticao pode ser os pontos 64, 90, 63, 42, 65, 49,
10, 68, 96, 48. Na préxima execugao, seu conjunto de teste pode ser 90, 60, 23, 67, 16, 78,
42, 17, 73, 26. Como as particoes sao feitas independentemente para cada execucao, o mesmo
ponto pode aparecer no conjunto de teste varias vezes.

A vantagem desse método é que a proporgao da divisao de treinamento/teste nao depende
do numero de iteracoes, o que ¢ util para grandes conjuntos de dados. Por outro lado, a
desvantagem desse método é que vocé nao esta executando iteracoes suficientes, portanto,
alguns exemplos de conjuntos de teste podem nunca ser selecionados ou outros podem ser

selecionados mais de uma vez (Kohavi, 1995) [33].

2.3.6 Classificador de votacao

O aprendizado de conjunto, ou método Ensemble, ¢ uma meta-abordagem geral para apren-
dizado de maquina que busca um melhor desempenho preditivo combinando as previsoes de
varios modelos. Esse método combina de alguma forma suas decisoes, ou seus algoritmos de
aprendizado, ou diferentes visoes de dados, ou outras caracteristicas especificas para obter
previsoes mais confidveis e precisas (Re & Valentini, 2012) [52].

Os tipos de técnicas Ensemble incluem:

Bagging or Bootstrap Aggregation;

Boosting;

Stacking Classifier;

Voting Classifier.

Um classificador de votacao (Voting Classifier) é um modelo de aprendizado de méquina
que treina em um conjunto de varios modelos e prevé uma saida (classe) com base em sua
maior probabilidade de classe escolhida como saida (Anagnostopoulos & Skourlas, 2014) [4].

Os critérios de votacao podem ser de dois tipos:

e Votagao Dificil: A classe de saida prevista é uma classe com a maior maioria de vo-
tos, ou seja, a classe que teve a maior probabilidade de ser prevista por cada um dos

classificadores.
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Exemplo: Suponha que trés classificadores previram a classe de saida (A, A, B) , entao

aqui a maioria previu A como saida. Portanto , A serd a previsao final.

Votacgao Suave: A classe de saida é a previsao baseada na média de probabilidade dada a

essa classe.

Exemplo: Suponha que dada alguma entrada para trés modelos, a probabilidade de
previsao para classe A = (0.27, 0.42, 0.31) e B = (0.35, 0.48, 0.33). Portanto, a média
para a classe A é 0.33 e B é 0.386 , o vencedor é claramente a classe B porque teve a

maior probabilidade média de cada classificador.
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3 TRABALHOS RELACIONADOS

Os classificadores mais utilizados para enderecar o problema de andlise de sentimentos em
Twitter sao os classificadores Support Vector Machine e Naive Bayes.

Gautam e Yadav (2014) [22] para analisar os sentimentos de clientes a partir de tweets
propuseram um conjunto de técnicas de aprendizado de maquina com andlise semantica para
classificacao de frases e avaliagoes de produtos com base em dados do twitter. A técnica Naive
Bayes apresentou um resultado melhor que SVM, que estd sendo submetido a um modelo uni-
grama, que da um resultado melhor do que usé-lo sozinho. Além disso, a precisao é melhorada
quando a andlise semantica do WordNet é utilizada sozinha, levando-o de 88,2% para 89,9%.
Entretanto, os autores afirmam que se o conjunto de dados de treinamento for aumentado existe
uma melhora no processo de identificacao de frases relacionadas ao vetor de recursos.

Neethue e Rajasree (2013) [43] analisaram postagens do Twitter sobre produtos eletronicos
como celulares, laptops, etc., usando a abordagem de Aprendizado de Maquina. Em seguida,
apresentaram um novo vetor de recursos para classificar os tweets como positivos, negativos
e extrair a opiniao das pessoas sobre os produtos. Na primeira etapa, os recursos especificos
do Twitter sao extraidos e adicionados ao vetor de recursos. Depois disso, esses recursos sao
removidos dos tweets e novamente a extracao de recursos é feita como se fosse feita em um
texto normal. A precisao da classificacao do vetor de caracteristicas é testada usando diferentes
classificadores como Naive Bayes, SVM, entre outros classificadores. Todos esses classificadores
apresentaram uma precisao quase semelhante para o novo vetor de recursos, sendo assim, esse
vetor de recursos tem um bom desempenho para o dominio de produtos eletronicos.

Hasan et al., (2018) [25] apostam na adog¢ao de uma abordagem hibrida que envolve um
analisador de sentimento que incluiu o aprendizado de maquina. Além disso, esta pesquisa
se utiliza de varios analisadores de sentimento com algoritmos de aprendizado de maquina
para determinar a abordagem com a maior taxa de precisao para aprender sobre sentimentos
eleitorais. A pesquisa focou em comparar os léxicos de sentimento (W-WSD, SentiWordNet,
TextBlob), além de testar seus resultados com dois classificadores diferentes NB e SVM. Embora
os resultados do TextBlob tenham sido relativamente melhores, obtiveram o melhor resultado
ao analisar tweets com W-WSD, como fica claro nos resultados.

Nas pesquisas de Clark e Wicentowski (2013) [13], o sentimento de frases individuais em
um tweet é rotulado usando uma combinacao de classificadores treinados em uma variedade
de recursos lexicais. Os classificadores sao combinados estimando a precisao dos classificadores
em cada tweet. O desempenho é medido ao usar apenas os dados de treinamento fornecidos e
separadamente ao incluir dados externos. Os autores perceberam que, ao estimar a confianga
do classificador por frase, o sistema pode priorizar classificadores confiaveis e ignorar os menos
confidveis antes da combinacao. Dessa forma, essa diferenca no desempenho pode ser uma
indicacao de que o conjunto de dados suplementares era mais ruidoso do que esperavam ou que
era mais aplicavel ao dominio do que antecipavam. E perceptivel também uma diferenca entre a

precisao da classificagao positiva e negativa. Eles justificam que essa diferenga é provavelmente
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devido a um viés positivo no conjunto de treinamento utilizado (os dados de treinamento
fornecidos sao 64% positivos, 36% negativos) ou uma selecao de recursos que favoreceram o
sentimento positivo.

Nas pesquisas feitas por Ramadhan et al., (2017) [50] os autores na primeira etapa coleta-
ram dados usando a API (Application Programming Interface), um conjunto de normas que
possibilita a comunicagao entre plataformas através de uma série de padroes e protocolos do
Twitter com os nomes de cada candidato na Eleicao do Governador de Jacarta. Os dados
coletados entao se tornaram entrada para a etapa de pré-processamento. Na proxima etapa
objetivou-se extrair o recurso de cada tweet a ser listado. A lista de recursos foi transformada
em vetor de recursos na forma bindria e transformada novamente usando o método TF-IDF
(Term Frequency - Inverse Document Frequency), onde TF calcula a frequéncia em que o termo
aparece no documento, ou seja, quanto maior for a frequéncia no documento, maior sera a im-
portancia do termo. Ja o calculo do IDF considera que termos que se repetem frequentemente
nos textos.

O conjunto de dados consistiu em dois tipos de dados, treinamento e teste. O treinamento
foi rotulado manualmente. Ja a validacao cruzada K-Fold, que consiste em dividir o conjunto
total de dados em k subconjuntos mutuamente exclusivos do mesmo tamanho e, a partir dai,
um subconjunto é utilizado para teste e os k-1 restantes sao utilizados para estimacao dos
parametros, fazendo-se o calculo da acuracia do modelos testando assim o desempenho do
algoritmo. Dessa forma, com base no resultado do teste, a precisao obtida atingiu 74% em
média com a proporcao dos dados de treinamento e dados de teste em 90:10. Os autores
ainda concluiram que de todos os experimentos, o parametro mais influente na obtencao de
bons resultados é a composicao dos dados de treinamento e teste. Quanto mais dados de
treinamento em comparacao com a quantidade de dados de teste, maior serd a precisao obtida.

No trabalho realizado por Prabhat e Khullar (2017) [48], os autores utilizaram Naive Bayes
e Regressao Logistica para a classificacao de comentarios no Twitter. O desempenho dos
algoritmos foi avaliado com base em diferentes parametros, como acuracia e precisao. A analise
com regressao logistica fornece resultados 10,1% mais precisos e 4,34% mais precisos com quase
um quinto do tempo de implementacao para o mesmo tamanho de conjunto de dados. Como
neste artigo apenas tweets de texto foram usados, os autores afirmam que outros experimentos
podem ser organizados em tweets de imagem.

Da Silva et al., (2014) [16] apresentaram uma abordagem que classifica automaticamente
o sentimento de tweets usando conjuntos de classificadores em léxicos. Os tweets foram clas-
sificados como positivos ou negativos em relacao a um termo de consulta. O conjunto de
classificadores foi formado por Multinomial Naive Bayes, SVM, Random Forest e regressao
logistica. O trabalho baseou-se em demonstrar que conjuntos de classificadores formados por
componentes diversificados - especialmente se vierem de diferentes fontes de informacao, como
dados textuais, emoticons e 1éxicos - podem fornecer resultados de tultima geracao para esse
dominio especifico. Também foram comparadas estratégias promissoras para a representacao de

tweets (ou seja, bag-of-words e hashing de recursos) e mostrado suas vantagens e desvantagens.
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O hashing (algoritmo que mapeia dados de comprimento varidvel para dados de comprimento
fixo) de recursos demonstrou ser uma boa escolha no cenario de anédlise de sentimento de tweet,
em que o esforco computacional é de suma importancia. No entanto, quando o foco esta na
precisao, a melhor escolha é um pacote de palavras.

O trabalho realizado por Symeonidis et al., (2018) [62] comparou experimentalmente 16
técnicas de pré-processamento comumente usadas em dois conjuntos de dados do Twitter para
Andlise de Sentimentos, empregando quatro algoritmos de aprendizado de maquina popula-
res: Linear SVC, Bernoulli Naive Bayes, Regressao Logistica e Redes Neurais Convolucionais.
Avaliaram-se entao, as técnicas de pré-processamento com base na precisao da classificacao re-
sultante e no nimero de recursos que produzem. Os experimentos de analise de sentimento no
Twitter mostrou que algumas técnicas fornecem melhores resultados na classificagao para ambos
os conjuntos de dados usados, enquanto outras diminuem a precisao. As técnicas recomenda-
das sao lematizacao (técnica de busca de palavras), substituigao de repetigoes de pontuagao,
substituicao de contracgoes e remocao de niimeros. As técnicas nao recomendadas pelos autores
sao: a remocao de pontuacao, marcacao de palavras em maitsculas e tratamento de palavras
em maiudsculas, substituicao de girias, substituicao de negagoes por antonimos e correcao or-
tografica. Dependendo do classificador, os resultados variam e, se combinar essas técnicas,
pode-se obter resultados diferentes. Os autores ainda concluem que a melhor maneira é substi-
tuir URLs e mencgoes do usuario, substituir contragoes, remover nimeros, substituir repetigoes
de pontuacao e lematizar.

Neste artigo Rane e Kumar (2018) [51], trabalharam em um conjunto de dados composto de
tweets para 6 das principais companhias aéreas da US Airline Service e realizaram uma analise
de sentimento multiclasse. Essa abordagem comega com técnicas de pré-processamento usadas
para limpar os tweets e, em seguida, representa esses tweets como vetores para fazer uma analise
em nivel de frase. A andlise foi realizada usando 7 estratégias de classificagao diferentes: arvore
de decisao, Random Forest, SVM, K-Nearest Neighbors, regressao logistica, Gaussian Naive
Bayes e AdaBoost. Os classificadores foram treinados com 80% dos dados e testados com os
20% restantes. O resultado do conjunto de teste é o sentimento do tweet que serd: positivo,
negativo ou neutro. As precisoes foram calculadas para fazer uma comparacao entre cada
abordagem de classificacao e a contagem geral de sentimento foi visualizada combinando todas
as seis companhias aéreas. Por fim, os autores concluem que o classificador AdaBoost fornece
uma precisao de 84,5%, a maior obtida, e afirmam que as precisoes obtidas pelos classificadores
sao altas o suficiente para serem usadas pelo setor de investigagao da satisfacao do cliente.

Jiangiang e Xiaolin (2017) [31] estudaram que seis métodos diferentes de pré-processamento
e como afetam a classificacao da polaridade de sentimento no Twitter. Foi conduzido uma série
de experimentos usando quatro classificadores para verificar a eficacia de varios métodos de pré-
processamento em cinco conjuntos de dados do Twitter. Os resultados experimentais indicam
que a remocao de URLs, a remocao de palavras de interrupcao e a remocao de niimeros afetam
minimamente o desempenho dos classificadores. Além disso, substituir a negacao e expandir

os acronimos (palavras formas pela inicial de outras palavras, ex: Anatel, Agéncia Nacional de
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Telecomunicagoes) melhora a precisao da classificacao.

Portanto, remover palavras de parada, nimeros e URLs é apropriado para reduzir o erro,
mas nao afeta o desempenho. Ja substituir a negacao é eficaz para a andlise de sentimento. Os
classificadores Naive Bayes e Random Forest sao mais sensiveis do que os classificadores de Re-
gressao Logistica e Maquina de Vetores de Suporte quando varios métodos de pré-processamento
foram aplicados.

A Tabela 5 sintetiza os artigos citados neste capitulos a respeito de suas abordagens no

estudo da andlise de sentimentos.

Tabela 5: Artigos que empregaram métodos supervisionados na andlise de sentimento.

Ref Autores Ano Abordagem Métodos

17 Gautam, G., Yadav, D. 2014 hibrida NB, ME, SVM

18 Neethu, M. S., Rajasree, R. 2013 aprendizado NB, ME, SVM

19 Hasan et al. 2018  aprendizado NB, SVM

20  S. Clark, R. Wicentwoski. 2013  aprendizado NB

21 Ramadhan et al. 2017  aprendizado LR

22 Prabhat, A., Khullar, V. 2017  aprendizado NB, LR

23 Da Silva et al. 2014  aprendizado MNB, LR, SVM, RF
24 Symeonidis et al. 2018 hibrida LSVC, BNB, LR, RNC
25 Rane, A., Kumar, A. 2018 aprendizado RF, DT, SVM, KN, GNB, AB, LR
26 Jiangiang, 7., Xiaolin, G. 2017 aprendizado NB, LR, SVM, RF

Fonte: Autoria prépria (2022).

A revisao bibliografica realizada mostrou que existem diversos grupos trabalhando com
analise de sentimento e mineracao de texto em redes sociais, para diferentes areas de conheci-
mento. Entretanto, o foco desta revisao foi direcionado a trabalhos que utilizaram a técnica de
AS e o Twitter como fonte de dados. Cada trabalho citado utilizou métodos de classificagao
diferentes e resultados satisfatérios sao conseguidos de acordo com os autores. Com isso, foi
possivel notar que nao existe um método 6timo para qualquer aplicacao de classificacao de
sentimento em textos, sendo assim cada aplicacao, conjunto de dados e método escolhido apre-
sentam suas particularidades. Neste estudo serao utilizados trés métodos diferentes para um
mesmo conjunto de dados para a realizacao de AS de mensagens em portugués brasileiro com-
partilhadas na rede social Twitter, sendo também utilizados algoritmos de aprendizagem de

maquina como na maioria dos trabalhos expostos acima.
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4 MATERIAIS E METODOS

Esta pesquisa baseou-se na execucao de trés etapas principais para cumprir o objetivo
proposto: aprimoramento dos classificadores de sentimento, treinamento do classificadores e
experimentacao da andalise de sentimento, repercussao e popularidade com mensagens do Twit-
ter sobre smartphones iPhone. A Figura 4.1 apresenta uma visao geral do método e ilustra

resumidamente esse fluxo de desenvolvimento da pesquisa.

Figura 4.1: Tlustracao do método proposto para realizacao deste trabalho.

Etapa 1 J Etapa 2 J Etapa 3 J
Coleta de tweets Treinamento Analise de
l * sentimentos
Pré-processamento Classificador y
Repercussao
Teste
Teste i
Classificador _
Treinamento l Polaridade
Avaliacao

Fonte: Autoria propria (2022).

A seguir estao descritos os materiais, assim como os métodos utilizados para a realizacao

desta pesquisa.

4.1 Materiais

A seguinte infraestrutura de hardware foi utilizada para realizar a pesquisa e desenvolvi-

mento do trabalho:

e Laptop Acer Aspire 5, processador Intel Core™ i5-7200U 2.5GHz with Turbo Boost up
to 3.1 GHz, NVIDIA GeForce MX150 with 2GB VRAM, 8 GB DDR4 Memory, 1000 GB
HDD, para pesquisa bibliogréfica, coletar e armazenar os dados, construcao e testes do

classificador e elaboracao do experimento, analise dos resultados e escrita da dissertagao.

Adicionalmente, os seguintes softwares e tecnologias utilizados para dar suporte ao desen-

volvimento da pesquisa:

e Linguagem de programagao Python (https://www.python.org/), de uso livre sob licenga

GPL, para todo o desenvolvimento do trabalho.

e IDE PyCharm (https://www.jetbrains.com/pt-br/pycharm/download/) sob licenca Apa-

che, para construcao do classificador de sentimento.
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e Distribuicao da linguagem de programacao Python:

Anaconda (https://www.anaconda.com/), sob licenca BSD, para construcao do classifi-

cador de sentimento.

e Microsoft Excel (https://www.microsoft.com), para a classificacido de sentimento.

Rede Twitter

A rede social Twitter foi fundada em marco de 2006 por Jack Dorsey, Evan Williams e Biz
Stone, nos Estados Unidos. A plataforma oferece aos usuarios um espago para conversacao e
compartilhamento de contetdos escritos, fotografias, videos e dudios. Além disso, uma das prin-
cipais ferramentas do Twitter, os Trending Topics, disponibiliza aos seus usuarios os assuntos
mais falados do mundo no momento. Atualmente a rede social conta com mais de 316 milhoes
de usudrios utilizando cerca de 35 idiomas (Twitter, 2022) [65]. O Twitter pode ser facilmente
acessado pelo seu site ou em dispositivos mdveis como aplicativo e encontrado através da sua

marca mundialmente conhecida como “passarinho”, apresentado na Figura 4.2.

Figura 4.2: Logo Twitter.

Fonte: Twitter.com

O Twitter (twitter.com) esté entre as redes sociais mais utilizadas no mundo. Plataformas
assim permitem que o usuario filtre os interesses por profissao, afinidade, amizades ou interesses
em comum, além de possibilitar compartilhamento de conhecimento e opinioes sobre diversos
temas. No Twitter é possivel publicar mensagens em até 280 caracteres, links de video e fotos
para que os seguidores confiram o que esta sendo feito, onde se estd ou até mesmo a opiniao
sobre um determinado assunto.

Além disso, o Twitter dispoe de ferramentas que oferecem aos pesquisadores o acesso aos
seus dados para que possam realizar andlises e estudos (Albuquerque et al., 2013) [2]. Estes
dados oferecem uma imensidade de informacoes e opinioes sobre diversos assuntos. Os dados
podem ser coletados da API Twitter (https://developer.twitter.com/en). Essa plataforma per-
mite amplo acesso aos dados publicos do Twitter para que desenvolvedores criem, analisem e
auxiliem empresas privadas ou a propria plataforma. Os tweets estao gratuitamente disponiveis
para desenvolvedores de software através de APIs publicas. Essas APIs podem ser classificadas
em dois tipos (Kumar et al., 2013) [35]:

REST APIs: usam a estratégia pull para recuperacao de dados, ou seja, para coletar

informagoes o usudrio deve explicitamente fazer uma solicitacao.
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Streaming APIs: usam a estratégia push para recuperacao de dados, ou seja, depois que
uma solicitagao de informacoes é feita, a API fornece um fluxo continuo de atualizagoes sem

necessitar nenhuma outra solicitagao.

As APIs do Twitter incluem uma ampla variedade de dados que podem ser divididos em

cinco grupos:
1. Contas e usuérios;
2. Mensagens diretas;
3. Anuncios;
4. Ferramentas de publisher e SDKs;
5. Tweets e respostas (Twitter, 2021) [66].

Nesta pesquisa serao utilizados tweets e respostas por estarem disponiveis para os desenvol-
vedores, sendo permitido que acessem os tweets pesquisando por palavras-chave especificas ou

solicitando contetido de contas especificas (Twitter, 2021) [66].
iPhone

No dia primeiro de abril de 1976, em Cupertino, no Vale do Silicio que existia na Califérnia,
em uma garagem que Steve Jobs, Steve Wozniak e Ronald Wayne comecaram a produzir com-
putadores em miniatura e assim surgiu a Apple. Mas s6 no ano de 2007 que foi apresentado
por Steve Jobs o primeiro celular produzido pela empresa, o iPhone. E a partir disso ja foram
produzidos 34 modelos de iPhone diferentes, e desde entao todos os anos nasce um novo modelo
de iPhone.

A empresa conhecida mundialmente nem sempre foi como conhecemos hoje, o primeiro
logotipo da Apple mostrava Isaac Newton embaixo de uma macieira. Porém, foi usado por
pouco tempo, pois seria mais complicado reproduzi-lo. Alguns anos depois tornou-se o como
¢ conhecida hoje em dia, a mag¢a mordida, onde faz associacao da maga com o conhecimento

e a famosa mordida, em inglés, bite, que obviamente lembra byte, apresentada na Figura 4.3
(Alves, 2022) [3].

Figura 4.3: Logo Apple.

Fonte: Apple.com
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Dessa forma, tomou-se como objeto de estudo a palavra iPhone para a avaliacao dos modelos
para andlise de sentimento. A escolha do smartphone iPhone deu-se pelo fato da empresa Apple
possuir uma grande diversidade de opinioes a partir de seus produtos, especialmente os celulares.
Além de existir diversos concorrentes diretos que assim como a Apple, possuem uma frequéncia

de lancamentos similar contribuindo para a disputada do melhor produto.

4.2 Métodos

Coleta dos dados

As mensagens utilizadas para a classificagao foram coletadas da rede social Twitter. A
escolha do Twitter se deu pelo fato de ser a rede social em maior ascensao atualmente e por
oferecer uma ampla colegao de bibliotecas de acesso (https://dev.twitter.com). Além disso,
os tweets postados sao publicos por padrao, ou seja, qualquer usuario mesmo sem acesso ao

Twitter pode ler os tweets sem necessidade de solicitar permissao especifica.

Pré-processamento

Na etapa de pré processamento foi realizada toda a limpeza e iniciou-se a adaptagao do
texto para uma futura representagao mais estruturada. O objetivo dessa etapa é detectar e
excluir os tweets que sao spam dentre os coletados na etapa anterior de forma a manter apenas
os tweets relevantes.

Esse primeiro passo diz respeito a tokenizacao, ou seja, transformacao de cada fala (strings
contiguas) em uma sequéncia de palavras. Logo apds, foram removidos as stopwords (termos
nao representativos para um documento como artigos, preposi¢oes, conjungoes e pronomes),
nomes proprios e nomes de cidades e estados brasileiros, bem como emoticons (representacao
grafica de uma emocgao feita através dos caracteres) e diversas outras palavras que se tornem

insignificante na interpretagao e no conteudo de cada tweet, assim como pontuacoes.

Treinamento e teste

O algoritmo de aprendizagem visa encontrar regularidades estatisticas de forma que seja
possivel segmentar a base em subconjuntos similares entre si e dissimilares a objetos perten-
centes a outros grupos (Hotho et al., 2005) [28]. Dessa forma, optou-se por dividir o conjunto

de dados numa proporgao 80:20, como proposto por Cavalcante e Barbosa (2017) [11].

Analise

A andlise é o ntcleo do processo da mineracao de textos. Nesta etapa sao aplicados algo-
ritmos especificos capazes de extrair conhecimento nao trivial e 1til para algum processo de
tomada de decisao. Nessa etapa se realiza a analise de sentimento dos tweets selecionados.
Para isso, foram utilizados trés modelos ja existentes na literatura (SVM, NB, LR) bem como

a adaptacao de algoritmos também ja existentes.
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Validacao

Medidas quantitativas e analises qualitativas foram aplicadas para verificar se o conheci-
mento extraido é realmente valido e relevante ao assunto estudado. Para validar o desempenho
dos modelos de classificacao, uma parte dos dados chamada de conjunto teste foi selecionada
aleatoriamente e separada para nao fazer parte do conjunto de treinamento, dessa forma esse
conjunto foi testado e comparado com os verdadeiros rétulos. Assim foi possivel verificar o
desempenho dos classificadores.

Para problemas de duas classes (nesse caso positivo e negativo) quatro medidas sao obtidas
a partir da aplicacao do classificador, sao elas VP, VN, FP e FN, que podem ser vistos na
matriz de confusao. A partir dessas medidas foi possivel calcular taxas, e obter a acuracia, a
precisao e o recall, bem como a realizacao do teste F-score e a utilizacao de métodos como a

validacao cruzada e um classificador de votagao.

4.3 Etapas do trabalho

As etapas deste trabalho foram a “Coleta dos dados”, o “Pré-processamento”, o “Treina-
mento e teste”, a “Andlise”’e a “Validacao”.

Perceba que as etapas do trabalho se confundem com os préoprios métodos empregados nesta
pesquisa. Dessa forma, no capitulo seguinte, “Resultados e Discussoes”, estao apresentados os

resultados obtidos para cada etapa deste trabalho, organizados de forma independente.



44

5 RESULTADOS E DISCUSSOES

5.1 Coleta de dados

As mensagens utilizadas para a classificacao foram coletadas da rede social Twitter. A
escolha do Twitter se deu pelo fato de ser a rede social em maior ascensao atualmente e por
oferecer uma ampla cole¢ao de bibliotecas de acesso (https://dev.twitter.com). Além disso,
os tweets postados sao publicos por padrao, ou seja, qualquer usudrio mesmo sem acesso ao
Twitter pode ler os tweets sem necessidade de solicitar permissao especifica. Para coletar os
tweets foi implementado um mecanismo automatico denominado de coletor, utilizado nas etapas
mencionadas na Figura 4.1. O coletor por sua vez, foi escrito em linguagem Python utilizando

biblioteca de cddigo aberto, apresentado na Listagem 1.

import tweepy as tw

Listagem 1: Biblioteca coleta dados

O objetivo dessa biblioteca é realizar uma conexao persistente com a rede social e retornar
continuamente os resultados com os tweets. Assim, essa estratégia favorece a coleta massiva
e continua dos tweets. Para isso, é necessario um fluxo de comunicacao entre a aplicacao
solicitante e a aplicacao servidora (no caso o Twitter).

Para isso é necessario entrar com as keys que permitem o acesso aos dados de desenvolvedores
do Twitter. Essas keys podem ser obtidas facilmente respondendo um formulério de pedido na
propria plataforma de desenvolvedores do Twitter, a plataforma leva em média trés dias para
analise do pedido e concessao das keys. A partir disto, é necessario a autenticacao das chaves

para que seja possivel a pesquisa e extracao dos dados, apresentado na Listagem 2.

consumer_key = "XXXXXXXXXXXXXXXXXXX
consumer_secret = XXXXXXXXXXXXXXXXXXX

sl access_token = "XXXXXXXXXXXXXXXXXXX

access_token_secret = XXXXXXXXXXXXXXXXXXX’

Listagem 2: Acesso aos dados do Twitter.

A partir das keys é possivel acesso ilimitado a todos os dados da plataforma e nao somente ao
objeto de pesquisa. E por isso que algumas observacoes devem ser feitas no momento da coleta
de dados, por exemplo, o termo ou palavra que deseja em questao, nesse caso a palavra iPhone,
bem como selecionar apenas tweets de maneira que os retweets nao aparecam, aumentando o
numero de spams e prejudicando a polaridade do sentimento. E necessdrio solicitar que sejam
escolhidos apenas tweets em portugués e de maneira estendida (280 caracteres), para que todos
os caracteres do tweet estejam presentes na coleta, e, por fim o nimero de tweets que se deseja

extrair, como apresenta a Listagem 3.
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search_words = ”"Iphone”+”’—filter :retweets” #para aparecer apenas uma vesz
cursor_tweets = tw.Cursor (api.search, #entidade tweepy
tweet_mode="extended ’, #280 caracteres
lang="pt”, F#apenas em portugues
g=search_words) .items (5) #busca em tempo real e quantidade

desejada

Listagem 3: Especificacoes para a extracao dos tweets.

Para que de fato os resultados se apresentassem de forma imparcial, coletaram-se de 500 a
1000 tweets por dia durante um periodo de 15 dias (15 a 30 de outubro de 2021).

Todos os tweets foram coletados de segunda a sexta sempre no mesmo horario, as 14 horas
no horario de Brasilia. Esta estratégia tinha por objetivo obter os dados mais atuais, para que
nao houvesse diferenca devido ao periodo, ao publico e aos eventos ocorridos. Apesar dessas
especificidades, ainda sim, ¢é dificil manter o controle do fluxo de dados, por exemplo, em relacao
aos acontecimentos diarios, as fake news, lancamento de novos produtos, etc.

A analise de sentimentos com dados de fluxo continuo torna dificil a obtencao de um resul-
tado claro, por exemplo, imagine que hoje 70% dos dados estejam falando bem de um produto x,
no proximo dia entraram mais tweets que totalizam 40% de comentdrios bons, ou seja, quando
se trabalha com um conjunto de dados que recebe dados todos os dias, em um curto intervalo,
a conclusao que se obtém é referente a este determinado periodo, diferente do que acontece
com feedbacks, comentarios, avaliacoes de sites, que de modo geral variam de forma mais lenta,

4

estendendo, ou até mesmo ampliando a “ validade”do sentimento em questao.
Apés as especificagoes de pesquisa dos tweets, eles sao impressos conforme apresenta a

Listagem 4, gerada de forma aleatéria:

2022—04—11 18:41:43

no iphone esse numero me liga todo dia

2022—04—11 18:41:42

@_bmats nao, xiaomi. Achei caro demais iphone kkkk ainda assim, xiaomi me
decepcionou tirando meu amado p2.

2022—04—11 18:40:57

iPhone X eh a prova d agua 7

2022—04—11 18:40:36

oi apple tudo bem? @mundoapplebra poderia fazer uma nova atualizacao para poder

2022—04—11 18:40:35
@gijns Minha irma ta vendendo o iPhone 8 em otimo estado porque comprou o novo,

amiga

Listagem 4: Exemplos de tweets extraidos.

E possivel perceber que as mensagem apresentadas na Listagem 4 necessitam de pré pro-

cessamento, visto que muitas informagoes contidas sao irrelevantes para a andlise, tais como,
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nome do usuario, pontuacoes, datas e horarios.

5.2 Pré processamento

E a partir da etapa de pré processamento que é realizada toda a limpeza dos dados e a
adaptacao do texto para uma futura representacao mais estruturada. O principal objetivo
desta etapa é detectar e excluir os tweets que sao spam dentre os coletados na etapa anterior
(coleta de dados) e manter apenas os tweets relevantes.

A partir dos tweets extraidos o préximo passo é colocar os dados no formato JSON que tem
como proposito separar por atributo cada tweet, pois cada tweet possui diversas informacoes,
tais como o ID do usudrio, a localizacao, a data, o nimero de seguidores, as curtidas, os retweets

entre outros atributos. Alguns exemplos de atributos existentes nos tweets sao apresentados na

Listagem 5.

dict_keys ([ ’created_at’, ’id’, ’id_str’, ’full_text’, ’truncated’,
display_text_range’, ’'entities’, ’metadata’, ’source’, ’in_reply_to_status_id
", ’7in_reply_to_status_id_str’, ’in_reply_to_user_id’,
in_reply_to_user_id_str’, ’in_reply_to_screen_name’, ’'user’, ’geo’,
coordinates’, ’place’, ’contributors’, ’is_quote_status’, ’'retweet_count’,
favorite_count’, ’favorited’, ’retweeted’, ’lang’])

Listagem 5: Atributos presentes formato JSON.

Ainda assim, com todos os dados no formato JSON, é preciso retirar apenas o contetido
necessario para dar prosseguimento a pesquisa. Dessa forma, criou-se um diretorio vazio com
o objetivo de colocar todo o atributo full_text, responsavel por conter todos os tweets.

Apesar de separar apenas o conteido do tweet de todos os outros dados, ainda é necessario
fazer algumas modificacoes. Esse processo diz respeito a tokenizagao, ou seja, transformacao

de cada fala (strings continuas) em uma sequéncia de palavras, como apresenta a Listagem 6 e

7.

from nltk.tokenize import word_tokenize, RegexpTokenizer
example = "A qualidade da camera do iphone esta melhor a cada atualizacao”

print (word_tokenize (example, language='portuguese’))

Listagem 6: Tokenizacao.

7a7

[’A’, ’"qualidade’, ’da’

, 'atualizacao’]

, 'camera’, ’do’, ’iphone’, ’esta’, ’'melhor’, , ‘cada’

Listagem 7: Resultado da tokenizacao.
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Optou-se pela remocao de todas as stopwords (termos nao representativos para um docu-
mento como artigos, preposigoes, conjungoes e pronomes), nomes proprios e nomes de cidades
e estados brasileiros, bem como emoticons (representagao grafica de uma emogao feita através
dos caracteres) e diversas outras palavras que se tornem insignificante a interpretacdo e ao

conteido de cada tweet, assim como pontuagoes, como apresenta a Listagem 8.

import preprocessor as p
input_file_name = "XXX” #formato .JSON ou .txt
p.clean_file (input_file_name) #limpeza basica
p.tokenize (input_file_name) #tokeniza
p.OPT.URL #retira URLS
p.OPT.MENTION #retira marcacoes
p.OPT.HASHTAG #retira hashtag
p.OPT.EMOJI #retira emojis
p.OPT.SMILEY #retira emojis (no formato :), (; )
p.set_options (p.OPT.URL, p.OPT.EMOJI) #mais de uma opcao ao mesmo tempo

Listagem 8: Limpeza dos tweets.

Em muitos casos é possivel encontrar arquivos que ja possuem as principais stopwords de
cada lingua, o que auxilia o trabalho visto a quantidade de palavras, principalmente na lingua
portuguesa.

Apo6s todos esses processos, os tweets agora aparecem conforme a Listagem 9.

iphone esse numero liga todo dia

nao xiaomi Achei caro demais iphone ainda assim xiaomi decepcionou tirando meu

amado

iPhone prova dagua

oi apple tudo bem poderia fazer uma nova atualizacao para poder baixar iphone

obrigado

minha irma vendendo iPhone otimo estado porque comprou novo amiga

Listagem 9: Exemplos de tweets extraidos apds a limpeza.

Esse tipo de limpeza e o tempo necessario pode variar de acordo com o seu conjunto de
dados, o Twitter é uma rede que possui diversas conversas informais, sendo assim possui diversas
girias e abreviacoes. E possivel ainda, que apds a limpeza grosseira as girias sejam substituidas
pelas palavras corretas (ex: ve = vocé), sem perda de sentido da frase, ou ainda, a remocao
delas. Geralmente, essa etapa é muito particular para cada conjunto de dados. Considerando,
por exemplo, o texto de um editorial de um jornal qualquer, provavelmente a limpeza seria
realizada com mais facilidade, pois ¢ de se esperar que esse tipo de texto contenha uma escrita

mais formal sem abreviacoes nem girias.
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Apos essa fase, os dados ja pré processados foram enviados no formato .csv para o software
Excel®) para que sejam classificados manualmente.

O processo de classificacao manual permite que seja possivel expressar o real sentimento da
frase, sendo um processo realizado por um humano e nao uma maquina. De fato, esse processo
é lento e muito delicado, mas possibilita que sejam identificados figuras de linguagens, como
metaforas, pleonasmos, ironias, etc, o que dificultaria o treinamento da maquina podendo levar
a uma classificacao erronea. Ainda assim, a partir da classificagao manual é possivel perma-
necer com a maior proximidade do tweet original, pois é muito mais pratico para um humano
compreender girias, abreviagoes e figuras de linguagem, caracteristicas estas bem presentes na

rede social Twitter. Os rétulos possiveis foram:
e Neutro: mensagens que nao expressam nenhuma opiniao, sentimento ou uma duvida;
e Positivo: mensagens que expressam um sentimento positivo;

e Negativo: mensagens que expressam um sentimento negativo, mesmo que escritas com a

estrutura de textos positivos.
Como exemplo, as seguintes frases foram classificadas como neutras neste trabalho:
e Iphone foi produzido por uma empresa privada;

e Sem falar que tem até iPhone no jogo sendo que aparentemente se passa milhares de

centenas de anos no passado;
e No iPhone aparece assim.
As frases seguintes fora classificadas como positivas neste trabalho:
e Chegou o ponto da minha vida no qual eu quero ter um iphone;
e Iphone no brasil mais barato que nos eua;
e Vou guardar dinheiro pra comprar o iphone.

E por fim, as frases abaixo foram classificadas como negativas neste trabalho:

e As notificagoes do iPhone com o IOS ficaram super estranhas;

e Venho direitamente do meu iPhone pra dizer que o Samsung Galaxy S21 Ultra o melhor

celular do mundo;

e Alguém me da um carregador de iphone.

Como tem-se por objetivo avaliar os algoritmos, é de suma importancia que cada frase seja
avaliada corretamente e que cada atribuicao seja a mais real possivel, visto que essa parte

diz respeito a todo o treinamento do algoritmo, podendo assim, possivelmente, influenciar na
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qualidade do algoritmo e de seus resultados. Além disso, classificar os dados manualmente,
apesar da quantidade, possibilita que eles sejam utilizados como dados de treinamento para a
criacao de um futuro algoritmo de classificacao de tweets.

Ao total foram coletadas 10.000 frases e separadas em duas colunas, a primeira contendo
todas as frases do Twitter, enquanto a segunda contendo a pontuacao referente ao sentimento,
sejam eles +1, 0 ou —1. A Figura 5.1 apresenta a forma como os dados sao apresentados
nos programas, ressalte-se que frases acima de 45 caracteres nao sao possiveis a visualizagao

completa.

Figura 5.1: Configuracao dos dados.

headline label

0 queria um iphone novo 1.0
1 =enaofosse a camera desse iphone nao seiog. . 1.0
2 o0 qgue adianta comprar um iphone pra ter uma ca.. 0.0
3 tenho carregadores agui em casa e todos estrag.. -1.0
4 guera urm iphone 1.0

Fonte: Autoria prépria (2022).
Apenas para satisfazer a curiosidade do leitor as frases 1, 2 e 3 na Figura 5.1 sao:

1. “se nao fosse a camera desse iphone nao sei o que seria de mim”
2. “o que adianta comprar um iphone pra ter uma casa rebocada”

3. “tenho carregadores aqui em casa e todos estragaram as vezes eu odeio ter iphone na

moral”

A partir da organizacao do conjunto de dados foi necessario avaliar a necessidade de se
utilizar os dados que possuiam polaridade neutra, e sua relacao com o todo. O resumo da

classificacao esta apresentado na Figura 5.2.
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Figura 5.2: Contagem dos rétulos.
50%

40%

30%

20%

Porcentagem

10%

0% -

Negativo Neutro Positivo
Polaridade

Fonte: Autoria prépria (2022).

E possivel observar que os dados neutros estao em menor quantidade, e a partir disso optou-
se por remover todos os dados cujo o sentimento era neutro para que fossem avaliadas apenas
as classificacoes positivas e negativas, trabalhando com um conjunto de dados binomial.

As frases classificadas como neutras apresentam frases que nao possuem compreensao com
uma determinada clareza. Por exemplo, frases como: “do nada a loja do iPhone curtiu meu
tweet”ou “alerta de oferta do iphone no Magazine Luiza” claramente nao possuem uma opiniao
ou até mesmo, como a segunda, podendo ser considerada como spam.

A classificagao manual possibilitou que menos dados fossem retirados do conjunto. Quando
utiliza-se de uma classificacao nao manual o conjunto costuma conter uma enorme quantidade
de dados neutros simplesmente pela dificuldade do algoritmo em interpretar o sentimento de
cada frase, classificando-o precipitadamente como um comentario neutro, ou seja, a classificagao
manual propicia uma retirada menor de dados.

Por isso, o dataframe possui uma nova configuracao, conforme esta apresentado na Tabela

Tabela 6: Conjunto de dados sem a polaridade neutra.
Polaridade Quantidade

1 4017
-1 3227
Fonte: Autoria prépria (2022).

A Tabela de dados agora contém apenas exemplos positivos e negativos.
Com as frases de polaridades positivas e negativas do dataframe foi possivel gerar um recurso
grafico para descrever os termos mais frequentes de todo o conjunto de dados, conhecido como

nuvem de palavras, apresentada na Figura 5.3.
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Figura 5.3: Nuvem de palavras do conjunto de dados.
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Fonte: Autoria propria (2022).

A Figura 5.3 representa as palavras mais recorrentes em todo o conjunto de dados, a nuvem
de palavras é uma forma de apresentacao de resultados mais dinamica e permite que a conclusao
seja obtida de maneira simples e rapida. Com isso é possivel observar o destaque nos tamanhos
das palavras iphone, celular, comprar, bateria, etc.

Apesar da nuvem de palavras ja mostrar algumas caracteristicas do conjunto de dados, é
possivel realizar um analise mais minuciosa e entender a frequéncia de palavras de acordo com
a polaridade. Neste primeiro caso, a Listagem 10 apresenta como obter as 30 palavras com

maior ocorréncia nas frases que possuem uma polaridade positiva ou negativa.

polaridade_lines = list (df[df.label =— % ].headline) # * 1 = 'pos’ e —1 = ’‘neg’
#polaridade = ’'pos’ se positivo e 'neg’ se negativo
polaridade_tokens = process_text (polaridade_lines)

polaridade_freq = nltk.FreqDist(polaridade_tokens)

polaridade_freq .most_common (30)

Listagem 10: Palavras mais frequentes de acordo com a polaridade.

As Tabelas 7 e 8 apresentam para as frases de polaridade positiva e negativa, respecti-
vamente, a ordem das palavras a partir das palavras com maior frequéncia até as palavras
de menor frequéncia. Além disso, apresentam-se a frequéncia, a frequéncia percentual e a
frequéncia acumulada percentual de cada palavra para as trinta palavras mais citadas em cada
polaridade.

Perceba que as Tabelas 7 e 8 possuem detalhadamente as informagoes contidas na nuvem

de palavras, entretanto a visualizacao através da nuvem de palavras é simples e direta.



Tabela 7: Frases positivas.

Tabela 8: Frases negativas.

n Palavra F % F.A %
1 iphone 4066 42,2 42,2
2 pra 617 64 48,6
3 comprar 391 4,1 52,6
4 SO 346 3,6 56,2
5 pro 342 35 59,7
6 que 330 34 63,2
7 ta 293 3,0 66,2
8 vou 208 22 68,4
9 max 186 1,9 70,3
10 voce 170 1.8 72,1
11 ja 164 1,7 73,8
12 queria 163 1,7 75,4
13 novo 161 1,7 A
14 quero 160 1,7 78,8
15 ter 159 1,6 80,4
16  algum 158 1,6 82,1
17 vai 156 1,6 83,7
18 porque 144 15 85,2
19 melhor 139 14 86,6
20 nao 138 14 88,0
21 celular 134 14 89,4
22 to 132 14 90,8
23 ser 126 1,3 92,1
24 gb 120 1,2 93,4
25 apple 119 1,2 94.6
26 agora 113 1,2 95,8
27 para 106 1,1 96,9
28 dar 103 1,1 97,9
29 camera 100 1,0 99,0
30 da 100 1,0 100,0

Fonte: Autoria prépria (2022)

* F = Frequéncia, F.A = Frequéncia Absoluta.

n  Palavra F % F.A %
1 iphone 3259 394 39,4
2 pra 511 6,2 45,5
3 que 382 46 50,2
4 bateria 325 3.9 54,1
5 ta 311 3.8 57,8
6 SO 294 3,6 61,4
7 nao 248 3,0 64,4
8 celular 216 2,6 67,0
9 comprar 176 2,1 69,1
10 carregador 176 2,1 71,3
11 porque 168 2,0 73,3
12 ter 167 2,0 75,3
13 ja 158 1,9 77,2
14 pro 151 1,8 79,0
15 ser 141 1,7 80,7
16 vai 141 1,7 82,4
17 to 127 1,5 84,0
18 voce 125 1,5 85,5
19  android 115 14 86,9
20 ainda 112 14 88,2
21 vou 111 1,3 89,6
22 apple 110 1,3 90,9
23 algum 108 1,3 92,2
24 cara 103 1,2 93,5
25 to 98 1,2 94,6
26 agora 96 1,2 95,8
27 gente 91 1,1 96,9
28 round 90 1,1 98,0
29 nunca 84 1,0 99,0
30 ate 83 1,0 100,0

Fonte: Autoria prépria (2022)
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De modo pratico, a palavra mais positiva é “iphone”, mas como é apresentado na Tabela 8

a palavra “iphone”também é a mais negativa, o que ja era de se esperar, visto que era o foco

principal do estudo. No entanto, outras palavras também se repetiram nas Tabela 7 e 8, como

“camera’, “apple”, “celular”, etc.

Vale a pena ressaltar que uma determinada palavra na anélise positiva nao possui a mesma

ordem necessariamente na analise negativa. Por exemplo, a palavra “comprar”’na andlise po-

sitiva apresenta ordem n = 3 conforme a Tabela 7, ja na andlise negativa a palavra ”com-

prar”apresenta ordem n = 9 conforme a Tabela 8.

As cinco primeiras palavras nas Tabelas 7 e 8 correspondem a uma frequéncia acumu-
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lada percentual de 59,7% e 57,8% , respectivamente, ou seja, 16,7% das palavras (=5/30) sao
responsaveis por cerca de 60% das ocorréncias. Neste momento é possivel resgatar automatica-
mente a analogia com a regra 20-80 do Gréfico de Pareto, onde 20% das causas sdo responsaveis
por 80% dos efeitos (Souza, 2010) [61].

Dessa forma, caso a empresa Apple estivesse em uma investigacao sobre o modelo iPhone
seria muito interessante avaliar as palavras presentes no primeiro 1/5 do ranking, pois ali
informacgoes importantes seriam encontradas. Como exemplo, na polaridade negativa as cinco
primeiras palavras foram “iPhone”, “pra”, “que”, “bateria’e “ta”. Dentre estas cinco, a palavra
“bateria” torna-se um possivel foco para uma investigacao mais aprofundada. Recorrendo ao
banco de dados é possivel compreender melhor a opiniao negativa dos clientes iPhone sobre o
item “bateria”.

Quanto as ocorréncias de polaridade positiva, encontram-se como as cinco primeiras as pa-
lavras “iPhone”, “pra”, “comprar”, “so”’e “pro”. Dentre as palavras mais comentadas, “com-
prar” aparece na terceira posicao, permitindo também uma investigagao a fim de entender me-
lhor o porqué dos clientes iPhone desejarem comprar o iPhone. E a partir disso, da identificacao
do problema na andlise negativa, e da identificagao da oportunidade na anélise positiva, a Ap-
ple teria uma oportunidade de melhorar seus produtos aplicando por exemplo um ciclo PDCA
(Campos, 2004) [10] para melhoria, o que tornaria sua marca ainda mais desejada e lembrada
como sinonimo de qualidade.

De forma mais minuciosa, as distribuicoes de frequéncia apresentadas nas Tabelas 7 e 8

podem ser descritas através da seguinte equagao:

f== (5.1)

onde, n representa a ordem da palavra, e ¢ uma contante.
As Figuras 5.4 e 5.5 apresentam os ajustes obtidos dos dados calculados aos experimentais

utilizando os cédigos computacionais disponiveis no Apéndice 9.1.
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Figura 5.4: Distribuicao de frequéncia de palavras em frases positivas.
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Fonte: Autoria prépria (2022).

Figura 5.5: Distribuicao de frequéncia de palavras em frases negativas.
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Fonte: Autoria prépria (2022).

Pode-se verificar de forma qualitativa em ambas as figuras a aproximacao dos dados calcu-
lados ao experimentais, o que foi comprovado pelo coeficiente de relacao R? com valor de 0, 98
para as frases positivas e de 0,97 para as negativas.

A equacao 5.1 para as frases positivas passa a ser dada por

1,99

J'= 20007



-
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E para as frases negativas por:

1,79
f=

= 317% (5:3)

5.3 Treinamento e teste

Para treinar os modelos, precisa-se transformar todas as palavras em numeros, pois os al-
goritmos sé trabalham com os ntimeros. Para realizar essa transformacao, utilizou-se o Count-
Vectorizer do sklearn. Para exemplificar, o resultado da vetorizacao das frases a seguir, é

apresentado na Listagem 11.
e “Apesar do problema na ultima atualizacao Apple acredita no aumento das vendas”;

e “O aumento do preco dos produtos da Apple na ultima semana causou problema”.

array ([[1, 1, 1, 1, 1, 0, 0, 1, 1, 0, 1, 1, 0, 1, 0, 0, 1, 1],
[0, o, 1, 0, 1, 1, 1, 0, 1, 1, 1, 0, 1, 1, 1, 1, 1, 0]],
dtype=int64)

Listagem 11: Resultado da vetorizacao das frases de exemplo.

O vetorizador retira as palavras presentes no documento excluindo os artigos e as coloca em
ordem alfabética de modo que a cada nova frase seja representada como a Listagem 11, onde 1
representa que a palavra estd presente nesta frase e 0 que a palavra em questao nao esta.

Para ver isso mais claramente, verificou-se na Listagem 12 e 13 os nomes dos recursos

mapeados para a primeira e segunda frase:

list (zip (X.toarray () [0], vect.get_feature_names()))

s| [(1, acredita’), (1, ’apesar’), (1, ’apple’), (1, ’atualizacao’), (1, ’aumento’

), (0, ’causou’), (0, ’da’), (1, ’das’), (1, ’do’), (0, ’dos’), (1, 'na’),
(1, ’no’), (0, ’preco’), (1, ’problema’), (0, ’produtos’), (0, ’semana’), (1,

"ultima’), (1, ’vendas’)]

Listagem 12: Mapeamento da primeira frase.

Da mesma forma para a segunda frase:

list (zip (X. toarray () [1], vect.get_feature_names()))

[(0, ’acredita’), (0, ’apesar’), (1, ’apple’), (0, ’atualizacao’), (1, ’aumento’
), (1, ’causou’), (1, ’'da’), (0, ’das’), (1, ’do’), (1, ’'dos’), (1, 'na’),
(0, 'no’), (1, ’'preco’), (1, ’problema’), (1, ’produtos’), (1, ’semana’), (1,

"ultima’), (0, ’vendas’)]

Listagem 13: Mapeamento da segunda frase.
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Por fim, dispoe-se de uma matriz n X m, onde n sao as frases, ou seja, cada tweet, e m
representa cada palavra de todo o documento. Dessa forma, o exemplo acima possui duas
frases (linhas) e 18 palavras no documento (colunas). Aplicando o vetorizador aos tweets, a

impressao é apresentada na Listagem 14.

array ([[0, 0, O, , 0, 0, 0],
[0, 0, O, ., 0, 0, 0],
[0, 0, O, ., 0, 0, 0],
[0, , 0, ..., 0, 0, 0],
[0, 0, 0, ..., 0, 0, 0],
[0, 0, O, ..., 0, 0, 0]], dtype=int64)

Listagem 14: Vetorizando todos os tweets do conjunto de dados.

Note que o vetorizador por padrao armazena tudo em um array esparso (arranjo de elemen-
tos no qual vérios itens sdo idénticos), e usando X.toarray() apresenta a versao densa. Uma
matriz esparsa é muito mais eficiente, pois a maioria dos valores em cada linha é 0.

Dessa forma, os algoritmos trabalharao com duas matrizes, a primeira contendo todas as
palavras do documento e a segunda configurada no formato de coluna com todas as polaridades
de cada frase.

Antes de comecar o treinamento dos modelos é necessario especificar a proporcao de dados
que sera utilizada em cada conjunto. E importante realizar esse processo antes de se trabalhar de
qualquer maneira com os dados. Neste trabalho a proporgao utilizada referente ao treinamento
e ao teste dos modelos foi de 80 : 20. O tamanho de teste é 0,2 ou 20%. Isso significa que X;.q

e Yies contém 20% dos dados que reservados para testes, como apresentado na Listagem 15.

31X

from sklearn.model_selection import train_test_split

df.headline
Y = df.label

X_train, X_test, Y_train, Y_test = train_test_split(X, Y, test_size=0.2)

Listagem 15: Ajustando a propor¢ao de dados de treinamento e de teste.

Apenas para reiterar, é importante evitar ajustar o vetorizador em todos os dados, pois
deseja-se um conjunto de teste limpo para avaliar o desempenho. Colocar o vetorizador em
tudo resultaria em vazamento de dados, causando resultados nao confiaveis, pois o vetorizador
nao deveria saber sobre dados futuros.

A Listagem 16 apresenta como pode-se ajustar o vetorizador e transformar X;,..;, em uma

etapa.
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from sklearn.feature_extraction.text import CountVectorizer
vect = CountVectorizer (binary=True)

X _train_vect = vect.fit_transform (X_train)

Listagem 16: Ajuste apenas dos dados de treinamento (Xyqin)-

Um dos problemas mais comuns no aprendizado de maquina é trabalhar com um conjunto
de dados desequilibrado. Os dados sao chamados de desbalanceados ou desequilibrados quando
ocorre uma pequena incidéncia de uma categoria em comparacao com as demais categorias
(Kotsiantis et al., 2005) [34].

Uma das consequéncias desse desequilibrio é que o modelo terd uma tendéncia a dar muitos
“alarmes falsos”, ou seja, na pratica ele ird responder muito bem entradas para as classes
majoritarias (positivas), mas terd um desempenho inferior para as minoritarias (negativas).

Como apresentando na Figura 5.2 os dados estavam ligeiramente desequilibrados, e é possivel

verificar a partir da Tabela 9.

Tabela 9: Configuragao dos dados.
Polaridade Quantidade

1 4017
-1 3227
Fonte: Autoria prépria (2022).

Na Figura 5.6 verifica-se esse pequeno desbalanceamento entre as frases de polaridade po-

sitiva e negativa.

Figura 5.6: Conjunto de dados com frases positivas e negativas.
60%

40% ~

Porcentagem
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Fonte: Autoria prépria (2022).
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Uma maneira de resolver esse problema é superamostrar os exemplos na classe minoritaria.
Isso pode ser alcancado simplesmente duplicando exemplos da classe minoritaria no conjunto
de dados de treinamento antes de ajustar um modelo. Isso pode equilibrar a distribuic¢ao de
classes, mas nao fornece nenhuma informacao adicional ao modelo.

Dessa forma, é possivel equilibrar os dados usando uma forma de sobre-amostragem chamada
SMOTE (Synthetic Minority Oversampling TEchnique). O SMOTE funciona selecionando
exemplos proximos no espaco de recursos, desenhando uma linha entre os exemplos no espaco de
recursos e desenhando uma nova amostra em um ponto ao longo dessa linha. Este procedimento
pode ser usado para criar tantos exemplos sintéticos para a classe minoritaria quantos forem
necessarios Chawla et al., 2002) [12].

As Listagem 17 e apresenta a realizacao dessa etapa de balanceamento com os dados.

1| from imblearn.over_sampling import SMOTE
sm = SMOTE()

3
X_train_res, y-train_res = sm.fit_.resample(X_train_vect, y_train)
unique , counts = np.unique(y-train_res, return_counts=True)

7l print (list (zip (unique, counts)))

Listagem 17: Balanceando os dados.

Neste trabalho, as frases sao as observagoes e o sentimento positivo/negativo sao as catego-
rias. Este é um problema de classificagao binomial, que tem como objetivo prever se um tweet
¢ positivo ou negativo.

Dessa forma, a Tabela 10 apresenta a nova quantidade de frases de cada polaridade.

Tabela 10: Dados balanceados.
Polaridade Quantidade

1 3218
-1 3218
Fonte: Autoria prépria (2022).

As classes agora estao balanceadas para o conjunto de treinamento.

5.4 Analise

Apéds todo o trabalho com os dados prosseguiu-se para os algoritmos, mas antes disso,
foi necessario a utilizagao da biblioteca sklearn e ajusta-la aos dados de treinamento, como

apresentado nas Listagens 18, 19 e 20.
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from sklearn.naive_bayes import MultinomialNB
nb = MultinomialNB ()
nb. fit (X_train_res, y_train._res)

nb.score (X_train_res, y_train_res)

Listagem 18: Sklearn Naive Bayes.

\ 0.7420758234928527

from sklearn.linear_model import LogisticRegression

Ir = LogisticRegression ()
Ir. fit (X_train_res, y_train_res)

Ir .score(X_train_res, y_train_res)

Listagem 19: Sklearn Regressao Logistica.

\ 0.7823602100710535

from sklearn.svm import LinearSVC
sve = LinearSVC ()

sve. fit (X_train_res, y_train_res)

j|sve.score(X_train_res, y_train_res)

Listagem 20: Sklearn SVM.

10.7935765512940443

Naive Bayes, Regressao Logistica e Support Vector Machine ajustaram os dados de treina-
mento e estao prontos para realizar as previsoes. Verificou-se uma precisao de ajusta de 74%,
78%, e 79% para o NB, RL, SVM, respectivamente.

5.5 Validacao

Vetorizou-se o conjunto de teste e utilizou-o para prever se cada titulo de teste é positivo ou
negativo. Como € necessario evitar qualquer vazamento de dados, é preciso apenas transformar

e nao reajustar, como mostra a Listagem 21.
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X _test_vect = vect.transform (X _test)

y_pred = #x.predict (X_test_vect) #nb, lr, svc

y_pred

Listagem 21: Vetorizacao.

array([ 1., 1., 1., ..., -1., -1., 1.])

Com 1850, Ypreq contém uma previsao para cada linha do conjunto de teste, ou seja, a
primeira frase contém a polaridade positiva, a segunda positiva e assim por diante. Com esse
resultado de previsao é necessario passa-lo para uma métrica sklearn com os rotulos verdadeiros
(classificados manualmente) para obter uma pontuagao de precisao, pontuagao F'1 e gerar uma

matriz de confusao, como apresenta a Listagem 22.

from sklearn.metrics import accuracy_score, fl_score, confusion_matrix

sl print (7 Acuracia: {:.2f}%”.format (accuracy_score(y_test, y_pred) * 100))
print ("\nF1 Score: {:.2f}” .format(fl_score(y-test, y_pred) x 100))

5| print (" \nMatriz de Confusao:\n”, confusion_matrix(y_test, y_pred))

Listagem 22: Pontuagao de precisao.

As Tabelas 11 e 12 apresentam as métricas encontradas de cada modelo.

Tabela 11: Resultado dos modelos.
Precisao Acuracia Recall F1-Score

Naive Bayes 7475%  72,19%  74,71%  74,.80%

Regressao Logistica 74,38%  70,74%  69,61%  71,92%

Support Vector Machine 73,68%  68,32% 67,40% 70,71%
Fonte: Autoria prépria (2022)

Tabela 12: Métricas das matrizes de confusao.
VP VN FP FN

Naive Bayes 598 448 202 201

Regressao Logistica 537 448 233 231

Support Vector Machine 546 444 195 264
Fonte: Autoria prépria (2022)

A maioria das frases classificadas erradas sao de polaridade positiva, ou seja, os modelos
classificaram como negativas frases que sao positivas. Uma possivel resposta para esse acon-
tecimento é o fato de se utilizar uma classificacao manual. Esse tipo de classificacao permite
que as frases confusas, bem como, as ironias, sarcasmos e outras figuras de linguagem consi-

gam ser interpretadas corretamente, dificultando com que o algoritmo entenda o “padrao” das
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mensagens, pois hd um maior nimero de diversidade e categorias dentro de uma s6 polaridade,
contribuindo para o baixo valor de ajuste dos modelos. Essa técnica explica o motivo do con-
junto de dados possuir menos comentarios com polaridade neutra, o que acaba sendo facilmente
escolhido quando o algoritmo enfrenta dificuldade na interpretagao (Kirilenko et al., 2017) [32].

O Quadro 2 apresenta o desempenho dos modelos em cada uma das métricas, onde o simbolo

de “check”verde é dado ao modelo que obteve o melhor indice.

Quadro 2: Desempenho dos modelos.
Precisao | Acuracia | Recall | F1-Score | VP | VN | FP FN‘

Naive Bayes v v v v v v
Regressao Logistica
Support Vector Machine v

'Y

Fonte: Autoria propria (2022)

Analisando o Quadro 2, é possivel verificar que o modelo Naive Bayes apresentou melhores
métricas do que os demais, exceto para os Verdadeiros Positivos onde existe um empate com
o modelo Regressao Logistica e os Falsos Positivos onde o melhor modelo foi o Support Vector
Machine.

QOutros trabalhos também se utilizaram do aprendizado de maquina com dados do Twitter.
Os resultados de acurdcia de Nascimento et. al. (2012) [42] no estudo sobre noticias variaram
de 70% a 80% para o modelo Naive Bayes. Kini e Patil (2021) [18] obtiveram acurdcia de
cerca de 88% para o Support Vector Machine no estudo sobre qual algoritmo de aprendizado de
maquina oferece melhor precisao. O modelo de Regressao Logistica obteve 67,2% de acurécia
no trabalho proposto por Saad e Yang (2019) [56] analisando sentimentos de tweets com base
em regressao ordinal usando técnicas de aprendizado de maquina.

A fim de avaliar de outra maneira os modelos, utilizou-se o método de validagao cruzada
onde sao gerados dez vezes dados de treinamento e teste em posicoes diferentes.

A Tabela 13 apresenta as médias dos resultados obtidos em cada iteragao do método de
validacao cruzada. As matrizes de confusao e as demais métricas sao apresentadas nas Listagens
30, 31 e 32 e nas Figuras 9.1, 9.2 e 9.3 no Apéndice 9.2.

Tabela 13: Média das métricas de validagao cruzada dos modelos.
Acuracia F1-Score
Naive Bayes 70,46%  72,76%
Regressao Logistica 69,67%  72,02%
Support Vector Machine  67,76%  69,78%
Fonte: Autoria propria (2022)

Verifica-se na Tabela 13 que pelo método da validagao cruzada os trés modelos apresentaram
uma diminui¢ao nos valores de acuracia. Esse tipo de desempenho pode ocorrer pelo fato da
escolha aleatéria em cada iteracao. Se a amostra escolhida contiver uma grande quantidade

de dados que os modelos classificam de forma errada, entao a acurédcia serd menor. Como no
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fim é realizado uma média de cada iteracao esse fato pode contribuir para que a acuracia da
validacao cruzada seja inferior as dos proprios modelos.

Diversos trabalhos na literatura optam por trabalhar com a validagao cruzada, como é o
caso de Ramadhan et. al. (2017) [50] que obtiveram a partir da validagao cruzada uma acuracia
média de 74% para a Regressao Logistica. Soumya e Pramod (2020) [60] para o modelo Naive
Bayes encontraram uma acurdcia média de 71,4%. J4 o modelo Support Vector Machine para
Rajput e Solanki (2016) [49] alcangou uma acurédcia média de 81, 9%.

Apés a avaliagao de cada classificador individualmente, verificou-se se o método ensembling,
classificador de votagao, obteria métricas superiores as ja obtidas.

Utilizou-se o sklearn, VotingClassifier, apresentado na Listagem 23, que tem como padrao

uma votagao por regra da maioria, ou seja, votacao dificil.

from sklearn.ensemble import VotingClassifier

Listagem 23: Classificador de votagao.

O classificador de votacao obteve acurdcia de 69,41% e F1-Score de 72,10%. A matriz de

confusao obtida foi:

(5.4)

432,3 204,4
Confusao = ’ ’
238,9 573.4

Mesmo utilizando um metaclassificador que equilibra as fraquezas dos classificadores indivi-
duais em um conjunto de dados especificos, os resultados mostraram valores préximos a média
das acuracias dos modelos (70,41%).

Esse tipo de métrica é uma boa opcao para quando os modelos possuem valores préximos de
modo que nao mascarem modelos que obtiveram valores baixos para uma determinada classe.

Os resultados obtidos neste trabalho se assemelham aos encontrados por Atallah e Al-mousa
(2019) [6], onde o classificador de votagdo obteve uma acuracia 3% maior que os modelos
individualmente. Assiri et. al. (2020) [5] a partir do classificador de votacao alcan¢aram uma
acuracia cerca de 3% maior que a média encontrada pelos modelos. Mung e Phyu (2020)
[41] obtiveram uma acurdcia cerca de 4% maior que a média encontrada a partir dos modelos
individualmente.

Uma hipdtese que pode ter influenciado o resultado dos modelos é a maneira de especificar
a polaridade, por exemplo, o trabalho desenvolvido por Pak e Paroubek (2010) [45] permite
que haja uma pontuacao que varie de 0 a 1, ou seja, valores decimais. Desse modo, o modelo
nao precisa especificar positivo ou negativo, simplesmente possibilitando mais do que apenas
duas opgoes de escolha para uma frase, e sim, um intervalo dentro de cada polaridade.

Da mesma forma que comentado anteriormente, o valor encontrado para a precisao do ajuste
dos modelos com os dados de treinamento pode ter um influéncia significativa para o desempe-
nho encontrado, quando um modelo nao consegue capturar o relacionamento entre os exemplos

de entrada (geralmente denominado X) e os valores de destino (geralmente denominado Y).
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Apesar disso, os valores obtidos nesse trabalho nao destoam dos presentes na literatura.

Cabe ressaltar que outros produtos, servicos ou eventos possam ser utilizados como o objeto
de pesquisa, ou seja, a partir do modelo escolhido espera-se também que o modelo possa analisar
outras palavras além de “iPhone”.

Apesar de nao ser o objetivo deste trabalho alguns pontos sobre a analise de sentimentos
devem ser levados em conta, visto que opinioes mudam frequentemente a partir de eventos que
ocorrem de maneira localizada. Por exemplo, empresas costumam utilizar a plataforma como
uma maneira de marketing, criando contas para elogiar os préprios produtos ou até mesmo
critica-los de modo que o assunto venha a tona de maneira organica, permitindo a visualizacao
da opiniao de seus consumidores de maneira rapida, facil e principalmente, natural (Soboleva,
2018) [59].

Portanto, entender a plataforma e os recursos que ela oferece ao usuario é essencial quando se
trata de andlise de sentimentos no Twitter. A frequéncia de uso e o conhecimento da plataforma
permite ao pesquisador melhor compreensao dos assuntos e da maneira com que eles surgem,

caracteristica necessaria quando se fala de classificacao manual.



64

6 CONCLUSOES

Este trabalho teve como objetivo explorar conceitos da Anélise de Sentimentos em redes
sociais. Nesse contexto, o Twitter foi escolhido para compor a base de dados a ser classificada
por suas vantagens e facilidades. A pesquisa teve seu foco em comparar os modelos Naive Bayes,
Regressao Logistica e Support Vector Machine a partir de métricas como, acurécia, precisao,
Fl-score e recall. O conjunto de dados foi formado a partir de tweets em portugueés sobre o
smartphone iPhone.

Com base nos resultados obtidos tém-se as seguintes conclusoes quanto a coleta de dados,
o pré-processamento, o treinamento e teste, a analise e a validacao:

- Coleta: Foi identificado que poucas pesquisam foram desenvolvidas na area de analise de
sentimento para documentos em portugués, sobretudo em redes sociais. Essa etapa é fundamen-
tal, pois proporciona a coleta de um grande conjunto de tweets relacionados ao dominio sem a
necessidade de o usudrio precisar pesquisar no Twitter para encontrar todas “discussoes”sobre
um determinado assunto. A Rede Twitter contribuiu para o andamento da pesquisa, a per-
missao ao acesso dos dados ocorreu em trés dias e permite que sejam escolhidos dados de
qualquer periodo, quantidade e foco de estudo.

- Pré-processamento: A opcao de classificacao manual possibilitou a evolucao do trabalho
semantico permitindo, por exemplo, tweets com sarcasmo ou ironia, distingao entre tweets
opinativos e informativos, tweets com varias opinioes descritivas sobre um ou varios assuntos,
distingao entre tweets formais e informais, etc. De fato, essa classificacao contribuiu para os
resultados apresentados, deixando a duvida do quanto o os resultados se distorceriam caso a
classificacao fosse realizada por meios computacionais. Isso torna essa etapa da ferramenta
muito importante para o seu resultado final. No entanto o pré processamento pode ter sido
impactado pela maneira a qual se classificaram os dados, seja por uma polaridade especifica
(-1, 0, +1) ou por um intervalo que represente uma polaridade (ex: positivos = 1 a 5).

- Treinamento e teste: A etapa de treinamento e teste é totalmente necessaria, pois completa
o objetivo da ferramenta, que é prover o sentimento desses tweets, além de servir como teste para
validar o desempenho dos modelos. E nesse momento que ocorre o contato dos modelos com os
dados. E a partir disso, Naive Bayes, Regressao Logistica e Support Vector Machine obtiveram
uma pontuacao de ajuste de, respectivamente, 74%, 78% e 79%. Pontuacoes relativamente
baixas para um ajuste, é possivel que haja um aumento se houver diminuicao do volume de
regularizacao (treinamento).

- Validagao: De uma maneira geral, algoritmos Naive Bayes, Regressao Logistica e Support
Vector Machine apresentaram resultados no modelo binomial de até 74% de acerto, utilizando as
classes: “positiva "e “negativa”. O algoritmo Naive Bayes apresentou melhores parametros em
todas as categorias, exceto na classificagao das frases negativas (houveram mais falsos positivos)
onde ficou atrés do algoritmo Suport Vector Machine. As matrizes de confusao apresentaram

similaridade na quantidade de manchetes mal classificadas, tanto positivas quanto negativas.
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De modo geral, observa-se que os modelos conseguem prever corretamente cerca de 56% de
tweets positivos e 44% negativos. A validacao cruzada apresentou uma precisao média e a
pontuagao da F1 semelhantes ao que foi visto em uma tnica iteracao, ou seja, neste trabalho
nao houve resultado significativo em comparacgao aos demais resultados. Embora o classificador
de votacao tenha um bom desempenho na média, ele nao apresentou diferencas nos resultados
para Naive Bayes, Regressao Logistica e Support Vector Machine.

De uma forma geral, a flexibilidade que a analise de sentimentos possui é muito grande e,
portanto, abrange um universo muito amplo de pesquisa e alcance de informacoes que podem
ser exploradas em pesquisas futuras.

Sugestoes de trabalhos futuros serao apresentados no proximo capitulo.
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7 SUGESTAO PARA TRABALHOS FUTUROS

Com base no estudo realizado sobre a comparacao de algoritmos para a analise de sentimento

sugere-se para o prosseguimento das pesquisas:

- Avaliar o desempenho de outros modelos, por exemplo, Random Forest, Redes Neurais

Convolucionais, Ada Boost, Arvore de Decisao, K-Nearest Neighbors, etc.
- Avaliar a influéncia da classificacao por escala;

- Comparar com outras abordagens emergentes na area de andlise de sentimento como o

Deep Learning;
- Utilizar outras redes sociais;

- Utilizar a geolocalizagao para identificar regides que mais comentam sobre tais assuntos

identificando a polaridade das mensagens;
- Trabalhar com uma proporcao diferente para dados de treinamento e teste;
- Avaliar a influéncia do tamanho do conjunto de dados no desempenho dos modelos;

- Comparar entre as redes sociais, estudando o comportamento dos usuarios a fim de veri-

ficar caracteristicas de cada uma delas;

- Analisar tentativas de influéncia identificando o surgimento de assuntos emergentes e

como eles se relacionam com a mudanca de sentimento;

- Identificar criadores de assuntos emergentes por meio de uma classificacao de confiabili-

dade dos assuntos surgem;
- Utilizar conjuntos de dados de outros idiomas para treinar o classificador;

- Avaliar o desempenho dos modelos a partir de uma especificacao decimal da polaridade

(valores entre 0 e 1);
- Analisar outro tipo de produto ou servico;

- Criar um algoritmo para a classificacao.
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9 APENDICE

9.1 APENDICE 1: SCRIPT ANALISE DA FREQUENCIA DE

PALAVRAS
cle
clear
Il o
/] oo Definicao de global________
/] e

y-exp=[4066 617 391 346 342 330 293 208 186 170
164 163 161 160 159 158 156 144 139 138

/1134 132 126 120 119 113 106 103 100 100]; //positivos

y-exp=[3259 511 382 325 311 294 248 216 176 176
168 167 158 151 141 141 127 125 115 112
111 110 108 103 98 6 91 90 84 83]; //negativos

X_exp=x_exp ’;

y-€Xp=y-exp ’;

function y_teorico=y_cal(x,par)
y-teorico=par(1)*x"(—par(2)); // par(l)=k par(2)=tau

endfunction

function e=myfun(par, x_exp, y_exp)
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19

61

63

67

69

~

81

global x_exp y-_exp
e=y _cal(x_exp,par)—y_exp

5| endfunction

printf(’Valor da funcao de otimizacao = %6.4e\n’,fopt);
printf(’k = %6.4e\n’ ,par_opt(1));

s|printf(7tau = %6.4e\n’ ,par_opt(2));

correlacao=correl (y_cal (x_-exp,par_opt),y-exp);
printf('R"2 = %6.4e\n’,correlacao "2);

previsao=y_cal (x_exp, par_opt)

plot (x_exp,previsao, 'ro’ ,x_exp,y_exp, kt+’)
legend ([” Calculado”, ”Experimental”] 1) ;
xtitle(’ 7,’Ordem da palavra (n)’,’Frequencia (r)’)
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Listagem 24: Anélise frequéncia de palavras a partir da polaridade
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9.2 APENDICE 2: RESULTADOS VALIDACAO CRUZADA

Figura 9.1:
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71.0%

Naive Bayes validacao cruzada.

Naive Bayes

70.3%

lteragdes

Fonte: Autoria propria (2022).

Media Acuracia: 70.46%

Media F1 Score: 72.76%

Media Matriz de Confusao:

[449.2 201.9]
[226.2 571.7]
precisao
neg 0.70
pos 0.74
acuracia
media macro 0.72
media pesada 0.72

recall

0.71

0.74

0.72
0.72

fl—score dados
0.70 669
0.74 780
0.72 1449
0.72 1449
0.72 1449

Listagem 25: Naive Bayes validagao cruzada.
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Figura 9.2: Regressao Logistica validacao cruzada.

Regressao Logistica
100 9 g

2
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0
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&

F1 Score
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Fonte: Autoria propria (2022).

Media Acuracia: 69.67%

Media F1 Scores: 72.02%

Media Matriz de Confusao:

[443.5 198.2]
[241.3 566. ]
precisao recall fl—score dados
neg 0.66 0.72 0.69 639
pos 0.76 0.71 0.73 810
acuracia 0.71 1449
media macro 0.71 0.71 0.71 1449
media pesada 0.72 0.71 0.71 1449

Listagem 26: Regressao Logistica validacao cruzada.



fe2

10

12

14

16

—
[=]
[=]

2

68.3%

8

Acuracia (%)
&

8

100

F1 Score
3

=Y
o

8

77

Figura 9.3: SVM validacao cruzada.

Support Vector Machine

66.9% 69.0% 66.5% 68.4% 68.3% 66.3% 66.2% 68.0%

0 IIIIIIIIII

68.18 69.76
8

lteragdes

Fonte: Autoria propria (2022).

Media Acuracia:

Media F1 Score:

67.76%

69.78%

Media Matriz de Confusao:

[442.2 208.1]
[259. 539.7]

neg

pos

acuracia
media macro

media pesada

precisao

0.64
0.72

0.68
0.68

recall fl—score dados
0.69 0.66 659
0.68 0.70 790

0.68 1449
0.68 0.68 1449
0.68 0.68 1449

Listagem 27:

Support Vector Machine validagao cruzada.



