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Profa. Dra. Graçaliz Pereira Dimuro (orientadora)

Prof. Dr. Eduardo Nunes Borges (coorientador)

Prof. Dr. Julian Moises Sejje Suarez (coorientador)

Profa. Dra. Viviane Leite Dias de Mattos

Profa. Dra. Heloı́sa de Arruda Camargo

Prof. Dr. Giancarlo Lucca

Dr. Vinicius Carrera Souza



 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
P659r 
 
        Pintanel, Alice Tissot Garcia    

     Uma rede social para registro e monitoramento de dados de saúde baseada 
em modelos de aprendizado de máquina lógica fuzzy  / Alice Tissot Garcia 
Pintanel.  - 2026. 
        231f. 

    Tese (Doutorado) – Universidade Federal do Rio Grande – Programa 
de Pós-Graduação em Modelagem Computacional, 2026.  
 

                 Orientadora: Dra. Graçaliz Pereira Dimuro 
                 Co-orientadores: Dr. Eduardo Nunes Borges 
                                             Dr. Julian Moises Sejje Suarez 
                  Colaboradora: Dra. Camila Rose Guadalupe Barcelos 
                  

1.​  Modelagem Computacional.  2. Exames de sangue. 3. Extração de 
informação de PDF. 4. Classificação laboratorial. 5. Apoio à decisão clínica. 
6. Lógica fuzzy. 7. ANFIS. 8.TSK.   I. Dimuro, Graçaliz Pereira. II. Borges, 
Eduardo Nunes. III. Suarez, Julian Moises Sejje. IV.Barcelos, Camila Rose 
Guadalupe. V. Título.   
  

CDU 004.414.23  
 

Catalogação na fonte: Bibliotecária Brenda Sequeira CRB10/1979 



 
 

 
Universidade Federal do Rio Grande 

Programa de Pós-Graduação em Modelagem Computacional 

 

 
 

ATA DE DEFESA DE TESE DE DOUTORADO 
 
No dia 29 do mês de abril do ano de dois mil e vinte e seis, por meio híbrido (videoconferência e 
presencial), realizou-se o exame de defesa de tese da doutoranda Alice Tissot Garcia Pintanel do 
Programa de Pós-Graduação em Modelagem Computacional, que apresentou e defendeu a tese 
“Uma rede social para registro e monitoramento de dados de saúde baseada em modelos de 
aprendizado de máquina e lógica fuzzy” como requisito para a conclusão do Doutorado em 
Modelagem Computacional. A sessão foi aberta às nove horas pela Profa. Dra. Graçaliz Pereira 
Dimuro, orientadora e presidente da Comissão de Avaliação. A referida Comissão esteve integrada, 
além da presidente e orientadora, pelo Prof. Dr. Eduardo Nunes Borges (coorientador), pelo Prof. 
Dr. Julian Moises Sejje Suarez (coorientador), pela Dra. Camila Rose Guadalupe Barcelos 
(colaboradora), pela Profa. Dra. Viviane Leite Dias de Mattos (FURG), pela Profa. Dra. Heloísa de 
Arruma Camargo (UFSCAR), pelo Prof. Dr. Giancarlo Lucca (FURG) e pelo Dr. Vinicius Carrera 
Souza. Após a apresentação do trabalho, a banca arguiu o candidato e, a seguir, deliberou pela 

   

( ) aprovação da Tese. 

  

 ( ) reprovação da Tese. 

  
 
 
 
 

 
 

Profa. Dra. Graçaliz Pereira Dimuro 
Orientadora 

Prof. Dr. Eduardo Nunes Borges 
Coorientador 

 
 
 
 
 
 

 
 

Prof. Dr. Julian Moises Sejje Suarez 
Coorientador 

Dra. Camila Rose Guadalupe Barcelos 
Colaboradora 

 
 
 
 
 
 
 
 
 
 

 

( x ) aprovação da Tese, sugerindo modificações no texto.



 
 

 
Universidade Federal do Rio Grande 

Programa de Pós-Graduação em Modelagem Computacional 

 

 
 
 
 
 
 
 
 
 
 

Profa. Dra. Viviane Leite Dias de Mattos 
Membro Interno 

Prof. Dr. Giancarlo Lucca 
Membro Interno 

 

 
 
 
 
 
 
 

 

Prof. Dra. Heloísa de Arruda Camargo 
Membro Externo 

Dr. Vinicius Carrera Souza 
  Membro Externo 

 



Dedico esta tese ao Lucas, meu companheiro incansável em todas as horas; ao Théo,
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RESUMO

PINTANEL, Alice Tissot Garcia. Uma rede social para registro e monitoramento
de dados de saúde baseada em modelos de aprendizado de máquina e lógica fuzzy.
2026. 234 f. . Universidade Federal do Rio Grande (FURG), Rio Grande.

Este estudo aborda o desenvolvimento de uma abordagem inteligente para apoio à
decisão clı́nica voltada à classificação laboratorial e à estratificação de risco associadas
ao Diabetes Mellitus Tipo 2. Diante do crescente impacto das doenças crônicas e das
limitações dos métodos tradicionais baseados em limiares fixos, propõe-se a utilização de
técnicas de aprendizado de máquina aliadas à lógica fuzzy, com o objetivo de lidar com
as incertezas inerentes aos dados clı́nicos e fornecer resultados interpretáveis. A metodo-
logia proposta está estruturada em três frentes principais. A primeira consiste na extração
automática de informações relevantes a partir de exames laboratoriais em formato PDF,
por meio de técnicas de aprendizado de máquina, demonstrando elevado desempenho
em termos de precisão, recall e F1-score. A segunda envolve o desenvolvimento de um
Sistema de Inferência Neuro-Fuzzy Adaptativo (ANFIS) baseado em TSK, organizado
em dois nı́veis: um modelo de classificação laboratorial, fundamentado em dados de
glicose e hemoglobina glicada, e um modelo de estratificação de risco, que incorpora
variáveis adicionais como ı́ndice de massa corporal (IMC), sexo, raça e classificação
clı́nica prévia. A terceira frente contempla o desenvolvimento de uma plataforma digital
integradora, capaz de armazenar, processar e apresentar dados clı́nicos em formato de
linha do tempo, promovendo a interação entre pacientes e profissionais de saúde. Os
resultados obtidos demonstram que a abordagem proposta apresenta elevado desempenho
na categorização de perfis glicêmicos, bem como resultados consistentes na estratificação
de risco, mesmo em cenários com dados sintéticos e maior heterogeneidade. Destaca-se
a capacidade do modelo fuzzy de representar o risco de forma contı́nua, proporcionando
maior aderência à prática clı́nica. Além disso, a utilização de regras linguı́sticas garante
interpretabilidade e transparência, caracterı́sticas fundamentais em aplicações na área da
saúde. Conclui-se que a metodologia desenvolvida é robusta, interpretável e adequada
para integração em sistemas de apoio à decisão clı́nica, validando as hipóteses cientı́ficas
e tecnológicas propostas. Como perspectivas futuras, destacam-se a aplicação da
abordagem a outras patologias, a integração de mecanismos de alerta automático e a
ampliação da plataforma para diferentes contextos clı́nicos.

Palavras-chave: Exames de sangue, extração de informação de PDF, classificação labo-
ratorial, apoio à decisão clı́nica, lógica fuzzy, ANFIS, TSK.



ABSTRACT

PINTANEL, Alice Tissot Garcia. A social network for recording and monitoring
health data based on machine learning models and fuzzy logic. 2026. 234 f. .
Universidade Federal do Rio Grande (FURG), Rio Grande.

This study presents the development of an intelligent clinical decision support ap-
proach for laboratory classification and risk stratification related to Type 2 Diabetes Mel-
litus. Given the growing impact of chronic diseases and the limitations of traditional
methods based on fixed thresholds, machine learning techniques combined with fuzzy
logic are employed to address the uncertainties inherent in clinical data and provide in-
terpretable results. The proposed methodology is structured into three main components.
The first consists of the automatic extraction of relevant information from laboratory re-
ports in PDF format using machine learning techniques, demonstrating high performance
in terms of precision, recall, and F1-score. The second involves the development of a
Takagi–Sugeno–Kang (TSK)-based Adaptive Neuro-Fuzzy Inference System (ANFIS),
organized into two levels: a laboratory classification model based on glucose and gly-
cated hemoglobin data, and a risk stratification model that incorporates additional vari-
ables such as body mass index (BMI), sex, race, and previous clinical classification. The
third component comprises the development of an integrated digital platform capable of
storing, processing, and presenting clinical data in a timeline format, thereby promoting
interaction between patients and healthcare professionals. The results demonstrate that
the proposed approach achieves high performance in glycemic profile categorization, as
well as consistent outcomes in risk stratification, even in scenarios involving synthetic
data and greater heterogeneity. The fuzzy model’s ability to represent risk continuously is
particularly noteworthy, providing closer alignment with clinical practice. Furthermore,
the use of linguistic rules ensures interpretability and transparency, which are essential
characteristics for healthcare applications. It is concluded that the developed method-
ology is robust, interpretable, and suitable for integration into clinical decision support
systems, thereby validating the proposed scientific and technological hypotheses. Future
work includes the application of the approach to other pathologies, the integration of auto-
mated alert mechanisms, and the expansion of the platform to different clinical contexts.

Keywords: Blood tests, information extraction, laboratory classification, clinical decision
support, fuzzy logic, ANFIS, TSK.
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understanding para os três layouts . . . . . . . . . . . . . . . . . . . 133
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G Valor da glicose plasmática do paciente (mg/dL)
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Max Valor máximo observado

Q1 Primeiro quartil

Q2 Mediana

Q3 Terceiro quartil

R Conjunto de regras fuzzy do sistema

X Espaço de entrada do modelo

Y Espaço de saı́da do modelo

P(·) Probabilidade de ocorrência de um evento



SUMÁRIO
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1 INTRODUÇÃO

A necessidade de desenvolver soluções voltadas ao monitoramento e à prevenção de
doenças ganhou destaque ainda maior após a pandemia de COVID-19 (Coronavirus Di-

sease 2019), iniciada em 2019, que evidenciou fragilidades nos processos de acompa-
nhamento e gestão de pacientes. Embora esse perı́odo tenha impulsionado a criação de
diversas metodologias que contribuı́ram para avanços expressivos no sistema de saúde,
persistem lacunas relevantes que demandam investigação e aprimoramento contı́nuos [2].

Nesse contexto, destaca-se também a realidade hospitalar, caracterizada por rotinas in-
tensas e emocionalmente exaustivas para os profissionais de saúde. A sobrecarga de traba-
lho, frequentemente associada a condições estruturais inadequadas, favorece a ocorrência
de inconsistências no atendimento, especialmente quando o paciente é acompanhado por
diferentes profissionais ao longo de sua internação. Assim, metodologias que promovam
maior padronização, integração e agilidade no acompanhamento clı́nico surgem como
alternativas promissoras para qualificar o cuidado em saúde.

Diante desse cenário, o presente trabalho propõe o desenvolvimento de um repositório
digital inteiramente gerenciado pelo paciente, destinado ao registro e ao monitoramento
de informações de saúde. A plataforma permite a inserção de dados referentes a condições
pré-existentes, resultados de exames, hábitos de vida (alimentação, prática de atividade
fı́sica, consumo de álcool, tabagismo), indicadores de saúde mental e até mesmo aspectos
rotineiros, como tempo dedicado à televisão ou aos videogames.

Esses dados ficam acessı́veis a uma rede de profissionais de saúde previamente cadas-
trados, como médicos, nutricionistas, enfermeiros, psicólogos, psiquiatras, educadores
fı́sicos, entre outros, os quais se conectam à plataforma por meio de registro profissional.
O paciente, posicionado como elemento central do sistema, decide quais informações
serão compartilhadas e pode, quando necessário, delegar essa função a um tutor, prefe-
rencialmente um familiar.

Além disso, os profissionais podem utilizar o ambiente para organizar suas redes de
pacientes e colegas, bem como para moderar grupos voltados à educação em saúde. Dessa
forma, o aplicativo estimula a troca de experiências, a disseminação de orientações espe-
cializadas e o fortalecimento do suporte oferecido aos pacientes.
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A plataforma também prevê funcionalidades adicionais, como o compartilhamento
seguro de informações entre diferentes profissionais envolvidos em um mesmo caso,
bem como a solicitação de segundas ou terceiras opiniões (incluindo a recomendação
automática de especialistas com apoio de inteligência artificial). Soma-se ainda a possi-
bilidade de realização de atendimentos por telemedicina, quando apropriado.

Trata-se, portanto, de um estudo de caráter multidisciplinar, que busca integrar abor-
dagens computacionais avançadas, com destaque para inteligência artificial e lógica fuzzy,
como ferramentas de apoio para o aprimoramento dos sistemas de saúde.

1.1 Contextualização e Motivação

A saúde constitui um tema de relevância universal, independentemente do campo de
atuação, e a busca por mecanismos capazes de aprimorar os sistemas de atenção tem
impulsionado pesquisas contı́nuas em múltiplas áreas do conhecimento. Estudos direci-
onados ao desenvolvimento de novas metodologias e soluções inovadoras vêm ganhando
visibilidade, sobretudo no que diz respeito à reestruturação dos processos de registro e
análise de informações clı́nicas. Esses avanços não apenas buscam tornar os procedimen-
tos mais seguros, ágeis e eficientes, como também visam explorar métodos de predição de
comportamentos anômalos que possam influenciar de maneira significativa os tratamentos
e a evolução dos pacientes [2].

Conforme destaca [3], a extração de informações provenientes de registros eletrônicos
de saúde e sua aplicação em pesquisas cientı́ficas e na gestão hospitalar têm demonstrado
resultados promissores. Entretanto, quando comparados a outras fontes de dados, esses
registros ainda apresentam limitações relevantes, sobretudo no que se refere à eficácia
e à aplicabilidade das informações. O estudo evidencia, ainda, a importância de apoiar
os profissionais de saúde na compreensão dos processos de extração e análise de dados,
de modo a ampliar o potencial dessas ferramentas. Nesse cenário, pesquisas que propo-
nham metodologias ou soluções capazes de otimizar tais etapas tornam-se cada vez mais
pertinentes.

No contexto brasileiro, a inexistência de um prontuário eletrônico universal, que in-
tegre informações tanto do Sistema Único de Saúde (SUS) quanto das redes privadas,
configura um desafio persistente relacionado à centralização e à disponibilidade de da-
dos clı́nicos. Diante disso, emerge a motivação para desenvolver uma solução inovadora
que ultrapasse as limitações do prontuário eletrônico tradicional. A proposta de uma
plataforma com caracterı́sticas semelhantes às de uma rede social fundamenta-se na ne-
cessidade de disponibilizar uma ferramenta intuitiva, acessı́vel e de fácil compreensão,
que favoreça a conectividade e o compartilhamento de informações. Nesse modelo, o pa-
ciente assume posição central, determinando quais dados deseja compartilhar e com quais
profissionais pretende estabelecer interação.
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A pandemia de COVID-19 reforçou ainda mais a relevância do acesso rápido, pre-
ciso e integrado às informações de saúde. No perı́odo mais crı́tico da crise, a cons-
tante atualização de evidências cientı́ficas evidenciou que a disponibilidade ampla de
dados clı́nicos dos pacientes poderia desempenhar papel decisivo no monitoramento, na
prevenção e no tratamento de complicações.

Além disso, a incorporação de recursos de telemedicina, combinada ao uso de inte-
ligência artificial e de técnicas baseadas em lógica fuzzy, amplia substancialmente o po-
tencial da solução proposta. Essas tecnologias podem oferecer suporte à compreensão do
comportamento das doenças, ao direcionamento terapêutico, ao aperfeiçoamento de es-
tratégias de educação em saúde e ao desenvolvimento de estudos cientı́ficos, conferindo
valor adicional ao presente trabalho.

1.2 Hipótese Cientı́fica e Tecnológica

As hipóteses cientı́ficas dessa tese são:

• Métodos de extração de informações de exames médicos guiados por aprendizado
de máquina podem mitigar o problema da partida fria da rede e melhorar o apoio
à classificação laboratorial e à tomada de decisão clı́nica quando comparados a
métodos clássicos;

• Modelos interpretáveis baseados em regras fuzzy para detectar anomalias em
variáveis colhidas manualmente ou por meio de wearables (alimentação, sono,
frequência cardı́aca, glicemia, exercı́cio fı́sico etc.) permitem compreender os re-
lacionamentos entre os preditores e as variáveis alvo relacionadas às patologias do
paciente, em particular diabetes mellitus tipo 2 (DM2).

A hipótese tecnológica dessa tese consiste em:

• Uma plataforma, no formato de linha do tempo, que se constitua em um repositório
de informações pregressas e atuais de saúde do usuário e que esteja conectado a uma
rede social, formada por profissionais de saúde e responsáveis pelo seu cuidado,
pode auxiliar na prevenção de eventos e desfechos através do monitoramento e
controle da saúde dos usuários.

1.3 Objetivos

O objetivo geral deste trabalho consiste em desenvolver uma plataforma para
prevenção e monitoramento da saúde que integre um repositório de informações de saúde
de seus usuários com uma rede social formada por profissionais de saúde e responsáveis
pelo cuidado, integrando modelos de extração de informação baseado em aprendizado de
máquina com modelos de classificação baseados em regras difusas.
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1.3.1 Objetivos Especı́ficos

Para atingir o objetivo geral os seguintes objetivos especı́ficos serão necessários:

• Avaliar o estado da arte acerca da utilização da lógica fuzzy para classificação,
da extração de informação de arquivos PDF (Portable Document Format) e
da utilização do modelo ANFIS (Adaptive Neuro-Fuzzy Inference System) para
classificação de doenças;

• Desenvolver um método baseado em aprendizado de máquina para extrair um con-
junto de informações de saúde automaticamente a partir de documentos com resul-
tados de exames médicos;

• Desenvolver modelos interpretáveis baseados em regras fuzzy para desfechos em
saúde a partir de variáveis extraı́das automaticamente;

• Desenvolver a plataforma propriamente dita.

1.4 Metodologia

A presente seção tem como objetivo apresentar os passos utilizados para o desenvolvi-
mento da tese. Para isso, optou-se pela elaboração de um diagrama de fluxo de processo,
apresentado pela Figura 1. A partir da figura pode-se observar que a mesma está dividida
em quatro grandes etapas: a primeira delas consiste na definição do problema a ser re-
solvido, ou seja, em que área e de que maneira o trabalho pretende contribuir; a segunda,
as revisões sistemáticas realizadas a fim de estudar o estado da arte; a terceira apresenta
as metodologias adotadas a partir do estudo dos artigos encontrados e selecionados em
cada uma das revisões sistemáticas; e, a quarta e última etapa consiste na apresentação
dos resultados.

1.5 Projeto Dados48

O Dados48 consiste em um projeto submetido ao edital CNPq Programa Douto-
rado Acadêmico para Inovação - DAI Nº 21/2020, intitulado “Repositório dinâmico de
informações pregressas e atuais de saúde do usuário”, vinculado à empresa Wiplay.

Tal projeto visa, com base em técnicas de inteligência artificial, desenvolver uma
plataforma (APP) no formato de linha do tempo, que se constitua em um repositório
dinâmico de informações pregressas e atuais de saúde do usuário e que esteja conectado
em uma rede social, formada por profissionais de saúde responsáveis pelo seu cuidado.

1.6 Estrutura do Trabalho

O presente trabalho está dividido em outros 8 capı́tulos, são eles:
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Figura 1: Diagrama de Fluxo de Processo
Fonte: Autora.

• CAPÍTULO 2: apresenta a fundamentação teórica técnica, onde são apresentados
conceitos importantes para o melhor entendimento teórico e técnico acerca do tra-
balho desenvolvido;

• CAPÍTULO 3: apresenta as revisões sistemáticas realizadas a fim de avaliar o es-
tado da arte sobre temas especı́ficos e relacionados à este estudo;

• CAPÍTULO 4: apresenta a metodologia geral proposta neste estudo, destacando
quais os três grandes focos de desenvolvimento;

• CAPÍTULO 5: apresenta o aplicativo desenvolvido, bem como os resultados obti-
dos após análise de desempenho da API e as interfaces geradas;

• CAPÍTULO 6: apresenta a etapa de extração de informação, contendo o método
desenvolvido, o estudo de caso e os resultados obtidos;

• CAPÍTULO 7: apresenta a classificação laboratorial e o apoio À decisão clı́nica
associado à DM2, contendo o banco de dados utilizado, a modelagem proposta e a
análise dos resultados;

• CAPÍTULO 8: onde são apresentadas as conclusões obtidas a partir do resultados
gerados, as limitações do estudo e as possibilidades de continuidade do trabalho.



2 FUNDAMENTAÇÃO TEÓRICA

O objetivo deste capı́tulo consiste em apresentar, de forma breve e resumida, algumas
das principais definições acerca de termos e/ou tecnologias computacionais, técnicas, da
área da saúde e da teoria fuzzy que são necessárias para um melhor entendimento no
que diz respeito ao estudo multidisciplinar na qual consiste esta tese. Além disso, são
apresentados conceitos associados à métricas de avaliação que serão utilizadas ao longo
deste estudo para avaliar e validar as metodologias desenvolvidas e a definição de rede
social.

2.1 Conhecimentos Técnicos Gerais

Esta seção visa apresentar conceitos necessários para o entendimento do processo de
extração de informação de arquivos PDF, principalmente no que tange à técnicas utiliza-
das como base para a construção da metodologia proposta.

2.1.1 Tokenização

Segundo [4], a tokenização se trata do processo de conversão de uma sequência de
texto em partes menores, conhecidas como tokens. Estes tokens podem ser tão pequenos
quanto caracteres ou tão longos quanto palavras.

O principal objetivo da tokenização consiste em representar o texto de uma maneira
que seja significativa para as máquinas sem perder o contexto. Ao converter o texto, no
que se chama de tokens, os algoritmos conseguem identificar padrões com mais facilidade.

Os métodos de tokenização variam de acordo com a granularidade do detalhamento
do texto e os requisitos especı́ficos da tarefa em questão. Dessa forma, estes métodos
podem variar desde dissecar o texto em palavras individuais até dividi-lo em caracteres
ou unidades ainda menores [4].

2.1.2 Form Understanding

Segundo o estudo apresentado em [5], form understanding pode ser visto como um
processo de extração automatizada de texto e estruturação de formulários baseado na
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detecção e reconhecimento de palavras contidas no mesmo. Para isso, faz-se necessário
que primeiro seja feita a análise das informações espaciais do layout do documento, logo
após se faz o cruzamento destes dados com o texto e por fim, é necessário compreender e
assimilar como estas entidades estão relacionadas entre si [6].

Quando form understanding é aplicado a documentos não estruturados, este processo
pode ser descrito a partir das seguintes etapas [5]:

• Word Grouping: Segundo [6, 7] está etapa é responsável por agregar entidades
compostas por múltiplos tokens em uma única célula semântica. Nesta etapa são
aplicada diversas técnicas, como por exemplo: técnicas baseadas em estatı́stica,
distribuição espacial, além de técnicas mais robustas como a GCN (Graph Convo-

lutional Networks) [8];

• Semantic Entity Labeling (SEL): Segundo [6], está atividade é responsável por
classificar entidades em determinadas categorias pré-definidas, sendo elas: Q -
Question, A - Answers, H - Header e O - Others. Esta etapa baseia-se na utilização
de diversas features disponı́veis no documento (por exemplo: disposição espacial,
caracterı́sticas da fonte do texto e a relação semântica entre as entidades), ou seja,
segundo [9] utiliza-se do contexto em que o token está inserido no documento.

• Entity Linking: Segundo [6], esta etapa tem como objetivo realizar a geração de
modelo da relação entre as entidades semânticas classificadas na etapas SEL, ou
seja, as informações classificadas são então empregadas como entrada para algo-
ritmos de aprendizado de máquina capaz de analisar as possı́veis relações entre as
entidades de Question e Answer disponı́veis para aquele documento [10].

Sendo assim, pode-se destacar que o presente trabalho apresenta como importante ta-
refa alvo a atividade de Semantic Entity Labeling. Tal atividade serve como base para o
funcionamento da ferramenta Azure Form Recognizer da Microsoft, pois além dela apre-
sentar a mesma descrição e funcionamento do estudo apresentado por [5] e da descrição
apresentada neste trabalho, ela apresenta diversas funções dentre elas: extração de tabelas,
formulários e pares-chave, ou seja, perguntas e respostas, disponibilizando os resultados
em formato texto ou JSON (JavaScript Object Notation).

2.1.3 Optical Character Recognition (OCR)

OCR é um processo bastante utilizado, que consiste em reconhecer e extrair textos de
arquivos de diferentes origens. Segundo [6], OCR tem como finalidade converter textos
impressos ou manuscritos que foram digitalizados em texto selecionável e editável.

A partir da utilização do OCR é possı́vel transformar documentos fı́sicos em arquivos
de texto editáveis ou em formatos que podem ser pesquisados e analisados digitalmente.
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Isto acaba por facilitar a automação de processos, a extração de informação de documen-
tos e o arquivamento digital.

Atualmente, o OCR está sendo utilizado em várias aplicações, como por exemplo:
digitalização de documentos para criar versões digitais de arquivos fı́sicos; automação de
entrada de dados em sistemas de informação; extração de texto de imagens para análise ou
processamento; acessibilidade para pessoas com deficiência visual, permitindo que leiam
texto em documentos fı́sicos por meio de sintetizadores de voz; dentre outras.

O processo todo do OCR pode ser dividido, resumidamente, em 4 etapas, são elas:
processo de aquisição de imagem propriamente dita; o pré-processamento, onde os erros
são removidos ou minimizados ao máximo; o reconhecimento do texto propriamente dito;
e por fim, o pós-processamento, onde os dados de texto extraı́dos são convertidos em um
arquivo informatizado.

Apesar do constante aperfeiçoamento das ferramentas de OCR e da capacidade destas
ferramentas em lidar com uma variedade de idiomas, formatos e estilos de texto, a pre-
cisão do OCR depende muito da qualidade do texto de entrada, da resolução das imagens
e do tipo de texto. Além disso, a complexidade do documento também pode ser vista
como um fator que pode influenciar diretamente a precisão do OCR.

2.1.4 Extração de pares chave–valor

No contexto desta tese, um exame laboratorial em PDF é tratado como uma fonte de
dados semiestruturada. Cada variável de interesse pode ser representada como uma chave,
enquanto o resultado numérico extraı́do representa o valor associado a essa chave. Assim,
um par chave–valor pode ser exemplificado por:

chave = “glicose”, valor = 102 mg/dL.

Essa estrutura é adequada para integrar a informação extraı́da ao banco de dados da
plataforma, pois permite armazenar e recuperar resultados laboratoriais de forma padro-
nizada. Além disso, a estruturação dos pares chave–valor facilita a etapa posterior de
modelagem, na qual variáveis como glicose, hemoglobina glicada e ı́ndice de massa cor-
poral podem ser utilizadas como entradas dos sistemas fuzzy.

Entretanto, a extração de pares chave–valor em exames laboratoriais apresenta desa-
fios importantes. Um mesmo exame pode aparecer com nomes diferentes, abreviações,
variações de grafia ou unidades distintas. Além disso, valores de referência, comentários
e observações podem estar próximos ao resultado do paciente, dificultando a identificação
do valor correto. Por esse motivo, a avaliação do processo de extração deve considerar
não apenas se a variável foi encontrada, mas também se o valor extraı́do corresponde ao
resultado correto do exame.
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2.2 Métricas de avaliação

A avaliação de modelos computacionais depende da tarefa realizada. Em problemas
de classificação, o objetivo é atribuir amostras a classes ou categorias previamente de-
finidas. Em problemas de regressão, o objetivo é estimar valores numéricos contı́nuos.
Já em tarefas de extração de informação, frequentemente avalia-se se uma entidade foi
corretamente localizada e se o valor associado a ela foi extraı́do de forma correta.

Nesta tese, as métricas são utilizadas principalmente em duas situações: (i) avaliação
do processo de extração de informações de exames laboratoriais; e (ii) avaliação dos mo-
delos de classificação ou categorização baseados em sistemas fuzzy. Por isso, esta seção
separa explicitamente as métricas de classificação, as métricas utilizadas em extração de
informação e as métricas de regressão.

2.2.1 Métricas para classificação

Problemas de classificação consistem em atribuir uma amostra a uma ou mais classes.
Em classificação binária, existem apenas duas classes possı́veis, geralmente denominadas
positiva e negativa. Em classificação multiclasse, existem três ou mais classes mutu-
amente exclusivas. Em classificação multirrótulo, uma mesma amostra pode pertencer
simultaneamente a mais de uma classe.

2.2.1.1 Matriz de confusão

A matriz de confusão é uma representação tabular que compara as classes previstas
pelo modelo com as classes reais observadas. Em problemas de classificação binária, ela
é formada por quatro quantidades principais:

• Verdadeiros Positivos (VP): amostras positivas corretamente classificadas como
positivas;

• Verdadeiros Negativos (VN): amostras negativas corretamente classificadas como
negativas;

• Falsos Positivos (FP): amostras negativas incorretamente classificadas como posi-
tivas;

• Falsos Negativos (FN): amostras positivas incorretamente classificadas como ne-
gativas.

A Tabela 1 apresenta a estrutura básica da matriz de confusão para classificação
binária.
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Tabela 1: Estrutura da matriz de confusão para classificação binária.

Predito positivo Predito negativo
Real positivo VP FN
Real negativo FP VN

A matriz de confusão permite compreender não apenas quantas predições foram cor-
retas, mas também qual tipo de erro o modelo comete. Em aplicações na área da saúde,
essa distinção é importante, pois falsos negativos e falsos positivos podem ter impactos
clı́nicos distintos.

2.2.1.2 Acurácia

A acurácia representa a proporção de classificações corretas em relação ao total de
amostras avaliadas. Para classificação binária, é dada por:

Acurácia =
V P+V N

V P+V N +FP+FN
. (1)

Embora seja uma métrica intuitiva, a acurácia pode ser pouco informativa quando as
classes estão desbalanceadas. Nesses casos, um modelo pode obter alta acurácia simples-
mente classificando a maior parte das amostras como pertencentes à classe majoritária.

2.2.1.3 Precisão

A precisão, ou precision, mede a proporção de amostras classificadas como positivas
que realmente pertencem à classe positiva:

Precisão =
V P

V P+FP
. (2)

Essa métrica é particularmente importante quando falsos positivos representam um
problema relevante. Em extração de informação, por exemplo, uma precisão elevada
indica que, quando o sistema extrai uma variável, essa extração tende a estar correta.

2.2.1.4 Recall ou sensibilidade

O recall, também denominado sensibilidade, mede a capacidade do modelo de iden-
tificar corretamente as amostras positivas existentes:

Recall =
V P

V P+FN
. (3)

Valores elevados de recall indicam baixa quantidade de falsos negativos. Em tarefas
de extração de informação, um recall elevado indica que o sistema consegue encontrar a
maior parte das variáveis que deveriam ser extraı́das.



36

2.2.1.5 F1-Score

O F1-Score corresponde à média harmônica entre precisão e recall:

F1 = 2 · Precisão ·Recall
Precisão+Recall

. (4)

Essa métrica é útil quando se deseja obter uma medida única que equilibre a proporção
de extrações corretas e a capacidade de recuperar os elementos relevantes. Por isso,
é frequentemente utilizada em tarefas de classificação desbalanceada e de extração de
informação.

2.2.1.6 Hamming Loss

Em problemas de classificação multirrótulo, uma mesma amostra pode estar associada
a vários rótulos simultaneamente. Nesses cenários, a métrica Hamming Loss quantifica a
fração de rótulos classificados incorretamente em relação ao total de rótulos avaliados:

HL =
1

N ·L

N

∑
i=1

L

∑
j=1

I(yi j ̸= ŷi j), (5)

em que N é o número de amostras, L é o número de rótulos, yi j é o valor real do rótulo j

para a amostra i, ŷi j é o valor previsto e I(·) é a função indicadora. Quanto menor o valor
da Hamming Loss, melhor é o desempenho do modelo.

2.2.1.7 Average Precision

A Average Precision (AP) avalia a qualidade do ranqueamento produzido por um
modelo, combinando precisão e recall ao longo de diferentes limiares de decisão:

AP = ∑
n
(Rn−Rn−1)Pn, (6)

em que Pn representa a precisão e Rn representa o recall no limiar n. Valores próximos
de 1 indicam melhor capacidade de ordenar corretamente as amostras positivas acima das
negativas.

2.2.2 Métricas para extração de informação

Na etapa de extração de informação dos exames laboratoriais, as métricas de precisão,
recall e F1-Score são interpretadas em termos das variáveis extraı́das. Assim, considera-
se:

• VP: variável de interesse que deveria ser extraı́da e foi extraı́da corretamente;

• FP: variável extraı́da incorretamente, seja por não existir no exame, seja por estar
associada a um valor incorreto;
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• FN: variável que deveria ter sido extraı́da, mas não foi identificada pelo sistema.

Essa avaliação pode ser realizada em dois nı́veis. No primeiro, considera-se cada
exame como unidade de análise, avaliando quantas variáveis deveriam ser extraı́das e
quantas foram corretamente recuperadas. No segundo, considera-se cada variável de inte-
resse individualmente, avaliando seu desempenho ao longo do conjunto de exames. Essa
distinção é importante porque uma ferramenta pode apresentar bom desempenho médio
por exame, mas ainda assim falhar em variáveis especı́ficas de maior relevância clı́nica.

2.2.3 Métricas para regressão

Em problemas de regressão, a saı́da do modelo é um valor contı́nuo. Nesses ca-
sos, métricas baseadas diretamente na matriz de confusão não são adequadas. Uma das
métricas mais utilizadas é a raiz do erro quadrático médio, ou Root Mean Squared Error

(RMSE), definida por:

RMSE =

√
1
N

N

∑
i=1

(yi− ŷi)2, (7)

em que yi é o valor observado, ŷi é o valor estimado pelo modelo e N é o número de
amostras.

No contexto de sistemas fuzzy do tipo Takagi–Sugeno–Kang, as saı́das internas podem
ser contı́nuas e posteriormente interpretadas como graus de suporte, escores ou catego-
rias. Por isso, é importante distinguir entre a etapa matemática de estimação de valores
contı́nuos e a etapa final de interpretação classificatória.

2.2.4 Rede Social

Entende-se por rede social qualquer estrutura social composta por pessoas ou
organizações, conectadas por um ou vários tipos de relações, que compartilham valores e
objetivos comuns.

Quando se fala em rede social logo vem à mente sites ou aplicativos como Facebook

(Meta), TikTok, Twitter (X) e Instagram. Essas plataformas criaram uma nova forma
de relacionamento entre empresas e clientes, abrindo caminhos para interação e para o
anúncio de produtos ou serviços.

Segundo [11], a maioria das redes sociais contam com elementos em comum, sendo
os 5 principais:

• Perfil público: seja de uma pessoa ou de uma marca, traz informações básicas so-
bre o dono(a) do perfil, incluindo uma foto, uma pequena biografia e número de
seguidores;

• Amigos e seguidores: são as pessoas que se deseja acompanhar e com quem se
deseja compartilhar conteúdo;
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• Feed de publicações: a maioria das plataformas tem uma página inicial, que a pes-
soa vê quando faz login. Na grande maioria, apresenta um feed com atualizações de
perfis, que permite acompanhar atividades, pensamentos e notı́cias compartilhadas;

• Curtidas, comentários e compartilhamentos: obter e fornecer feedbacks são ele-
mentos fundamentais das redes sociais;

• Hashtags: Uma hashtag consiste em uma palavra ou frase precedida pelo sı́mbolo
#, usadas nos conteúdos compartilhados na maioria das redes. Possui o objetivo de
reunir postagens com o mesmo tema e ajudar outras pessoas a encontrá-las.

As principais vantagens das redes sociais são, segundo [12]:

• Aproxima as pessoas que vivem em locais diferentes, pois é uma maneira fácil de
manter as relações e o contato;

• Possibilita a interação em tempo real;

• Facilita a relação com quem está mais perto, permitindo manter uma relação de
proximidade sem se encontrar fisicamente;

• Oferece uma forma rápida e eficaz de comunicar algo para um grande número de
pessoas ao mesmo tempo;

• Permite avisar sobre um acontecimento, a preparação de uma manifestação ou a
mobilização de um grupo para um protesto;

• Facilita a organização de eventos, enviando convites e solicitando a confirmação de
presença.

Por outro lado, as principais desvantagens são [12]:

• Falta de privacidade;

• Exige cuidado na divulgação de certos pormenores da vida de cada um;

• Crianças e adolescentes divulgam informações sobre a escola e locais que frequen-
tam;

• Pode causar dependência, pois em alguns casos as pessoas não conseguem se ”des-
ligar” das redes sociais, deixando coisas importantes por fazer;

• Criação de perfil falso para postar comentários racistas, preconceituosos e racistas;

• Facilidade de divulgação de notı́cias, fatos e imagens sem a verificação da fonte,
podendo ser ”fake news”.
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2.3 Conhecimentos associados à área da saúde

Esta seção visa apresentar conceitos necessários para o entendimento associado à área
da saúde, uma vez que se trata de um trabalho multidisciplinar e que tem um foco grande
em conceitos associados à saúde.

2.3.1 Diabetes Mellitus

Segundo [13], o diabetes trata-se de uma doença causada pela produção insuficiente
ou pela má absorção de insulina.

A insulina, por sua vez, consiste em um hormônio produzido pela células β das ilhotas
de Langerhans do pâncreas. Sua principal função consiste em reduzir a concentração de
glicose no sangue, facilitando sua entrada nas células para ser utilizada como fonte de
energia ou armazenada. Em resumo, a insulina tem a função de promover a captação
celular da glicose via GLUT4 (Glucose Transporter Type 4). No DM2, a insulina está
presente, mas as células respondem menos ao seu sinal. Como consequência, ocorre
menor translocação de GLUT4 e menor entrada de glicose nas células.

O diabetes, quando não controlado, pode acarretar no aumento da glicemia e as altas
taxas podem levar a complicações no coração, nas artérias, nos olhos, nos rins e nos
nervos. Em casos mais graves, o diabetes pode levar inclusive à morte.

De acordo com a Sociedade Brasileira de Diabetes (SBD) [14], existem no Brasil,
atualmente, mais de 13 milhões de pessoas vivendo com a doença, o que acaba por repre-
sentar cerca de 6,9% da população nacional.

Apesar de não se conhecer a causa do tipo de diabetes, a melhor forma de prevenir a
doença consiste na realização de práticas de vida saudáveis, como: realização de ativida-
des fı́sicas, alimentação saudável, evitar ingestão de álcool, tabaco e outras drogas.

Além dos fatos genéticos e a ausência de hábitos saudáveis, existem alguns outros
fatores que podem, de certa forma, contribuir para o desenvolvimento do diabetes, são
eles [13]:

• Diagnóstico de pré-diabetes;

• Pressão alta;

• Colesterol alto ou alterações na taxa de triglicerı́deos no sangue;

• Sobrepeso, principalmente se a gordura estiver concentrada em volta da cintura;

• Pais, irmãos ou parentes próximos com diabetes;

• Doenças renais crônicas;

• Mulher que deu à luz de uma criança com mais de 4kg;
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• Diabetes gestacional;

• Sı́ndrome de ovários policı́sticos;

• Diagnóstico de distúrbios psiquiátricos - esquizofrenia, depressão, transtorno bipo-
lar;

• Apneia do sono;

• Uso de medicamentos da classe dos glicocorticoides.

Em geral, os principais sintomas associados ao diabetes são: fome e sede excessiva e
vontade de urinar várias vezes ao dia.

O diabetes mellitus pode apresentar diversas formas e possui diversos tipos diferentes
[14, 13]. A seguir, os tipos de diabetes são apresentados de forma detalhada.

Ressalta-se que as diretrizes nacionais da SBD [14] foram consideradas em conjunto
com referências internacionais, como a American Diabetes Association (ADA) [15], a
World Health Organization (WHO) [16] e a International Diabetes Federation (IDF) [17].

2.3.1.1 Diabetes Tipo 1

Pode ser definido como uma doença metabólica crônica de origem autoimune, carac-
terizada pela destruição progressiva das células β das ilhotas pancreáticas, responsáveis
pela produção de insulina. Com isso, ocorre deficiência absoluta ou quase absoluta desse
hormôniom comprometendo a capacidade do organismo de controlar os nı́veis de glicose
no sangue.

Embora exista uma forte predisposição genética associada principalmente aos genes
do sistema HLA (Human Leukocyte Antigen) classe II, o desenvolvimento da doença
depende também da interação com fatores ambientais. Essa combinação desencadeia uma
resposta imunológica inadequada, na qual o próprio sistema imune passa a reconhecer as
células β como estruturas estranhas e as destrói gradativamente.

A ausência de insulina impede que tecidos insulino-dependentes, como músculos e
tecido adiposo, realizem adequadamente a captação da glicose por meio dos transporta-
dores GLUT4. Como resultado, a glicose permanece acumulada na corrente sanguı́nea,
provocando hiperglicemia.

Os principais sintomas associados ao diabetes tipo 1 são:

• Fome frequente;

• Sede constante;

• Vontade de urinar diversas vezes ao dia;

• Perda de peso;
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• Fraqueza;

• Fadiga;

• Mudanças de humor;

• Náusea e vômito.

O diabetes tipo 1 manifesta-se com maior frequência na infância e adolescência, em-
bora possa surgir em qualquer fase da vida. O diagnóstico geralmente ocorre após o
aparecimento dos sintomas clı́nicos ou pela identificação de autoanticorpos especı́ficos,
como os anticorpos anti-GAD, anti-IA2 e anti-insulina.

Como o organismo perde a capacidade de produzir insulina suficiente, o tratamento
requer administração exógena de insulina por toda a vida, associada ao monitoramento
frequente da glicemia, orientação nutricional e prática regular de atividade fı́sica.

Em resumo, o Diabetes Mellitus Tipo 1 é uma doença autoimune multifatorial, resul-
tante da interação entre predisposição genética e fatores ambientais, que leva à destruição
das células produtoras de insulina e ao consequente aumento dos nı́veis de glicose no
sangue. Sua compreensão é fundamental para o diagnóstico precoce, prevenção de
complicações e adequado manejo clı́nico dos pacientes.

2.3.1.2 Diabetes Tipo 2

O diabetes tipo 2 aparece quando o organismo não consegue usar adequadamente a
insulina que produz, ou ainda, quando não produz insulina suficiente para controlar a taxa
de glicemia.

Atualmente, cerca de 90% das pessoas com diabetes possuem o tipo 2. Este tipo
tende a se manifestar com maior frequência em adultos, mas crianças também podem
apresentar. Dependendo da gravidade o diabetes tipo 2 pode ser controlado somente com
atividade fı́sica e planejamento alimentar, porém, em casos mais graves, faz-se necessário
que se utilize insulina e/ou outros medicamentos para controlar a glicose.

Os principais sintomas associados ao diabetes tipo 2 são:

• Fome frequente;

• Sede constante;

• Formigamento nos pés e mãos;

• Vontade de urinar diversas vezes ao dia;

• Infecções frequentes na bexiga, rins, pele e infecções de pele;

• Feridas que demoram para cicatrizar;
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• Visão embaçada.

Destaca-se que, segundo as diretrizes clı́nicas, para um paciente ser confirmado com
diabetes tipo 2 quando o mesmo não apresenta sintomas clássicos de hiperglicemia, ele
precisa apresentar dois testes confirmatórios. Dessa forma, segundo as diretrizes, o di-
agnóstico pode ser estabelecido por um dos seguintes exames ([16, 14, 15]:

• Glicemia de jejum ≥ 126 mg/dL;

• Hemoglobina glicada (HbA1c) ≥ 6,5 %;

• Glicemia 2 horas após TOTG (75 g de glicose) ≥ 200 mg/dL;

• Glicemia plasmática casual ≥ 200 mg/dL associada a sintomas clássicos de diabe-
tes.

Portanto, quando o paciente é assintomático, um único exame alterado não é sufici-
ente para confirmar o diagnóstico. Neste caso, faz-se necessário que o paciente repita o
mesmo exame em outro dia e obtenha o resultado alterado novamente.

Diagnósticos diferenciais
Quando se fala em DM2, é importante considerar alguns diagnósticos diferenciais,

especialmente em pacientes que apresentam caracterı́sticas clı́nicas atı́picas. Entre eles,
destacam-se o Latent Autoimmune Diabetes in Adults (LADA) e o Maturity-Onset Di-

abetes of the Young (MODY). Ambos apresentam glicose e HbA1c elevadas e seriam
classificados como DM2, mas apresentam fisiopatologia, prognóstico e tratamento distin-
tos:

• LADA corresponde a aproximadamente 10% dos diagnosticados como DM2 em
idade adulta. Apresenta evolução autoimune lenta, anticorpos positivos e pode de-
mandar insulinoterapia precoce;

• MODY corresponde a até 5% dos casos de DM, herança autossômica dominante,
demanda rastreio em familiares e tem subtipos com manejo especı́fico, como
MODY 2 (GCK) e MODY 3 (HNF1A), que apresentam implicações terapêuticas
distintas.

Dessa forma, apesar de saber desses casos particulares, esta tese não pretende, pelo
menos em um primeiro momento, lidar com tais limitações, deixando para que tais casos
sejam melhor explorados em trabalhos posteriores.
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2.3.1.3 Diabetes Gestacional

Durante o perı́odo da gravidez, a fim de permitir o correto desenvolvimento do bebê,
a mulher passa por uma série de mudanças em seu equilı́brio hormonal. A placenta, por
exemplo, é uma fonte importante de hormônios que reduzem a ação da insulina, res-
ponsável pela captação e utilização da glicose pelo corpo. Consequentemente, o pâncreas
acaba aumentando a produção de insulina para compensar este quadro.

Porém, em algumas mulheres, este processo não ocorre e elas acabam desenvolvendo
um quadro chamado de diabetes gestacional, caracterizado pelo aumento do nı́vel de gli-
cose no sangue. Este quadro pode de alguma forma afetar o bebê, uma vez que quando
ele é exposto a grandes quantidades de glicose, mesmo que ainda no ambiente intraute-
rino, há maior risco de crescimento excessivo (macrossomia fetal) e, consequentemente,
partos traumáticos, hipoglicemia neonatal e até mesmo risco de obesidade e diabetes na
vida adulta [14].

Os principais fatores de risco associados ao desenvolvimento da diabetes gestacional
são:

• Idade materna mais avançada;

• Ganho de peso excessivo durante a gestação;

• Sobrepeso ou obesidade;

• Sı́ndrome dos ovários policı́sticos;

• História prévia de bebês grandes (mais de 4kg) ou de diabetes gestacional;

• História de diabetes gestacional na mãe da gestante;

• História familiar de diabetes em parentes de 1º grau (pais e irmãos);

• Hipertensão arterial na gestação;

• Gestação múltipla (gravidez de gêmeos).

2.3.1.4 Pré-Diabetes

O termo pré-diabetes é utilizado quando os nı́veis de glicose no sangue estão mais
altos do que o normal, mas não o suficiente para um diagnóstico de DM2. Pessoas consi-
deradas no grupo de risco são aquelas que apresentam alterações nos lipı́dios, obesidade
e hipertensão.

Segundo [14], cerca de 50% dos pacientes no estágio pré-diabetes vão acabar por
desenvolver a doença. É importante destacar que o pré-diabetes é especialmente impor-
tante uma vez que se trata da única etapa que ainda pode ser revertida ou mesmo permite
retardar a evolução para diabetes e suas complicações.
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A mudança de hábito alimentar e a prática de exercı́cios são os principais fatores de
sucesso para o controle. No entanto, para cerca de 60% dos pacientes, a dieta acaba por
ser o passo mais difı́cil a ser incorporado na rotina. Ao todo, em torno de 95% apresentam
dificuldades com o controle de peso, dieta saudável e exercı́cios regulares.

Após a definição dos principais tipos de diabetes mellitus, o próximo passo consistia
em saber interpretar e entender como uma determinada pessoa é classificada em diabética,
pré-diabética ou não diabética, ou seja, quais as variáveis analisadas e seus respectivos
limites. Para isso, utilizou-se como base um pseudo-algoritmo apresentado pela Figura 2
e retirado da [14].

Figura 2: Pseudo-algoritmo retirado das diretrizes da SBD e utilizado como base para
pré-classificação dos pacientes em diabéticos, pré-diabéticos e não diabéticos

Fonte: [14]

2.3.2 Exames de Sangue

O exame de sangue consiste em um termo popularmente utilizado para se referir a
qualquer análise realizada a partir do sangue do paciente [18]. Os exames de sangue são
solicitados pelos médicos com o intuito de avaliar, de forma geral, o estado de saúde do
paciente.

Segundo [19], realizar exames de sangue de forma regular colabora para o diagnóstico
precoce e para a prevenção de muitas doenças e, consequentemente, para um tratamento
mais eficaz. Algumas doenças que podem ser diagnosticadas a partir da realização de
exames de sangue são:
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• Inflamações e infecções;

• Patologias cardı́acas;

• Pressão alta;

• Diabetes;

• Sobrepeso e obesidade;

• Diversos tipos de câncer;

• Problemas na vista;

• Dermatites e doenças de pele.

Além disso, o exame de sangue é visto como um exame essencial antes de cirurgias,
a fim de verificar se o paciente em questão se encontra apto a passar pelo procedimento
[20].

A seguir, são apresentados os exames de sangue mais comuns, a fim de apresentar a
finalidade e a diferença de cada um dos exames mais solicitados pelos médicos [19, 18,
21].

• Hemograma: Considerado o exame mais pedido, apresenta como estão as células
sanguı́neas do paciente e consegue identificar muitas doenças. O hemograma apre-
senta os resultados de:

– Glóbulos brancos: é a defesa do corpo contra doenças, infecções e
inflamações;

– Glóbulos vermelhos: transportam oxigênio e, a partir da sua redução, pode ser
caracterizada a anemia;

– Plaquetas: ajudam a indicar a coagulação do sangue e possı́veis problemas de
circulação.

• Perfil Lipı́dico: consiste no exame que analisa as quantidades de determinadas li-
poproteı́nas responsáveis pelo transporte do colesterol no corpo do paciente. No
exame, constam os valores de:

– Colesterol High-Density Lipoprotein (HDL);

– Colesterol Low-Density Lipoprotein (LDL);

– Colesterol Very Low-Density Lipoprotein (VLDL);

– Colesterol não HDL;

– Colesterol Total;
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– Triglicerı́deos.

O HDL (considerado colesterol bom), contribui para a proteção dos vasos
sanguı́neos do acúmulo de placas de gordura, sendo assim, é importante que a taxa
esteja em uma alta concentração. Por outro lado, o LDL (considerado coleste-
rol ruim) e o VLDL se apresentarem um alto acúmulo nos vasos acabam gerando
infarto ou derrame, por isso, as taxas devem estar sempre abaixo do limite reco-
mendado. Já a análise de triglicerı́deos no sangue verifica o risco de entupimento
das artérias, assim como, da tendência do paciente em desenvolver outras doenças
cardı́acas;

• Glicose e Glicemia: a análise da dosagem da glicose na corrente sanguı́nea auxilia
no diagnóstico e até mesmo no controle do tratamento da diabetes mellitus. En-
quanto a glicose é importante para o organismo pois se trata da principal fonte de
energia, a glicemia serve para mensurar o nı́vel de açúcar. Este exame consegue
indicar se o paciente apresenta glicemia normal, pré-diabetes ou diabetes.

• Ácido Úrico: consiste no indicador na corrente sanguı́nea capaz de identificar a
presença de gota ou cálculo renal;

• Transaminases: taxas importantes para avaliação do fı́gado, uma vez que se tratam
de enzimas responsáveis pela metabolização das proteı́nas. Quando tanto o Transa-
minase Glutâmico-Pirúvica (TGP) quanto o Transaminase Glutâmico-Oxalacética
(TGO) estão com nı́veis elevados, significa que o órgão está com algum problema.

• Thyroid Stimulating Hormone (TSH) e Tiroxina (T4) Livre: são dois hormônios
que ajudam no diagnóstico de funcionamento da tireoide. Quando o TSH encontra-
se alto e T4 baixo, é porque o paciente pode estar com hipotireoidismo. Por outro
lado, se o TSH estiver baixo e o T4 elevado, é possı́vel que o paciente esteja com
hipertireoidismo. Já se ambos estiverem altos, o problema é na hipófise.

• Creatinina e Ureia (Função renal): a avaliação dos nı́veis séricos de creatinina e
ureia é amplamente utilizada na análise da função renal e na identificação de
possı́veis quadros de insuficiência renal. A creatinina, associada a variáveis como
idade e sexo do paciente, é empregada no cálculo da Taxa de Filtração Glomerular
(TFG), um dos principais indicadores da capacidade de filtração dos rins. Valores
elevados de creatinina e ureia, bem como a redução da TFG, sugerem comprometi-
mento da função renal, indicando uma diminuição da capacidade dos rins de filtrar
adequadamente os resı́duos metabólicos presentes no sangue.

• Prostate-Specific Antigen (PSA): consiste em um marcador no sangue que ajuda a
identificar alterações na glândula da próstata, sendo um marcador útil para rastrea-
mento e seguimento do câncer.
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• Proteı́na C Reativa (PCR): consiste em uma pentraxina, ou seja, proteı́na de fase
aguda produzida pelo fı́gado em resposta à IL-6. Se a taxa estiver elevada significa
que há um processo inflamatório no organismo.

• Eletrólitos: os eletrólitos mais conhecidos são o sódio, cálcio, potássio e o fósforo.
Eles ajudam a transportar água, bem como conduzir eletricidade pelo corpo.
Quando as taxas estão dentro do normal, eles asseguram o bom funcionamento
do organismo. Porém, se esses nı́veis encontram-se muito elevados ou reduzidos
na circulação sanguı́nea, faz-se necessário que haja uma investigação a fim de fazer
um tratamento correto.

• Human Immunodeficiency Virus (HIV): ajuda a detectar a presença do vı́rus da Ac-

quired Immunodeficiency Syndrome (AIDS), em suas duas variações (HIV 1 e HIV
2), no sangue.

2.4 Teoria de conjuntos fuzzy, lógica fuzzy e sistemas fuzzy

Esta seção apresenta os fundamentos da teoria de conjuntos fuzzy, da lógica fuzzy e
dos sistemas de inferência fuzzy. Essa distinção é importante porque esses termos, embora
relacionados, não são equivalentes.

A teoria de conjuntos fuzzy fornece a base matemática para representar pertenci-
mento gradual. Diferentemente da teoria clássica de conjuntos, em que um elemento
pertence ou não pertence a um conjunto, a teoria de conjuntos fuzzy permite que um ele-
mento pertença parcialmente a um conjunto, com grau de pertinência no intervalo [0,1]
[22].

A lógica fuzzy utiliza essa ideia de gradualidade para generalizar operadores lógicos,
como “E”, “OU” e “NÃO”, permitindo raciocinar com proposições parcialmente verda-
deiras. Assim, enquanto a teoria de conjuntos fuzzy define como representar conceitos va-
gos por funções de pertinência, a lógica fuzzy define como combinar e inferir informações
a partir desses graus de verdade.

Por fim, um sistema fuzzy é uma aplicação computacional que utiliza conjuntos
fuzzy, regras linguı́sticas, operadores de inferência e, quando necessário, mecanismos de
defuzzificação para resolver problemas de classificação, controle, tomada de decisão ou
apoio à decisão. No contexto desta tese, os sistemas fuzzy são utilizados por sua capaci-
dade de representar transições graduais entre categorias clı́nicas e por sua interpretabili-
dade.
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2.4.1 Conjuntos fuzzy

Seja X um universo de discurso. Um conjunto fuzzy A em X é definido por uma função
de pertinência

µA : X → [0,1],

que associa a cada elemento x ∈ X um grau de pertencimento ao conjunto A.

Formalmente, o conjunto fuzzy pode ser representado como:

A = {(x,µA(x)) | x ∈ X}. (8)

Quando µA(x) = 0, entende-se que x não pertence ao conjunto A. Quando µA(x) =

1, entende-se que x pertence completamente a A. Quando 0 < µA(x) < 1, o elemento
pertence parcialmente ao conjunto. Essa estrutura permite modelar conceitos vagos, como
“glicose normal”, “risco intermediário” ou “IMC alto”, sem impor fronteiras abruptas
entre categorias.

2.4.2 Funções de pertinência

As funções de pertinência descrevem a forma como os graus de pertencimento são
atribuı́dos aos elementos do universo de discurso. A escolha da função depende do co-
nhecimento do especialista, da natureza da variável e do objetivo da modelagem [23, 24].

As principais funções utilizadas em sistemas fuzzy são apresentadas a seguir.

2.4.2.1 Função triangular

A função triangular é definida por três parâmetros a < b < c:

µA(x) =



0, x≤ a,
x−a
b−a

, a < x≤ b,
c− x
c−b

, b < x < c,

0, x≥ c.

(9)

Essa função é simples, computacionalmente eficiente e útil quando se deseja repre-
sentar um ponto central de máxima pertinência com transições lineares para ambos os
lados.
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2.4.2.2 Função trapezoidal

A função trapezoidal é definida por quatro parâmetros a < b < c < d:

µA(x) =



0, x≤ a,
x−a
b−a

, a < x≤ b,

1, b < x≤ c,
d− x
d− c

, c < x < d,

0, x≥ d.

(10)

Essa função possui uma região central de pertinência máxima e é adequada para re-
presentar intervalos nos quais determinado conceito é plenamente válido. No contexto
desta tese, funções trapezoidais são particularmente relevantes para representar faixas la-
boratoriais ou clı́nicas com regiões de transição em torno de limiares.

2.4.2.3 Função gaussiana

A função gaussiana é definida por:

µA(x) = exp
(
−(x− c)2

2σ2

)
, (11)

em que c representa o centro da curva e σ controla sua largura.
Funções gaussianas são comuns em modelos neuro-fuzzy e em aplicações de aprendi-

zado, pois apresentam transições suaves e diferenciáveis.

2.4.2.4 Função sigmoidal

A função sigmoidal pode ser escrita como:

µA(x) =
1

1+ exp[−a(x− c)]
, (12)

em que a controla a inclinação da curva e c define o ponto de inflexão.
Esse tipo de função é útil para representar conceitos com transição gradual crescente

ou decrescente, como risco crescente em função de determinada variável.

2.4.3 Sistemas de inferência fuzzy

Um sistema de inferência fuzzy é geralmente composto por três etapas principais:

1. Fuzzificação: converte valores numéricos de entrada em graus de pertinência asso-
ciados a conjuntos fuzzy;

2. Inferência: aplica regras linguı́sticas do tipo “SE–ENTÃO” para combinar



50

informações e produzir uma conclusão fuzzy ou uma saı́da intermediária;

3. Defuzzificação: quando necessária, converte a saı́da fuzzy em um valor numérico
único.

Em problemas de apoio à decisão, essa estrutura é útil porque permite representar
conhecimento de especialistas de forma explı́cita. Por exemplo, uma regra pode ser escrita
como:

SE a glicose é alta E a hemoglobina glicada é alta, ENTÃO a

classificação laboratorial possui forte suporte para diabetes.

Esse tipo de regra é interpretável, pois explicita quais condições contribuem para a
saı́da do modelo.

2.4.4 Modelos Mamdani e Takagi–Sugeno–Kang

Entre os modelos de inferência fuzzy, destacam-se os modelos de Mamdani e Takagi–
Sugeno–Kang (TSK). No modelo de Mamdani, tanto os antecedentes quanto os conse-
quentes das regras são expressos por termos linguı́sticos. Esse modelo é frequentemente
utilizado em aplicações nas quais a interpretabilidade linguı́stica das regras é prioridade.

No modelo TSK, os antecedentes das regras continuam sendo expressos por conjuntos
fuzzy, mas os consequentes são funções matemáticas das variáveis de entrada. Em um
sistema TSK de primeira ordem, o consequente da regra k assume a forma:

f k(x) = pk
0 +

A

∑
j=1

pk
jx j, (13)

em que x = (x1, . . . ,xA) é o vetor de entrada e pk
j são parâmetros do consequente.

Nesta tese, as regras clı́nicas utilizadas para construir determinadas classificações de
referência possuem natureza linguı́stica e podem ser descritas no estilo Mamdani. Já a
arquitetura neuro-fuzzy utilizada para aprendizado segue a estrutura TSK, pois combina
antecedentes fuzzy com consequentes paramétricos.

2.4.5 Funções de agregação

Em sistemas fuzzy, funções de agregação são utilizadas para combinar múltiplos graus
de pertinência em um único valor representativo [25]. Formalmente, uma função de
agregação pode ser definida como uma aplicação:

A : [0,1]A→ [0,1],

crescente em todos os seus argumentos e satisfazendo as condições de contorno:

A(0, . . . ,0) = 0, A(1, . . . ,1) = 1.
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Essas funções são importantes na etapa de ativação das regras, pois permitem com-
binar os graus de pertinência dos antecedentes. Por exemplo, em uma regra com duas
condições, como “glicose alta” e “HbA1c alta”, é necessário definir como os dois graus
de pertinência serão combinados para determinar a força de ativação da regra.

2.4.6 T-normas

As t-normas, ou normas triangulares, são operadores utilizados para generalizar a
conjunção lógica “E” na lógica fuzzy [26]. Uma t-norma é uma função T : [0,1]2→ [0,1]
que satisfaz as seguintes propriedades, para quaisquer a,b,c ∈ [0,1]:

• Comutatividade: a ordem dos operandos não altera o resultado:

T (a,b) = T (b,a).

• Associatividade: o agrupamento das operações não altera o resultado:

T (a,T (b,c)) = T (T (a,b),c).

• Monotonicidade: se a1 ≤ a2 e b1 ≤ b2, então:

T (a1,b1)≤ T (a2,b2).

• Elemento neutro: o valor 1 atua como elemento neutro da conjunção:

T (a,1) = a.

Entre as t-normas mais utilizadas, destacam-se:

Tmin(a,b) = min(a,b), (14)

T∏(a,b) = a ·b, (15)

TŁuk(a,b) = max(0,a+b−1). (16)

A escolha da t-norma influencia diretamente a força de ativação das regras. A t-norma
do mı́nimo adota uma interpretação conservadora, pois a ativação da regra é determi-
nada pelo antecedente menos satisfeito. A t-norma do produto, por sua vez, considera a
contribuição conjunta dos antecedentes, penalizando combinações em que um dos graus
de pertinência é baixo.
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2.4.7 Modelos caixa branca baseados em regras fuzzy

Modelos de classificação caixa branca baseados em regras fuzzy são sistemas inter-
pretáveis que representam conhecimento por meio de regras linguı́sticas e funções de
pertinência. Diferentemente de modelos caixa preta, nos quais a relação entre entradas e
saı́das pode ser difı́cil de interpretar, os modelos baseados em regras permitem analisar
explicitamente como cada variável contribui para a decisão.

Essa caracterı́stica é particularmente relevante em aplicações na saúde, nas quais é de-
sejável que o sistema forneça resultados compreensı́veis por especialistas. No caso desta
tese, a utilização de regras e funções de pertinência permite representar faixas clı́nicas
de forma gradual, reduzir a rigidez de limiares fixos e oferecer uma interpretação mais
transparente dos resultados.

2.4.8 Sistemas de Inferência Neuro-Fuzzy Adaptativos (ANFIS)

Os Sistemas de Inferência Neuro-Fuzzy Adaptativos, conhecidos como ANFIS, com-
binam a interpretabilidade dos sistemas fuzzy com a capacidade de aprendizado de mo-
delos baseados em dados [27]. Em geral, a estrutura ANFIS utiliza regras fuzzy cujos
parâmetros podem ser ajustados a partir de um conjunto de treinamento.

Seja x = (x1, . . . ,xA)∈RA o vetor de entrada, em que A representa o número de atribu-
tos, e seja y ∈RC o vetor de saı́da, em que C representa o número de classes ou categorias
consideradas. O conjunto de dados pode ser representado por:

D =
{
(xi,yi) ∈ RA×RC

}N

i=1
.

No contexto desta tese, a saı́da do modelo pode ser interpretada como um vetor de
suporte às categorias consideradas. Assim, os componentes de y não devem ser lidos
como diagnóstico clı́nico definitivo, mas como escores ou graus de confiança associados
a categorias laboratoriais ou de risco.

A abordagem utilizada tem como base um sistema fuzzy Takagi–Sugeno–Kang multi-
classe, aqui denotado por MC-TSK-FS. A sigla TSK corresponde a Takagi–Sugeno–Kang
e deve ser mantida nessa ordem em todo o texto [28, 29, 30, 31].

O MC-TSK-FS é composto por um conjunto de K regras de inferência fuzzy. A k-
ésima regra pode ser escrita como:

Rk : SE x1 é Bk
1 E . . . E xA é Bk

A ENTÃO y = Lk(x, pk),

em que Bk
j é o conjunto fuzzy associado à variável x j na regra k, e Lk é a função conse-
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quente linear. Para um consequente de primeira ordem, tem-se:

Lk(x) = pk
0 +

A

∑
j=1

pk
jx j, (17)

em que pk
0, . . . , pk

A ∈ R são parâmetros a serem estimados.

A Figura 3 ilustra a arquitetura geral do MC-TSK-FS, composta por cinco camadas:
fuzzificação, força de ativação das regras, normalização, avaliação dos consequentes e
agregação ponderada da saı́da.

Figura 3: Arquitetura do modelo MC-TSK-FS.
Fonte: Autora.

2.4.8.1 Camada 1: Fuzzificação

A primeira camada converte valores numéricos de entrada em graus de pertinência.
Para cada variável x j e cada regra Rk, calcula-se:

µBk
j
(x j),

que representa o grau com que x j satisfaz o antecedente Bk
j.

Essa etapa permite representar transições graduais entre categorias e incorporar co-
nhecimento de especialistas por meio das funções de pertinência.

2.4.8.2 Camada 2: Força de ativação das regras

A segunda camada calcula a força de ativação de cada regra. Essa força representa o
grau com que todos os antecedentes da regra são simultaneamente satisfeitos. Utilizando
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uma função de agregação A , a força de ativação da regra Rk é:

µk
A(x) = A

(
µBk

1
(x1), . . . ,µBk

A
(xA)

)
. (18)

Quando a t-norma do produto é adotada, obtém-se:

µk
A(x) =

A

∏
j=1

µBk
j
(x j). (19)

Quanto maior a força de ativação, maior é a contribuição potencial da regra corres-
pondente para a saı́da final do sistema.

2.4.8.3 Camada 3: Normalização

A terceira camada normaliza as forças de ativação, de modo que a contribuição relativa
das regras possa ser comparada. O peso normalizado da regra Rk é dado por:

µ̃k
A(x) =

µk
A(x)

∑
K
i=1 µi

A(x)
. (20)

Assim, µ̃k
A(x) representa a contribuição relativa da regra k em relação ao conjunto de

regras ativadas.

2.4.8.4 Camada 4: Avaliação dos consequentes

Na quarta camada, cada regra produz uma saı́da local por meio de sua função con-
sequente linear, definida na Equação 17. Essa etapa representa a parte paramétrica do
modelo TSK e permite ajustar a resposta local de cada regra aos dados de treinamento.

2.4.8.5 Camada 5: Agregação ponderada

A quinta camada combina as saı́das locais das regras por meio dos pesos normaliza-
dos. A saı́da final do sistema é:

ŷ =
K

∑
k=1

µ̃k
A(x)Lk(x, pk). (21)

Essa agregação ponderada garante que regras mais ativadas tenham maior influência
na saı́da final. Como consequência, o modelo produz uma resposta contı́nua e inter-
pretável, adequada para representar graus de suporte ou categorias de risco.

2.4.9 Aprendizado dos parâmetros

O processo de aprendizado do MC-TSK-FS tem como objetivo estimar os parâmetros
dos consequentes das regras. Após a fuzzificação, a ativação das regras e a normalização,
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a saı́da do modelo pode ser escrita de forma compacta como:

Ŷ = PT G,

em que P representa a matriz de parâmetros dos consequentes e G contém as informações
das entradas processadas pelas camadas fuzzy.

Uma função objetivo tı́pica para estimar P pode ser definida como:

O f (P) =
1
2

∥∥PT G−Y
∥∥2

F +β∥P∥1 , (22)

em que o primeiro termo mede o erro entre as saı́das previstas e observadas, enquanto o
segundo termo corresponde à regularização ℓ1, ponderada pelo parâmetro β.

A regularização contribui para evitar sobreajuste e favorecer soluções mais parcimoni-
osas. A minimização pode ser realizada por métodos de otimização adequados a funções
compostas por um termo diferenciável e um termo regularizador não diferenciável, como
a descida de gradiente proximal.

2.5 Resumo do capı́tulo

Este capı́tulo apresentou os conceitos necessários para fundamentar a metodologia
desenvolvida na tese. Inicialmente, foram discutidos os elementos técnicos associa-
dos à extração automática de informações de exames laboratoriais em PDF, incluindo
tokenização, OCR, form understanding e pares chave–valor. Em seguida, foram apre-
sentadas as métricas de avaliação, separando explicitamente métricas de classificação,
extração de informação e regressão.

Na sequência, foram abordados os fundamentos clı́nicos relacionados ao Diabetes
Mellitus, com ênfase no Diabetes Tipo 2, nos critérios laboratoriais, no pré-diabetes, nos
diagnósticos diferenciais e nos escores de risco. Também foi destacada a diferença entre
diagnóstico clı́nico e classificação diagnóstica laboratorial, que é essencial para interpretar
corretamente o escopo da proposta.

Por fim, foram apresentados os fundamentos da teoria de conjuntos fuzzy, da lógica
fuzzy, dos sistemas de inferência fuzzy e dos modelos neuro-fuzzy adaptativos. Essa
base permite compreender por que a metodologia proposta utiliza regras interpretáveis
e funções de pertinência para representar, de forma gradual, categorias clı́nicas e nı́veis
de risco.



3 REVISÕES SISTEMÁTICAS

O presente capı́tulo tem como objetivo apresentar as revisões sistemáticas realizadas
durante a construção desta tese. Tais revisões foram utilizadas como base para o entendi-
mento do estado da arte acerca dos assuntos principais deste estudo, visando aprender o
que se tinha de tecnologia sendo utilizada e de que forma este estudo pode contribuir e,
ao mesmo tempo, se diferenciar, do que já está posto e validado no mercado.

Foram realizadas três revisões sistemática: a primeira com o objetivo de apresentar o
estado da arte associado ao processo de extração de informação de PDFs; a segunda, o es-
tado da arte associado aos sistemas baseados em regras fuzzy para predição e classificação;
e, por fim, a terceira, que buscava entender o estado da arte acerca da metodologia ANFIS
para predição e/ou classificação de doenças. A seguir, cada uma delas é apresentada de
forma detalhada, seguindo a mesma ideia de processo.

3.1 Revisão 01: Extração de Informação de PDFs

A metodologia utilizada para a realização da revisão sistemática seguiu o método
apresentado por [32] e está sumarizada no fluxograma apresentado pela Figura 4. A cada
evolução do processo apresentada no fluxograma, os artigos encontrados nas buscas vão
sendo retirados do escopo do estudo, a fim de que restem somente aqueles que melhor
atendem aos critérios pré-estabelecidos. A seguir, para cada uma das etapas chaves apre-
sentadas no fluxograma são discutidos em detalhes os critérios adotados.

3.1.1 Questões de Pesquisa

O primeiro passo para iniciar o processo de revisão sistemática consiste na definição
das questões de pesquisa que se deseja responder, ou seja, quais as questões que se deseja
que os artigos selecionados sejam capazes de responder. Tais questões são as responsáveis
por dar origem aos termos de busca e as combinações de palavras-chave utilizadas durante
as pesquisas nas bases de dados selecionadas.

Sendo assim, as questões de pesquisa que se deseja que os artigos selecionados sejam
capazes de responder são:
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Questões de Pesquisa

Termos de Busca

Termos
de Busca

Base de
Dados

Livros
ou

Capítulos
Artigos

Publicado
até 2018

Publicado
após 2018Ano Título

Não

Sim

Relevante

Resumo

Sim
Relevante

Introdução

NãoNão

SimRelevante

Figura 4: Fluxograma da metodologia da revisão teórica da Extração de Informação
Fonte: Autora.

• Questão 1: Quais os métodos usados para extração de documentos PDF?

• Questão 2: Quais os métodos usados para extração de informação de dados de
exames de sangue?

3.1.2 Termos de Busca

Os termos de busca foram definidos a partir das duas questões de pesquisa apre-
sentadas anteriormente. Ressalta-se que se optou por considerar somente os termos de
busca em inglês. Dessa forma, os termos de busca considerados para a construção das
combinações de palavras-chave foram:

• information extraction;

• PDF;

• blood.

A partir destes três termos de busca selecionados foram elaboradas as combinações
de palavras-chave que foram utilizadas na pesquisa sistemática nas bases de dados sele-
cionadas. A Tabela 2 apresenta para cada Ordem de Pesquisa (OP), as combinações de
palavras-chave utilizadas.

3.1.3 Bases utilizadas

Para realizar uma pesquisa completa e mais robusta, diferentes bibliotecas digitais
foram consideradas. Precisamente, as bases consideradas foram:
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Tabela 2: Combinações de palavras-chave utilizadas para revisão sistemática de extração
de informação.

OP Combinação
1 “information extraction’’
2 “information extraction” and “PDF”
3 “information extraction” and “blood”
4 “information extraction” and “PDF” and “blood”

Fonte: Autora.

• Web of Science1;

• PubMed2;

• Scopus3;

3.1.4 Critérios de Exclusão/Inclusão

Os Critérios de Exclusão (CE) são definidos como aspectos do estudo que preenchem
os Critérios de Inclusão (CI), mas apresentam caracterı́sticas adicionais, que poderiam
interferir no sucesso da pesquisa ou aumentar o risco de obter informações desnecessárias
para o estudo. Os CEs considerados foram:

• CE 1: Artigos publicados antes de 2018;

• CE 2: Livros e capı́tulos de livros;

• CE 3: Trabalhos que não sejam no idioma português ou inglês;

• CE 4: Trabalhos que não estejam totalmente publicados. Ex. drafts;

Por outro lado, os CIs são definidos como as caracterı́sticas chave da população ou
pesquisa que está sendo realizada. Os CIs são utilizados para responder às questões de
pesquisa e são apresentados a seguir:

• CI 1 - Tı́tulo: Artigos que possuem extração de informação no tı́tulo;

• CI 2 - Resumo: Artigos que abordem no resumo o assunto de extração de
informação em arquivos PDF;

• CI 3 - Introdução: Artigos que destaquem na introdução que o objetivo do trabalho
consiste no processo de extração de informação de arquivos PDF de exames de
sangue.

1https://www-webofscience.ez40.periodicos.capes.gov.br/wos/woscc/basic-search
2https://www-ncbi-nlm-nih.ez40.periodicos.capes.gov.br/pmc/
3https://www-scopus.ez40.periodicos.capes.gov.br/search/form.uri?display=basic#basic
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3.1.5 Selecionando Trabalhos

Nesta subseção são apresentados os dados relacionados aos CEs e CIs, bem como a
quantidade de artigos que foram sendo retornados a partir da aplicação de cada um dos
critérios elencados anteriormente.

Inicialmente, a pesquisa foi realizada considerando cada uma das combinações de
palavra-chave destacadas anteriormente, para cada uma das bases selecionadas, sem con-
siderar, no primeiro momento, nenhum CE. Na Tabela 3 são retornados para cada uma
das OPs o total de artigos. Por linha são consideradas as bibliotecas digitais e por colunas
as etapas do processo de revisão (ver Figura 4).

O próximo passo consiste na aplicação do CE relacionado ao ano de publicação dos
resultados retornados. Para este caso, portanto, foram considerados apenas os resultados
publicados de 2018 até o presente momento. Tal CE fez com que o total de resultados
retornados fosse menor, como mostra a coluna “CE 1” Tabela 3.

Os próximos passos consistiram na aplicação dos outros CEs. A coluna “CE 2” da
Tabela 3 apresenta os resultados após a exclusão dos livros e capı́tulos de livros, enquanto
a coluna “CE 3” apresenta os resultados após a exclusão dos trabalhos que não estejam
escritos em português ou inglês. Por fim, a “CE 4” da Tabela 3 apresenta os resultados
dos artigos que não estavam completamente publicados.

Em resumo, a Tabela 3 apresenta para cada uma das fontes bibliográficas o total de
artigos retornados para cada OP, bem como o total de artigos retornados por base de
dados. Além disso, através da Tabela 3 pode-se observar que a cada CE aplicado o total
de artigos retornados, não só por OP, mas também por fonte bibliográfica, diminuiu.

Analisando-se a Tabela 3 pode-ser observar que a biblioteca PubMed foi a que retor-
nou um menor número de artigos considerando todas as OPs. Por outro lado, a Scopus foi
a biblioteca que retornou o maior número de resultados. Além disso, a OP que retornou
mais artigos foi a OP1, que considerava a relação de information extraction.

Realizada a etapa de aplicação dos CEs, o próximo passo consiste na aplicação dos
CIs. Porém, antes de se iniciar tal processo, optou-se por desconsiderar os resultados
retornados a partir da OP1, uma vez que a pesquisa realizada foi muito ampla, retornando
um total muito grande de resultados.

O primeiro passo para a aplicação dos CIs consiste na avaliação inicial do tı́tulo de
todos os trabalhos pré-selecionados. Caso o tı́tulo não atenda aos critérios estabelecidos, o
artigo é rejeitado, caso atenda, avança para a próxima análise. Após a verificação do tı́tulo
dos 203 artigos que haviam restado, restaram um total de 72 artigos. Vale ressaltar que
nesse momento ainda não estavam sendo analisados se o mesmo artigo estava aparecendo
em mais de uma combinação ou em mais de uma base de dados.

O próximo passo consiste na análise do resumo e a ideia era semelhante a do tı́tulo,
caso o resumo não apresentasse as informações desejadas o trabalho era descartado. Neste
caso, dos 72 artigos restaram 56 após a aplicação do CI2. Por fim, avaliava-se a introdução
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do trabalho, a fim de filtrar ainda mais os artigos e, após a aplicação do CI3, restaram 26
artigos. Após a aplicação de todos os critérios de inclusão foram analisados os tı́tulos do
trabalho a fim de verificar se dos 26 artigos que haviam restado algum estava aparecendo
em mais de uma OP ou base de dados. Após tal análise, o total de artigos selecionados
foi igual a 21, cujas informações de tı́tulo, autores e ano de publicação são apresentadas
nas Tabelas 4 e 5. Além disso, a tabela apresenta o número de citações considerando o
Google Scholar e em qual OP cada um dos trabalhos foi encontrado.

3.1.6 Trabalhos Selecionados

Os 21 artigos selecionados foram estudados com o intuito de entender o estado da arte
atual relacionado ao processo de extração de informação de arquivos PDFs, mas também
com o intuito de encontrar quais os softwares que estão sendo mais utilizados no que
tange ao processo de gerenciamento de documentos.

A partir do estudo mais especı́fico destes artigos selecionados um novo artigo aca-
bou sendo encontrado. O trabalho apresentado por [54], além de complementar o estado
da arte do processo de extração, ainda destacada que os softwares mais populares no
que tange ao gerenciamento de documentos são Amazon Textract, Microsoft Azure Form

Recognizer e Google Document AI. Por fim, o estudo ainda apresenta de maneira mais
especı́fica o software da Microsoft, o que acabou sendo bastante proveitoso do ponto de
vista deste estudo.

O estudo apresentado por [54] aponta que a melhor opção para o gerenciamento de
documentos em texto está na utilização do OCR. Neste estudo são realizados diferentes
testes utilizando o Azure Form Recognizer da Microsoft e para todos eles os resultados
foram extremamente satisfatórios. Por isso, o estudo aponta que o Azure Form Recogni-

zer é o software mais confiável no que tange ao processo de gerenciamento de texto em
documentos, chegando a um percentual superior a 94,21% de resposta.

As indústrias armazenam diversos tipos de dados em formatos estruturados e não es-
truturados. Tais dados são coletados ao longo de muito anos, fazendo com que se tenha
um grande volume de dados acumulados. Além do grande volume de dados, estes dados
são oriundos de diversas fontes e por isso são apresentados de diferentes maneiras. Dessa
forma, lidar com tais dados acaba por se tornar uma tarefa trabalhosa e custosa para a em-
presa, mas extremamente necessária, uma vez que tais dados são importantı́ssimos para o
acompanhamento e monitoramento dos serviços das empresas [55].

Sendo assim, o estudo apresentado por [55], visa propor uma abordagem econômica
nativa da nuvem a partir da utilização de banco de dados para resolver uma série de
problemas, alguns deles destacados anteriormente. Para isso, diversos itens foram tratados
no estudo, sendo um deles o processo de extração de dados de forma automática ao invés
da utilização de uma equipe de funcionários para realizar tal tarefa. Para realizar tal
tarefa de extração o estudo optou pela utilização da tecnologia disponı́vel pela Microsoft,



62
Tabela

4:Inform
ações

básicas
dos

artigos
selecionados

R
eferência

T
ı́tulo

A
utores

A
no

Totalde
C

itações
O

P

[33]
A

Sem
i-autom

atic
D

ata
E

xtraction
System

for
H

eterogeneous
D

ata
Sources:

A
C

ase
Study

from
C

otton
Industry

A
rnab

G
.C

how
dhury,N

ils
Schut,M

artin
A

tzm
uelle

2021
2

2

[34]
A

H
ybrid

Inform
ation

E
xtraction

A
pproach

using
Transfer

Learning
on

R
ichly-Structured

D
ocum

ents

A
rnab

G
hosh

C
how

dhury,
N

ils
Schut,M

artin
A

tzm
ueller

2021
0

2

[35]
A

N
ew

A
nnotation

M
ethod

and
D

atasetfor
Layout

A
nalysis

ofLong
D

ocum
ents

A
m

an
A

huja,K
evin

D
inh,

B
rian

D
inh,W

illiam
A

.
Ingram

,E
dw

ard
A

.Fox
2023

1
2

[36]
A

R
TIFAC

T:A
rchitecture

for
Autom

ated
G

eneration
ofD

istributed
Inform

ation
E

xtraction
P

ipelines

M
ichaelSildatke,H

endrik
K

arw
anni,B

odo
K

raft,
A

lbertZ
ündorf

2022
0

2

[37]
A

rule-based
inform

ation
extraction

approach
for

extracting
m

etadata
from

P
D

F
books

A
brarA

lam
oudi,A

m
al

A
lom

ari,Sarah
A

lw
arthan,

A
tta-ur-R

ahm
an

2021
14

2

[38]
C

yberP
D

F
:Sm

artand
Secure

C
oordinate-based

Autom
ated

H
ealth

P
D

F
D

ata
B

atch
E

xtraction

R
eza

M
.Parizi,L

iang
G

uo,
Y

ao
B

ian,A
liD

ehghantanha,
A

m
in

A
zm

oodeh,
K

im
-K

w
ang

R
.C

hoo

2018
6

2

[39]
E

xtracting
Sem

antic
R

elations
for

Scholarly
K

now
ledge

B
ase

C
onstruction

R
abah

A
.A

l-Z
aidy,C

.L
ee

G
iles

2018
22

2

[40]
E

xtracting
ToC

and
M

etadata
from

P
D

F
B

ooks:
A

R
ule-B

ased
A

pproach

H
uda

A
lgham

di,W
aad

D
aw

w
as,Taghreed

H
.

A
lm

utairi,A
tta-U

r-R
ahm

an
2022

1
2

[41]
Inform

ation
extraction

from
scanned

invoice
im

ages
using

textanalysis
and

layoutfeatures
H

.T.H
a,A

.H
orák

2022
3

2

[42]
Inform

ation
E

xtraction
from

Visually
R

ich
D

ocum
ents

w
ith

FontStyle
E

m
beddings

Ism
ailO

ussaid,W
illiam

V
anhuffel,Pirashanth

R
atnam

ogan,M
ham

ed
H

ajaiejm
,A

lexis
M

athey,
T

hom
as

G
illes

2022
0

2

Fonte:A
utora.



63

Ta
be

la
5:

In
fo

rm
aç
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conhecida como Azure Form Recognizer e concluı́ que tal ferramenta apresentou uma
qualidade satisfatória no processo de extração de dados.

3.2 Revisão 02: Sistemas baseados em regras Fuzzy para predição e
classificação

A metodologia utilizada para a realização da revisão sistemática, assim como apre-
sentado na revisão anterior, seguiu o método apresentado por [32] e está sumarizada no
fluxograma apresentado pela Figura 5. A seguir, para cada uma das etapas chaves apre-
sentadas no fluxograma, serão discutidos em detalhes os critérios adotados.

Questões de Pesquisa

Termos de Busca

Termos
de Busca

Base de
Dados

Livros
ou

Capítulos
Artigos

Publicado
até 2017

Publicado
após 2017Ano Título

Não

Sim

Relevante

Resumo

Sim
Relevante

Introdução
Conclusão

NãoNão

SimRelevante

Figura 5: Fluxograma da metodologia da revisão teórica dos sistemas Fuzzy
Fonte: Autora.

3.2.1 Questões de Pesquisa

As questões de pesquisa que se deseja que os artigos selecionados sejam capazes de
responder são:

• Questão 1: Quais os métodos preditivos utilizados para ajustar modelos sobre di-
ferentes variáveis de exames laboratoriais sanguı́neos?

• Questão 2: Quais os métodos de classificação utilizados para ajustar modelos sobre
diferentes variáveis de exames laboratoriais sanguı́neos?

• Questão 3: Quais os métodos preditivos utilizados para ajustar modelos sobre di-
ferentes bases de dados de saúde?
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• Questão 4: Quais os métodos de classificação utilizados para ajustar modelos sobre
diferentes bases de dados de saúde?

Ressalta-se que, para cada uma das pesquisas realizadas, também foram analisados
sistemas baseados em regras fuzzy relacionados aos métodos preditivos, pois a ideia do
trabalho consiste em utilizar sistemas fuzzy para prever anomalias, principalmente relaci-
onado a diabetes, com base em informações extraı́das de exames de sangue.

3.2.2 Termos de Busca

Os termos de busca foram definidos a partir das quatro questões de pesquisa apre-
sentadas anteriormente. Destaca-se o fato de que, assim como na revisão apresentada
anteriormente, se optou por considerar os termos de busca somente em inglês, uma vez
que se entende que se trata da lı́ngua mais utilizada na escrita de artigos para os eventos e
congressos mais importantes.

Os termos de busca considerados para a construção das combinações de palavras-
chave foram:

• blood test;

• health database;

• classification;

• prediction;

• Fuzzy.

A partir destes termos de busca selecionados foram elaboradas algumas combinações
de palavras-chave que foram utilizadas na pesquisa sistemática nas bases de dados sele-
cionadas. A Tabela 6 apresenta a relação da OP com as combinações de palavras-chave
utilizadas.

Tabela 6: Combinações de palavras-chave utilizadas para revisão sistemática de sistemas
fuzzy

OP Combinação
1 “blood test” and “prediction”
2 “blood test” and “classification”
3 “blood test” and “prediction” and “fuzzy”
4 “blood test” and “classification” and “fuzzy”
5 “health database” and “prediction”
6 “health database” and “classification”
7 “health database” and “prediction” and “fuzzy”
8 “health database” and “classification” and “fuzzy”

Fonte: Autora.
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3.2.3 Bases utilizadas

Para essa revisão sistemática as bases consideradas foram:

• IEEE Xplore4;

• ACM Digital Library5;

• Scopus6;

• SpringerLink7.

3.2.4 Critérios de Exclusão/Inclusão

Os CEs considerados para esta revisão sistemática foram:

• CE 1: Artigos publicados antes de 2017;

• CE 2: Livros e capı́tulos de livros;

• CE 3: Trabalhos que não sejam no idioma português ou inglês;

• CE 4: Trabalhos que não estejam totalmente publicados. Ex. drafts;

• CE 5: Artigos retornados nas combinações que não envolviam sistemas fuzzy.

Por outro lado, os CIs utilizados para responder às questões de pesquisa são:

• CI 1 - Tı́tulo: Artigos que tratam sobre machine learning com diabetes ou ainda
predição ou classificação utilizando fuzzy para diabetes;

• CI 2 - Resumo: Artigos que explicam sobre a utilização de sistemas fuzzy na
predição de dados de exames de sangue? ou que explicam sobre a utilização de
sistemas fuzzy na classificação de dados de exames de sangue? ou que descrevem
métodos de predição ou classificação de dados de exames de sangue? ou que apre-
sentam predição ou classificação em base de dados de exames de sangue?

• CI 3 - Introdução e Conclusão: Os objetivos estão claramente definidos? ou os
métodos de predição ou classificação estão claramente definidos? o estudo apre-
senta a ideia de utilização de fuzzy na predição ou classificação de exames de san-
gue? o estudo apresenta a base de dados de exame de sangue utilizada?

4https://ieeexplore-ieee-org.ez40.periodicos.capes.gov.br/Xplore/guesthome.jsp
5https://dl-acm-org.ez40.periodicos.capes.gov.br/
6https://www-scopus.ez40.periodicos.capes.gov.br/search/form.uri?display=basic#basic
7https://link-springer-com.ez40.periodicos.capes.gov.br/
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3.2.5 Selecionando Trabalhos

Nesta subseção são apresentados os dados relacionados aos CEs e CIs, bem como a
quantidade de artigos que foram sendo retornados a partir da aplicação de cada um dos
critérios elencados anteriormente.

O primeiro passo consiste na realização da pesquisa de cada uma das combinações de
palavra-chave destacadas anteriormente em cada uma das bases selecionadas, sem consi-
derar, no primeiro momento, nenhum CE. Na Tabela 7 são retornados, para cada uma das
OPs, o total de artigos. Por linha são consideradas as bibliotecas digitais e por colunas as
etapas do processo de revisão (ver Figura 5).

Em seguida, optou-se pela aplicação do CE relacionado ao ano de publicação dos
resultados retornados. Para este caso, portanto, foram considerados apenas os resultados
publicados de 2017 até o presente momento. Tal CE fez com que o total de resultados
retornados fosse menor, como mostra a coluna “CE 1” Tabela 7.

Os próximos passos consistiram na aplicação dos outros CEs. A coluna “CE 2 e 4”
da Tabela 7 apresenta os resultados após a exclusão dos livros e capı́tulos de livros e
também dos artigos que não estavam completamente publicados, enquanto a coluna “CE
3” da Tabela 7 apresenta os resultados após a aplicação do CE referente ao idioma de
publicação do artigo.

Em resumo, a Tabela 7 apresenta para cada uma das fontes bibliográficas o total de
artigos retornados para cada OP, bem como o total de artigos retornados por base de
dados. Além disso, através da Tabela 7 pode-se observar que a cada CE aplicado o total
de artigos retornados, não só por OP, mas também por fonte bibliográfica, diminuı́a.

Após avaliar os resultados retornados, verificou-se que um número muito grande de
resultados havia sido retornado em combinações de palavras que não englobavam a pala-
vra ”fuzzy”. Dessa forma, optou-se por retirar tais combinações da análise, uma vez que o
maior foco deste trabalho consiste em encontrar trabalhos que utilizassem sistemas fuzzy

no processo de predição ou classificação de problemas de saúde. Com isso, ao invés de 8
OPs, se passou a considerar somente 4, como mostra a Tabela 8.

Analisando-se a Tabela 8, pode-ser observar que a biblioteca IEEE Xplore foi a que
retornou um menor número de artigos considerando todas as OPs. Por outro lado, a
SpringerLink foi a biblioteca que retornou o maior número de resultados. Além disso,
a OP que retornou mais artigos foi a 4, que considerava a relação de “blood test” and

“classification” and “fuzzy” .

Após a etapa de aplicação de todos os CEs elencados anteriormente, o próximo passo
consiste na aplicação dos CIs. Neste caso, são avaliados, inicialmente, o tı́tulo de todos
os trabalhos pré-selecionados. Caso o tı́tulo não atendesse aos critérios estabelecidos, o
artigo era rejeitado, caso atendesse, avançava para a próxima análise. Após a verificação
do tı́tulo dos 314 artigos que haviam restado, restaram 124 artigos. Vale ressaltar que
nesse momento ainda não estavam sendo analisados se o mesmo artigo estava aparecendo



68

Tabela
7:Totalde

artigos
retornados

para
cada

um
dos

passos
descritos

FontesB
ibliográficas
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Tabela 8: Total de artigos selecionados a partir da aplicação de todos os critérios de
exclusão

OP IEEE Xplore SpringerLink Scopus ACM Dig. Lib. Total
3 2 123 6 7 138
4 1 143 2 8 154
7 0 9 0 0 9
8 0 13 0 0 13

Total 3 288 8 15 314
Fonte: Autora.

em mais de uma combinação ou em mais de uma base de dados.

O próximo passo consistia na análise do resumo e a ideia era semelhante a do tı́tulo,
caso o resumo não apresentasse as informações desejadas o trabalho era descartado, caso
contrário, se avaliava a introdução e a conclusão do trabalho. Após a aplicação de todos
os CIs o total de artigos selecionados foi igual a 6, cujas informações de tı́tulo, autores e
ano de publicação são apresentadas na Tabela 9.

A seguir, os 6 artigos selecionados são discutidos, resumidamente, usando como nor-
teador cada uma das questões de pesquisa consideradas. Cabe destacar ainda que um
trabalho pode responder uma ou mais questões.

Porém, antes de iniciar a análise individual de cada um dos seis artigos selecionados
optou-se por criar uma nuvem de palavras a partir destes artigos. A nuvem foi gerada
considerando o texto completo de todos os artigos, ou seja, foram consideradas todas as
seções de cada um e não apenas alguma seção especı́fica como é feito em alguns casos.
O objetivo da criação de uma nuvem de palavras consiste em observar quais palavras
aparecem com maior frequência. Sendo assim, a ideia é observar quais os termos que
mais apareceram em todos os artigos para que se possa observar se tais termos fazem ou
não parte do escopo do estudo.

Para a construção da nuvem apresentada pela Figura 6 foram consideradas as pala-
vras/termos que apareceram mais de cinquenta vezes, a fim de não deixar a nuvem tão
poluı́da e permanecer somente com os termos que realmente se destacaram.
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Figura 6: Nuvem de palavras montada a partir dos seis artigos selecionados
Fonte: Autora.

3.2.6 Trabalhos Selecionados

Diferente do que aconteceu no capı́tulo anterior, onde foi realizada apenas uma abor-
dagem geral sobre os trabalhos, nesta revisão sistemática optou-se por apresentar de forma
individual cada um dos trabalhos selecionados. Isto se deve ao fato que a descrição das
metodologias/ferramentas utilizadas no processo de predição e classificação de doenças
é extremamente importante, não só para a correta compreensão do estado da arte, mas
também para auxiliar no processo de encontrar qual metodologia melhor se encaixa no
estudo que está sendo desenvolvido neste trabalho.

3.2.6.1 Adaptive Neuro-Fuzzy Inference System (ANFIS) for rapid diagnosis of COVID-

19 cases based on routine blood tests

O estudo apresentado por [58] tem como objetivo utilizar um ANFIS para detectar
rapidamente casos de COVID-19 a partir de exames laboratoriais comumente disponı́veis.
Além disso, o estudo também apresenta a identificação das variáveis clı́nicas que mais
influenciaram na decisão. Dessa forma, este estudo responde a questão de pesquisa 1,
visto que utiliza da metodologia fuzzy para predizer, a partir de exames de sangue, se o
paciente esta ou não com COVID-19.

O Neuro-Fuzzy Inference System (NFIS) surge da combinação do fuzzy logic system

(FLS) e das Redes Neurais Artificiais (RNA), tal combinação propicia a produção de
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resultados significativos no que tange a detecção de casos de COVID-19. Este estudo
apresenta uma metodologia chamada de sistemas de inferência fuzzy baseados em re-
des adaptáveis (ANFIS) que é utilizada para desvendar problemas de reconhecimento de
parâmetros.

ANFIS consiste em uma representação para a rede gráfica do sistema de inferência
fuzzy do tipo Takagi-Sugeno que possui as habilidades de aprendizado neural. A arquite-
tura do ANFIS é apresentado pela Figura 7, onde os nós fixos são representados pelos nós
circulares, enquanto os nós que possuem parâmetros a serem aprendidos são representa-
dos pelos nós quadrados.

Figura 7: Arquitetura ANFIS
Fonte: [58]

Pode-se observar que a arquitetura possui 5 camadas (layers) como mostra a figura,
são elas:

• Camada 1: Conhecida como camada de fuzzificação, a saı́da desta camada são os
graus de pertinência das entradas, baseado na premissa de cada regra;

• Camada 2: A camada das regras, como é chamada, consiste na camada onde
calcula-se o grau de pertinência ao qual é submetido o consequente de cada regra;

• Camada 3: Esta camada realiza a normalização dos graus de ativação das regras.
Cada nó desta camada executa a função normalização, a qual é utilizada como um
pré-processamento para a defuzzificação;

• Camada 4: Nesta camada, a saı́da de cada neurônio é calculada pelo produto da
saı́da normalizada da camada anterior e o grau de ativação do consequente;

• Camada 5: O nó nesta camada calcula a saı́da total como o número de todos os
sinais de entrada.

Dessa forma, seguindo a arquitetura apresentada, no estudo é definido um método de
aprendizado de máquina como uma abordagem computacional para a detecção rápida de
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pacientes com COVID-19 que aprende com um conjunto predefinido de recursos e passa
por várias etapas diferentes. Tais etapas, apresentadas pela Figura 8, são: (1) Preparação
do conjunto de dados; (2) Seleção de recursos; (3) Classificação e (4) Interpretação das
previsões do modelo.

Conjunto de dados brutos para testes de laboratório (39 variáveis)

Filtrar conjunto de dados

Divisão do conjunto de dados (conjunto de treinamento e teste)

Variáveis importantes selecionadas

Análise e visualização da distribuição de um conjunto de dados

Desenvolvimento do Classificador ANFIS

Treino e teste o classificador ANFIS

Avaliação do classificador ANFIS

Calcular Valores Shapely

Explicar a previsão do modelo ANFIS usando os valores SHAP

Gráficos de 
resumo e 

gráficos de 
barras

Gráficos de 
força SHAP

Gráficos de 
dependência

Preparação do 
conjunto de 

dados

Classificações

Interpretando 
as previsões 
do modelo

Seleção e 
análise de 
recursos

- Remover 
Recursos com 

> 20% de 
valores nulos

- Remover 
dados atípicos

Figura 8: Etapas gerais da abordagem proposta
Fonte: Traduzido de [58]

O classificador do modelo ANFIS apresentava capacidade de discriminar pacientes
positivos e negativos para COVID-19 com taxas de precisão de 95%, sensibilidade de
75% e especificidade de 97,25%.

Os resultados revelaram que pacientes com baixas contagens de leucócitos e plaquetas
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são mais propensos a serem infectados pela COVID-19 do que pacientes que apresenta-
vam valores mais altos. Sendo assim, o estudo concluiu que as contagens de leucócitos
e plaquetas são capazes de atuar como indicadores relevantes e significativos para o di-
agnóstico de pacientes com COVID-19.

3.2.6.2 Diabetes Prediction Recommender System based on Artificial Neural Networks

and Sine-Cosine Optimization Algorithm

Segundo o estudo apresentado por [36], a diabetes além de se tratar de uma das
doenças mais comuns no mundo, ainda não possui cura. O fasting blood sugar (FBS)
é um dos indicadores mais importantes de diabetes, porém a realização do seu teste não
é viável para o público e requer preparativos antes da realização. Dessa forma, encon-
trar estratégias que possam auxiliar no monitoramento desse indicador acabam por ser
extremamente importantes para o controle e previsão da diabetes.

Pensando na importância de se encontrar soluções para controlar e até mesmo prever a
diabetes foi que este estudo extraio um conjunto de dados de testes de pacientes diabéticos
e fez uso de um algoritmo de otimização seno-cosseno para seleção de recursos e de redes
neurais para prever o açúcar no sangue em jejum a fim de prevenir efeitos colaterais do
diabetes.

No modelo proposto pelo estudo, o conjunto de dados é selecionado com todos os seus
recursos extraı́dos para selecionar os melhores recursos usando o algoritmo de otimização
seno-cosseno e o algoritmo KNN (K-nearest neighbors) como seleção de recursos do
wrapper, apresentado pela Figura 9.

Figura 9: Modelo wrapper usando algoritmo de otimização seno-cosseno e método KNN.
Fonte: Adaptada de [36]

Neste estudo, três modelos NN com diferentes treinamentos foram utilizados. No
treinamento com supervisão foi utilizada a rede neural perceptron multicamadas (PMC)
[60], enquanto que no treinamento sem supervisão foram utilizados o self-organized maps

(SOM) [61] e a radial-basis function (RBF) [62].

Em resumo, a partir do estudo desenvolvido, tenta-se dar um pequeno passo em
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direção a uma melhor condição aos pacientes, para que se possa de alguma forma di-
agnosticar a doença a tempo, a fim de evitar seus efeitos colaterais, incluindo doenças
oculares, doenças vasculares e etc. Os resultados do estudo comparados com outras pes-
quisas na previsão de diabetes sugerem que a rede neural proposta foi capaz de prever
com precisão o nı́vel de glicose no sangue em jejum a fim de predizer a diabetes.

O presente estudo foi um dos que melhor respondeu as questões de pesquisa, sendo
capaz de responder as quatro questões de forma simultânea, uma vez que ele trata de um
modelo de predição de diabetes, doença foco do trabalho que se pretende realizar, apesar
de não utilizar lógica fuzzy, mas apresentou outras metodologias de predição.

3.2.6.3 Liver Disease Prediction Using Machine Learning Algorithms

O figado trata-se de uma das partes mais importantes do corpo humano, por isso en-
contrar metodologias que possam vir a monitorar e até controlar variáveis associadas ao
seu funcionamento são extremamente importantes no combate de doenças [1]. O fı́gado
pode ser facilmente afetado, seja pela ingestão constante de álcool, seja pelos hábitos
alimentares. Porém, a identificação das doenças relacionadas ao fı́gado não acontece de
maneira rápida e prática, uma vez que essa identificação se da através da análise de re-
latório de exames de sangue de função hepática e/ou pela análise de varredura, o que
acaba por tornar o processo mais longo e também mais caro.

Sendo assim, buscar metodologias que possam vir a reduzir o tempo de identificação
e também o custo são importantes para o combate de doenças perigosas relacionadas ao
fı́gado. Pensando nisso, o presente estudo visa utilizar diferentes algoritmos de mineração
de dados para facilitar tais processos, diminuindo assim o tempo de diagnóstico de
doenças hepáticas.

Dessa forma, o principal objetivo deste trabalho consiste em encontrar qual o al-
goritmo, entre: o KNN, DT (decision tree) e ANFIS; mais adequado para predição de
doenças hepáticas com base nos fatores de exatidão, sensibilidade, especificidade e pre-
cisão. O diagrama apresentado pela Figura 10 apresenta o fluxo de trabalho de todo o
modelo proposto neste estudo.
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Figura 10: Fluxo de trabalho do modelo proposto por [1].
Fonte: Adaptada de [1]

Após a avaliação do desempenho dos três classificadores considerados pode-se con-
cluir que o classificador ANFIS foi quem alcançou a maior exatidão (98%), a maior pre-
cisão (100%), a maior sensibilidade (97,4%) e maior especificidade (100%), como mostra
a Tabela 10.

Tabela 10: Desempenho de cada algoritmo em relação as métricas propostas

Algoritmo Exatidão Sensibilidade Especificidade Precisão
KNN 66,6 76,61 42 76,62
DT 89,09 - - -

ANFIS 98 97,4 100 100
Fonte: [1]

Portanto, pode-se concluir após as análises, que o algoritmo ANFIS foi o que apre-
sentou maior eficácia na predição de doenças hepáticas. Juntamente com o estudo apre-
sentado anteriormente, este trabalho foi classificado como um dos que melhor respondeu
as questões de pesquisa elencadas.
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3.2.6.4 Prediction os Diabetes and Clustering based on its levels using Fuzzy C Means

Algorithm

O estudo apresentado por [59] tem como principal objetivo analisar os nı́veis de di-
abetes e agrupá-los usando o algoritmo FCM (Fuzzy C Means). Dessa forma, a ideia
consiste em detectar os nı́veis de diabetes e classificar os pacientes de acordo com estes
nı́veis (não diabéticos, pré-diabéticos ou diabéticos).

A Figura 11 apresenta o modelo de estrutura utilizada para a predição de diabetes e
agrupamento dos pacientes nos três nı́veis. Para realizar tal agrupamento o estudo utiliza
o nı́vel de glicose oriundo dos exames de sangue dos pacientes para realizar tal divisão. A
comparação do nı́vel de glicose no sangue foi realizada seguindo os dados apresentados
pela Tabela 11.

Figura 11: Modelo de estrutura proposto.
Fonte: Adaptada de [59]

Tabela 11: Tabela de glicose no sangue

Mg/DL Jejum Depois de comer 2-3 horas depois de comer
Normal 80-100 170-200 120-140

Glicose prejudicada 101-125 190-230 140-160

Diabético 126+ 220-300 200+
Fonte: [63]

Sendo assim, concluı́-se que este estudo apresenta de forma clara como prever os
nı́veis de diabetes. Além disso, o estudo mostra como agrupar o conjunto de dados através
da utilização do algoritmo FCM a fim de prever os pacientes que apresentam diabetes.

Assim como os dois últimos trabalhos, este estudo também foi considerado um dos
três que melhor responderam as questões de pesquisa, uma vez que ele responde todos
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os itens da questão de pesquisa 2, pois a partir de dados de exames de sangue, utilizando
fuzzy, realiza a classificação dos pacientes de acordo com o nı́vel de diabetes.

3.2.6.5 An ANFIS-PSO Algorithm for Predicting four grades of Non-Alcoholic fatty li-

ver disease

O estudo apresentado por [64], assim como o apresentado anteriormente em [1],
aborda a importância de se estudar metodologias que possam vir a auxiliar no diagnóstico
e tratamento de doenças crônicas, principalmente aquelas relacionadas ao fı́gado.

O estudo foi implementado em duas etapas: na primeira delas, o conjunto de dados
foi utilizado para extrair um conjunto de regras a fim de prever o resultado em clusters

de paciente ou não paciente; já na segunda etapa, o modelo extraiu as regras e classificou
os dados em quatro grupos com base nos graus de doença hepática e sua gravidade. Para
realizar tais análises e classificações foram utilizadas as informações somente dos exames
de sangue ao invés de utilizar imagens de ultrassom.

O sistema de inferência neurofuzzy adaptativo, apresentado anteriormente no trabalho
de [58], também foi utilizado nesse estudo. Porém, este modelo foi integrado ao método
de particle swarm optimization (PSO) a fim de melhorar a precisão e diminuir os erros.
O algoritmo PSO consiste em um método de otimização que visa melhorar o resultado
final da estrutura baseada em fatores definidos. Dessa forma, com a integração dos dois
modelos, o estudo fez uso do que chamou de Modelo ANFIS-PSO, tendo como grande
desafio encontrar os valores exatos para os parâmetros a fim de que se conseguisse obter
um melhor desempenho quando comparado com o modelo ANFIS.

O conjunto de dados coletado contou com a ajuda de um conjunto de especialistas em
fı́gado, que selecionaram 7 caracterı́sticas principais que afetam o diagnóstico da doença
hepática e sua gravidade, são elas:

• Peso;

• TGO;

• TGP;

• Fosfotase Alcalina (ALP);

• FBS;

• Plaquetas;

• Colesterol.

Com base em tais caracterı́sticas, primeiramente, o conjunto de dados foi dividido em
2 grupos: saudáveis (100) e pacientes (300). Em seguida, o estudo caracterizou os dados
com base nos graus de distúrbios hepáticos, incluindo: grau 1, grau 2 e grau 3.
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A fim de verificar se o desempenho do modelo ANFIS-PSO foi superior ao desem-
penho do modelo ANFIS foi utilizada a medida Root Mean Squared Error (RMSE). A
Tabela 12 apresenta os resultados obtidos para os dois tipos de classificação: paciente ou
saudável e graus de doença hepática.

Tabela 12: Tabela comparativa entre ANFIS e ANFIS-PSO a partir da métrica RMSE

Algoritmo ANFIS ANFIS-PSO
Paciente ou Saudável 0,3054 0,15441

Graus de Doença Hepática 0,5048 0,3712
Fonte: [64]

Por fim, pode-se concluir que o modelo ANFIS-PSO apresentou resultado melhores
no que tange as classificações realizadas. Destaca-se ainda o fato do estudo ter respondido
de forma satisfatória as questões de pesquisa 1 e 2, uma vez que ele trabalha com a um
sistema de predição de exames laboratoriais.

3.2.6.6 Medicine recommendation system for diabetes using prior medical knowledge

Aplicativos de recomendação estão sendo desenvolvidos e/ou aperfeiçoados com o
objetivo de ajudar pacientes e médicos. Através destes aplicativos se tem a ideia de que
se possa melhorar os serviços ofertados, reduzindo erros e economizando tempo [57].

Problemas como prescrição errada de medicamentos acabam por acarretar em um
número significativo de mortes, o que acaba por fazer com que se busque alternati-
vas que possam minimizar tais erros. Além disso, quando o assunto está relacionado
a recomendação de medicamentos para diabetes, os problemas também são sérios e po-
dem acarretar em problemas graves. Por isso, considerando as dificuldades elencadas, o
estudo apresentado por [57] visa propor um novo método de recomendação de medica-
mentos para diabetes, denominado DIMERS, que integra conhecimentos médicos prévios
ou totais com o modelo BiLSTM (Bidirectional short-term memory)).

O DIMERS consiste em dois módulos: Módulo de Recomendação e Knowledge repre-

sentation module (KRM). Sendo assim, o sistema proposto funciona da seguinte forma:
primeiramente, o módulo de representação de conhecimento extrai caracterı́sticas do co-
nhecimento médico prévio (por exemplo, banco de medicamentos e CID 10), em seguida,
os prontuários dos pacientes e a matriz de rotulagem são conectadas como entrada do
bloco ponderado. Depois disso, um atalho entre o peso que é saı́da do bloco e o registro
do paciente são gerados como recursos. Por fim, o módulo de recomendação incorpora os
recursos mencionados nas redes BiLSTM para recomendar os medicamentos apropriados
para pacientes diabéticos.

O estudo apresenta um comparativo entre o DIMERS e outros modelos de
recomendação de medicamentos que não consideram o conhecimento médico prévio, des-
tacando o fato de que o modelo apresentado no estudo apresenta resultados ainda mais
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satisfatórios do que se esperava no que tange a recomendação de medicamentos para dia-
betes.

3.2.6.7 Considerações sobre os trabalhos estudados

Após a análise de todos os trabalhos selecionados, destaca-se o fato de que as
questões que melhor foram respondidas estão relacionadas as metodologias de predição e
classificação utilizadas na área da saúde. Em resumo, pode-se concluir que dos 6 artigos
selecionados: 4 deles responderam a questão de pesquisa 1, 5 a questão 2, 1 a questão 3 e
2 a questão 4.

3.3 Revisão 03: Metodologia ANFIS para predição e/ou classificação
de doenças

A metodologia utilizada, assim como nas revisões sistemáticas anteriores, foi baseada
no método apresentado por [32] e está sumarizada no fluxograma apresentado pela Figura
12. Neste fluxograma, os artigos vão sendo excluı́dos a medida que o processo vai evo-
luindo, a fim de que ao final restem somente aqueles artigos que melhor se encaixam nos
critérios pré-estabelecidos.

Figura 12: Fluxograma da metodologia da revisão teórica da metodologia ANFIS
Fonte: Autora.

3.3.1 Questões de Pesquisa

As questões de pesquisa levantadas para essa revisão sistemática são:

• Questão 1: Quais são as metodologias mais utilizadas do modelo ANFIS?
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• Questão 2: Quais são as metodologias mais utilizadas do modelo ANFIS na
classificação de doenças?

• Questão 3: Quais as metodologias fuzzy mais utilizadas para a classificação de
doenças?

• Questão 4: Quais as metodologias mais utilizadas para a classificação de doenças?

A partir destas questões de pesquisa, o próximo passo consiste no levantamento dos
termos de busca.

3.3.2 Termos de Busca

Os termos de busca, assim como nos casos anteriores, foram utilizados somente em
inglês, por se tratar da lı́ngua mais utilizada em artigos.

Inicialmente, foram definidas as palavras-chave e, em seguida, estas palavras foram
combinadas e separadas em 4 combinações.

As palavras-chave selecionadas são:

• Fuzzy;

• ANFIS;

• disease;

• classification.

A partir delas, foram realizadas as combinações apresentadas pela Tabela 13.

Tabela 13: Combinações de palavras-chave utilizadas para revisão sistemática de ANFIS

OP Combinação
1 “Fuzzy” and “ANFIS” and “classification”
2 “Fuzzy” and “ANFIS” and “classification” and “disease”
3 “Fuzzy” and “classification” and “disease”
4 “classification” and “disease”

Fonte: Autora.

3.3.3 Bases utilizadas

As bases de dados consideradas para esta revisão sistemática foram:

• PubMed/MedLine8;

• IEEE Xplore9;

8https://pubmed-ncbi-nlm-nih-gov.ez40.periodicos.capes.gov.br/
9https://ieeexplore-ieee-org.ez40.periodicos.capes.gov.br/Xplore/guesthome.jsp
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• Scopus10;

• ACM Digital Library11;

3.3.4 Critérios de Exclusão/Inclusão

Os CEs definidos para essa revisão sistemática foram:

• CE 1: Artigos publicados antes de 2019;

• CE 2: Trabalhos que não sejam no idioma português ou inglês;

• CE 3: Livros e capı́tulos de livros;

• CE 4: Trabalhos que não estejam totalmente publicados. Ex. drafts.

Por outro lado, os CIs definidos foram:

• CI 1 - Tı́tulo: Artigos que tratam sobre metodologias que utilizam o modelo AN-
FIS ou metodologias fuzzy para classificação de doenças;

• CI 2 - Resumo: Artigos que explicam sobre a metodologia que utilizam o modelo
ANFIS ou que explicam a utilização de metodologias fuzzy para classificação de
doenças;

• CI 3 - Introdução e Conclusão: Os objetivos estão claramente definidos? ou os
métodos fuzzy ou ANFIS estão claramente definidos? o estudo apresenta a ideia de
utilização de fuzzy ou ANFIS na predição ou classificação de doenças?

3.3.5 Filtrando Trabalhos

Definidos as combinações de palavras-chave, bem como as bases de dados onde
as pesquisas vão ser realizadas, a próxima etapa consiste em procurar cada uma das
combinações em cada base de dados e, em seguida, aplicar os critérios de exclusão e
inclusão para restringir as buscas.

A primeira coluna da Tabela 14 apresenta, para cada uma das OPs, o total de artigos
encontrados em cada base de dados. Sendo que nas linhas são apresentadas as bases de
dados e nas colunas as etapas do processo de revisão.

Em seguida, optou-se pela aplicação do CE relacionado ao ano de publicação dos
resultados retornados. Para este caso, portanto, foram considerados apenas os resultados
publicados de 2019 até o presente momento. Tal CE fez com que o total de resultados
retornados fosse menor, como mostra a coluna “CE 1” Tabela 14.

10https://www-scopus.ez40.periodicos.capes.gov.br/search/form.uri?display=basic#basic
11https://dl-acm-org.ez40.periodicos.capes.gov.br/
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Os próximos passos consistiram na aplicação dos outros CEs. A coluna “CE 2” da
Tabela 14 apresenta os resultados após a exclusão dos artigos que não estavam nem em
português nem em inglês; a coluna “CE 3”apresenta o total de artigos após a exclusão dos
livros e capı́tulos de livros; por fim, a coluna “CE 4”retorna o total após a exclusão dos
artigos que não estavam completamente publicados.

Em resumo, a Tabela 14 apresenta para cada uma das fontes bibliográficas o total
de artigos retornados para cada OP, bem como o total de artigos retornados por base de
dados. Além disso, através da Tabela 14 pode-se observar que a cada CE aplicado o total
de artigos retornados, não só por OP, mas também por fonte bibliográfica, diminuı́a.

Após avaliar os resultados retornados, verificou-se que um número muito grande de
resultados havia sido retornado nas combinações de palavras que não englobavam a pa-
lavra ”fuzzy”ou a palavra ANFIS. Dessa forma, optou-se por retirar tais combinações da
análise por se entender que sem estes termos a pesquisa ficava muito parecida com a re-
visão realizada e apresentada anteriormente. Com isso, ao invés de 4 OPs, se passou a
considerar somente 2, como mostra a Tabela 15.

Após a etapa de aplicação de todos os CEs elencados anteriormente, o próximo passo
consiste na verificação de artigos duplicados. Neste caso, o número que antes era de 279,
passou a ser de 215.

Em seguida, foram aplicados os CIs nestes 215 artigos que restaram. Neste caso,
são avaliados, inicialmente, o tı́tulo de todos os trabalhos pré-selecionados. Caso o tı́tulo
não atendesse aos critérios estabelecidos, o artigo era rejeitado, caso atendesse, avançava
para a próxima análise. Após a verificação do tı́tulo dos 215 artigos que haviam restado,
restaram 207 artigos.

O próximo passo consistia na análise do resumo e a ideia era semelhante a do tı́tulo,
caso o resumo não apresentasse as informações desejadas o trabalho era descartado, caso
contrário, se avaliava a introdução e a conclusão do trabalho. Após a aplicação de todos
os CIs o total de artigos selecionados foi igual a 129. A Figura 13 apresenta o resumo
através de um funil onde são apresentados os totais de artigos que restaram após cada uma
das etapas.

Dessa forma, a próxima etapa consiste em ler e avaliar os 129 artigos selecionados,
porém, ao realizar a busca pelos artigos na ı́ntegra, não foi possı́vel encontrar todos os
artigos disponı́veis de forma legı́tima, fazendo com que o número total de artigos caı́sse
de 129 para 99.

3.3.6 Trabalhos Selecionados

O número de artigos, apesar de ter sido reduzido consideravelmente, ainda era consi-
derado um número elevado para que fosse realizada a leitura detalhada de um por um. Por
isso, optou-se por realizar primeiramente uma análise mais ampla de todos eles, focando
em alguns itens especı́ficos como:
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O
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O
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O
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O
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O
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Tabela 15: Total de artigos selecionados a partir da aplicação de todos os critérios de
exclusão

OP IEEE Xplore Scopus PubMed/Medline ACM Dig. Lib. Total
2 67 142 57 13 279

Fonte: Autora.

Figura 13: Resumo geral referente ao total de artigos após todas as etapas
Fonte: Autora.

• Tipos de Dados: se o artigo trabalhava com imagem, texto ou som;

• Disponibilidade do Código: se o artigo disponibilizada o código ou pelo menos o
pseudocódigo para que pudesse ser utilizado como base;

• Tipo de Doença: qual a doença que o artigo tratava;

• Métodos Utilizados: se o artigo utilizava ANFIS, alguma variação dele ou até
mesmo a combinação dele com algum outro método.

Dessa forma, todos os 99 artigos foram analisados de forma superficial a fim de res-
ponder tais itens. Para facilitar a visualização das informações obtidas optou-se por apre-
sentar as mesmas em forma de gráficos. A Figura 14 apresenta o gráfico que relaciona
a quantidade de artigo para cada um dos tipos de dados; a Figura 15 apresenta a quanti-
dade de artigos que disponibiliza ou não o código ou ainda o pseudocódigo; a Figura 16,
por sua vez, relacionada a quantidade de artigo para cada uma das doenças em questão;
e, por fim, a Figura 17 relaciona os métodos utilizados (ou a combinação deles) com a
quantidade de artigos.
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Figura 14: Gráfico que relaciona a quantidade de artigos pelo tipo de dado
Fonte: Autora.

Figura 15: Gráfico que relaciona a quantidade de artigos pela disponibilidade ou não do
código

Fonte: Autora.
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Figura 16: Gráfico que relaciona a quantidade de artigos pelo tipo da doença
Fonte: Autora.

Figura 17: Gráfico que relaciona a quantidade de artigos pelos métodos utilizados em
cada um deles

Fonte: Autora.
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No que tange à disponibilidade ou não do código pode-se perceber que de modo ge-
ral são poucos os artigos que disponibilizam informações do código, sejam elas o código
propriamente dito ou até mesmo um contato para obtenção do código caso seja de inte-
resse do leitor. Porém, alguns deles disponibilizam o pseudocódigo de partes do estudo,
o que acaba ajudando mas não torna um diferencial daquele estudo. Por isso, na hora de
restringir os artigos a serem melhor explorados não foi considerado o quesito do código,
uma vez que não há nenhum que se destaque em relação aos outros neste quesito.

Como era esperado, devido as palavras-chave utilizadas na revisão sistemática, a
grande maioria dos artigos utiliza o método ANFIS, alguma variação do mesmo ou ainda
a combinação dele com alguns outros métodos. Por isso, qualquer artigo que seja sele-
cionado para ser melhor explorado será capa, de alguma forma, de apresentar a maneira
como o método foi utilizado para classificar ou predizer alguma doença. Dessa forma,
assim como para o caso do código, este quesito não será determinante na escolha dos
artigos que serão selecionados para serem estudados de forma mais aprofundada.

No que tange ao tipo de dado, a grande maioria dos artigos trabalha com imagem
ou texto, considerando que o interesse deste estudo consiste em trabalhar com dados
textuais, optou-se por restringir a análise dos artigos aos que trabalham com dados textuais
somente. Sendo assim, o valor total de artigos se restringe a 43 que trabalham somente
com texto e 1 que trabalha com texto e imagem. A partir da restrição de 44 artigos
impostas pelo tipo de dado que o artigo trabalha, o próximo passo consistiu em analisar o
tipo de doença destes artigos.

Pensando primeiramente nos 99 artigos pré-selecionados, pode-se observar que a pes-
quisa realizada foi ampla no que tange ao tipo de doença, uma vez que se optou por
pesquisar, inicialmente, qualquer doença. Porém, com o afunilamento do trabalho e com
a definição de se abordar estratégias para a classificação de diabetes, optou-se por focar
nos trabalhos que abordavam essa doença. Neste caso, analisando o gráfico apresentado
pela Figura 16, observa-se que somente 5 trabalhos abordam somente diabetes, 1 trabalho
fala sobre diabetes e hipertensão e 1 trabalho sobre diabetes e doenças cardiovasculares.
Portanto, um total de 7 trabalhos aborda a classificação de diabetes. Além disso, estes 7
trabalhos selecionados trabalham com dados textuais, ou seja, estão dentro da restrição
dos 44 artigos.

Sendo assim, após análise dos 4 itens elencados como importantes a serem avaliados
nos artigos pré-selecionados pode-se chegar a um valor de 7 artigos para serem melhor
explorados. A seguir, um resumo sobre estes trabalhos é mostrado, a fim de apresentar de
forma resumida o que se tirou de mais importante de cada um deles focando em especial
no objetivo, na metodologia, nos resultados e limitações de cada um destes estudos.
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3.3.6.1 A proposed approach for diabetes diagnosis using neuro-fuzzy technique [65]

Este estudo propõe uma abordagem neuro-fuzzy, baseada em ANFIS, para melhorar a
acurácia no diagnóstico de DM2 usando o Pima Indians Diabetes Dataset (PIDD). Utiliza
o PIDD (768 instâncias) e segue três etapas:

• (i) pré-processamento, com normalização, imputação de valores ausentes e
detecção de outliers via Local Outlier Factor (LOF);

• (ii) classificação com ANFIS treinado por algoritmo hı́brido (backpropagation +

least squares) para ajustar funções de pertinência e regras fuzzy;

• (iii) avaliação usando acurácia, sensibilidade e especificidade, comparando o mo-
delo com redes neurais, Naı̈ve Bayes, KNN, árvore de decisão e random forest.

O modelo ANFIS obteve sensibilidade de 97,65%, especificidade de 84,30% e
acurácia de 92,77%, superando todos os classificadores comparados, cujas acurácias fica-
ram entre 70% e 75%.

Porém, este estudo limita-se ao fato de utilizar um dataset público (PIDD), com amos-
tra exclusivamente de mulheres Pima, o que restringe a generalização. Além disso, utiliza
métricas de desempenho sem análise de interpretabilidade clı́nica ou impacto em fluxos
reais de atendimento. Por fim, os próprios autores acabam por sugerir a inclusão futura
de métodos de otimização, deep learning e aplicação a outras doenças, reconhecendo que
o modelo ainda é exploratório.

3.3.6.2 Design of an ANFIS based Decision Support System for Diabetes Diagnosis

[66]

O estudo propõe o desenvolvimento de um sistema de apoio à decisão baseado em
lógica fuzzy e ANFIS para diagnóstico precoce de diabetes mellitus, capaz de lidar com
dados clı́nicos vagos e incertos. A base de dados utilizada é o PIDD.

Primeiro, é construı́do um sistema especialista fuzzy com 240 regras definidas com
apoio de especialistas, considerando como entradas glicose, insulina, Índice de Massa
Corporal (IMC), função de hereditariedade (DPF) e idade. A saı́da fuzzy representa a
probabilidade de diabetes em cinco nı́veis (muito baixa a muito alta). Em seguida, o
sistema é integrado a um modelo ANFIS de cinco camadas com funções de pertinência
trapezoidais; 80% dos dados são usados para treino e 20% para teste. O treinamento usa
algoritmo hı́brido (least squares + backpropagation), e o desempenho é comparado a uma
rede Multilayer Perceptron (MLP).

O ANFIS alcançou acurácia de 86,48%, sensibilidade de 92,78% e especificidade de
73,08%, superando ligeiramente a MLP que apresentou acurácia de 85%, sensibilidade de
99% e especificidade de 72,7%). O RMSE estabilizou em 0,21964 tanto no treino quanto
no teste para diferentes números de épocas, sugerindo convergência do modelo.



90

O estudo é limitado a um único dataset pequeno (768 registros), sem validação cru-
zada ou externa; não há análise de overfitting além do RMSE; o conjunto de regras (240
regras) é complexo para implementação em ambiente clı́nico real e não é discutida a
interpretabilidade das regras pelos profissionais de saúde. Além disso, a comparação é
feita apenas com uma MLP, sem contraste com outros algoritmos modernos de machine

learning.

3.3.6.3 Expert diagnostic system for detection of hypertension and diabetes mellitus

using discrete wavelet decomposition of photoplethysmogram signal and ma-

chine learning technique [67]

Este estudo propõe desenvolver um sistema especialista automatizado, não invasivo,
para estratificação de risco de hipertensão e detecção de DM2 a partir de sinais de foto-
pletismografia (PPG) de ponta de dedo.

O sistema opera em modo online/offline. O sinal PPG é pré-processado (filtragem,
segmentação, correção de baseline) e avaliado por um ı́ndice de qualidade de sinal (SQI),
sendo que apenas segmentos acima de um limiar são usados. Em seguida, aplica-se
decomposição em 11 nı́veis por transformada wavelet discreta (DWT), da qual são ex-
traı́das 130 caracterı́sticas estatı́sticas. Algoritmos de seleção de atributos (correlação de
Spearman, ReliefF e mRMR) escolhem 20 melhores caracterı́sticas para estratificação de
hipertensão e detecção de DM2. Diferentes classificadores (incluindo MLP e ANFIS) são
avaliados, com enfoque em ANFIS como sistema hı́brido.

O ANFIS alcançou F1-score de 92%, 98,5% e 98,3% para as categorias NT vs pré-
hipertensão, NT vs hipertensão estágio 1 e NT vs hipertensão estágio 2 (usando pressão
sistólica), e 83,1%, 95,6% e 86,8% com base na pressão diastólica. Para a classificação de
não diabético vs diabético, o ANFIS obteve acurácia de 99,1%. O uso de DWT mostrou-
se robusto a ruı́dos, superando abordagens baseadas em caracterı́sticas morfológicas do
PPG.

O desempenho depende fortemente da qualidade do sinal PPG. Além disso, embora
o SQI filtre sinais ruins, isso pode limitar o uso em dispositivos muito portáteis/vestı́veis
com grande variabilidade de ruı́do. A base de dados utilizada restringe a avaliação de
generalização para populações diversas. Não há comparação com métodos de deep lear-

ning mais recentes, mencionados apenas na revisão. Além disso, o estudo utiliza apenas
sinais PPG, sem integrar outros dados clı́nicos que poderiam enriquecer a interpretação
clı́nica.

3.3.6.4 Improving Diagnosis Accuracy of Diabetic Disease Using Radial Basis Func-

tion Network and Fuzzy Clustering [68]

Este estudo tem como objetivo aumentar a acurácia do diagnóstico de diabetes tipo
2 usando técnicas de mineração de dados baseadas em computação suave, combinando
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clustering fuzzy e RBF, além de um sistema ANFIS.

A base de dados utilizada é o PIDD (768 mulheres ≥ 21 anos, com 8 atributos
clı́nicos). Primeiro, aplica-se um algoritmo de reduced fuzzy clustering que não exige
definir a priori o número de clusters: cada ponto é tratado como centro potencial e seu
“potencial” é calculado com base na densidade local, determinando centros de clusters

automaticamente. Em seguida, uma rede neural RBF é treinada em MATLAB, usando
parâmetros otimizados (número de neurônios, spread, etc.). Paralelamente, constrói-se
um sistema ANFIS com funções de pertinência gaussianas, oito variáveis de entrada e
três funções de pertinência por variável; o treinamento usa método hı́brido e múltiplas
iterações (600) para reduzir o erro.

Como resultado, observou-se que o modelo hı́brido (fuzzy clustering + RBF) e o AN-
FIS alcançaram acurácia de 96,10% e 97,14%, respectivamente, com sensibilidade de
95,24% e 96,54% e especificidade de 96,86% e 97,56%. Esses resultados superam diver-
sos modelos da literatura (redes neurais feedforward, ANFIS isolado, MLPNN, mixture

of experts), indicando que a combinação de técnicas fuzzy aumenta significativamente o
desempenho na detecção de diabetes.

Porém, assim como destacado em estudos anteriores, toda a avaliação é feita apenas
no PIDD, sem validação externa ou análise de overfitting (por exemplo, via validação
cruzada). Não são explorados aspectos de interpretabilidade das regras fuzzy no contexto
clı́nico. Além disso, o foco é puramente em métricas de classificação, sem análise de
tempo de processamento ou viabilidade de implantação em sistemas de informação em
saúde.

3.3.6.5 Blockchain-Based Secure Healthcare Application for Diabetic-Cardio Disease

Prediction in Fog Computing [69]

Este estudo propõe uma arquitetura de serviços de saúde segura baseada em fog com-

puting e blockchain para predição de doenças cardiovasculares e diabetes, garantindo
baixa latência, segurança e privacidade dos dados.

A arquitetura envolve cinco componentes: sensores médicos IoT (Internet das Coisas)
que coletam sinais dos pacientes; nós fog que agregam, processam e encaminham dados;
uma rede blockchain que armazena de forma distribuı́da e imutável os registros de saúde;
cloud para armazenamento cifrado de longo prazo; e um medical analyzer autorizado
para análise e predição de doenças. Os dados de saúde agregados nos nós fog são primei-
ramente clusterizados por um algoritmo de rule-based clustering proposto pelos autores;
depois, aplica-se um sistema de classificação FS-ANFIS (feature-selection-based ANFIS)
para prever diabetes e doenças cardı́acas. O desempenho do clusterizador é avaliado com
Purity e NMI; o preditor é avaliado por acurácia, comparando-o com outras redes neurais.

O sistema alcança mais de 81% de acurácia de predição, superando outros algoritmos
de redes neurais testados pelos autores. Os indicadores de Purity e NMI demonstram que
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o algoritmo de rule-based clustering produz grupos coerentes de pacientes, o que reforça
o desempenho subsequente do FS-ANFIS.

Porém, o trabalho limita-se a uma prova de conceito, com poucos detalhes sobre o
tamanho e a diversidade dos dados reais utilizados. Não há análise aprofundada de es-
calabilidade da blockchain em cenários com grande volume de transações médicas, nem
de custos computacionais nos nós fog. A predição é avaliada apenas por acurácia, sem
discussão de sensibilidade/especificidade para os diferentes desfechos clı́nicos. Também
não é discutida a aceitação ou integração com fluxos de trabalho hospitalares reais.

3.3.6.6 NEIWDA with Hybrid Ensemble Model for Diagnosis of Diabetes Type-II [70]

Este estudo visa melhorar a predição de DM2 por meio de um modelo hı́brido de
ensemble learning com seleção de atributos baseada no algoritmo meta-heurı́stico Natural

Exponential Inertia Weight-based Dragonfly Algorithm (NEIWDA).

O estudo também utiliza o PIDDD (768 pacientes, 268 positivos e 500 negativos).
Primeiro, aplica-se o NEIWDA para seleção ótima de atributos, modelando o problema
como uma busca por subconjuntos de caracterı́sticas que maximizem a acurácia de
classificação. O DA é adaptado com peso de inércia exponencial natural para equili-
brar exploração/exploração do espaço de busca. Em seguida, é construı́do um ensemble

que combina KNN, ANFIS, ANN e Support Vector Machine (SVM). As saı́das desses
classificadores são agregadas via majority voting. O desempenho do ensemble proposto é
comparado com um modelo de ensemble anterior e com SVM isolado, avaliando acurácia,
previsão, recall e F-measure.

Como resultado, pode-se observar que o modelo NEIWDA + ensemble alcançou
acurácia de 98,80%, superando tanto o ensemble anterior quanto o SVM em todas as
métricas (acurácia, precisão, recall e F-measure). Gráficos comparativos são apresenta-
dos e indicam ganho consistente de desempenho, sugerindo que a combinação de seleção
de atributos com ensemble reduz substancialmente a taxa de classificação.

Apesar da alta acurácia, o estudo é inteiramente baseado no PIDD, sem validação ex-
terna e sem análise de robustez em outros contextos clı́nicos ou bases desbalanceadas.
O uso intensivo de meta-heurı́stica (NEIWDA) aumenta a complexidade computacional,
mas os autores não discutem tempo de execução ou custo para uso em tempo real. Além
disso, o ensemble combina vários modelos de “caixa-preta”, o que reduz a interpretabili-
dade das decisões para profissionais de saúde.

3.3.6.7 eDiaPredict: An Ensemble-based Framework for Diabetes Prediction [71]

O estudo propõe um framework de predição de diabetes baseado em ensemble lear-

ning (eDiaPredict), combinando diferentes algoritmos para melhorar a acurácia do di-
agnóstico e a robustez do modelo. Assim como estudos anteriores, também utiliza o
dataset PIDD, com atributos clı́nico como glicose, IMC, insulina e idade. Este estudo
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encontra-se dividido em 6 etapas, são elas:

• Pré-processamento: detecção de valores ausentes e imputação pela mediana;

• Análise de correlação para evitar atributos redundantes;

• Seleção de atributos via RFE (Recursive Feature Elimination);

• Treino individual de cinco classificadores: XGBoost, Random Forest, SVM, Neural

Network e Decision Tree;

• Ensemble por Voting usando os modelos com melhor desempenho (XGBoost +
RF);

• 10-fold cross-validation para avaliar robustez do modelo.

O desempenho é avaliado com várias métricas: acurácia, sensibilidade, especificidade,
Área Sob a Curva (AUC), área sob o convex hull (AUCH), Gini Index, erro mı́nimo e
Minimum Weighted Coefficient (MWC).

Entre os modelos individuais, o XGBoost obteve melhor desempenho, com acurácia
igual a 92,21% e AUC de 0,873. O RF foi o segundo melhor, com uma acurácia igual a
80,95%. Por outro lado, com o ensemble e ajuste de parâmetros, tem-se que o XGBoost
alcançou uma acurácia de 95%, sensibilidade de 90,32% e especificidade de 96,8%. Dessa
forma, os autores destacam que houve uma melhora de até 15% em relação aos trabalhos
anteriores citados na literatura.

Porém, o próprio estudo reconhece que existem alguns pontos limitantes no que tange
ao impacto clı́nico do estudo apresentado, sendo eles:

• Uso de um único dataset limitado a mulheres, sem validação externa ou multi-
institucional, o que acaba reduzindo a generalização populacional;

• Dados estáticos e pouco variados, sem integração de sensores/tempo real (apesar da
motivação com IoT);

• Ausência de análise de interpretabilidade e impacto da decisão para profissionais
da saúde;

• Ensemble aumenta complexidade computacional, mas os autores não discutem
tempo de execução ou possı́veis gargalos em produção.

Após abordar de forma individual cada um dos 7 artigos selecionados, a Tabela 16
apresenta de forma resumida as principais abordagens baseadas em técnicas de inte-
ligência artificial, apresentadas nos artigos destacados acima, para predição de diabetes
mellitus a fim de facilitar a análise e comparação dos trabalhos estudados.
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4 METODOLOGIA GERAL

Este capı́tulo tem como objetivo apresentar de forma geral as metodologias utilizadas
para cada um dos três grandes focos deste trabalho: o desenvolvimento do aplicativo, o
processo de extração de informação e a classificação de doenças, que em um primeiro
momento será a classificação laboratorial de DM2.

A Figura 18 apresenta, de forma resumida, a organização metodológica do trabalho
a fim de facilitar o entendimento acerca do que foi desenvolvido. Através dessa figura
pode-se observar que existem três grandes áreas que compõem o Projeto Dados 48, são
eles: o aplicativo, que refere-se ao desenvolvimento propriamente dito da solução, bem
como da arquitetura e do banco de dados que rodam por trás da aplicação; o processo
de extração de informação, que consiste basicamente no sistema de receber um arquivo
PDF de exame de sangue e retornar um arquivo .csv com as variáveis de interesse e seus
respectivos valores; e por fim, a classificação de doenças, que consiste na aplicação de
uma metodologia ANFIS para a classificação laboratorial de DM2.
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Figura 18: Organização metodológica do trabalho
Fonte: Autora.

Para facilitar a organização, cada um destes grandes grupos é apresentado em um
capı́tulo, assim como seus resultados e respectivas análises.

Primeiramente, são apresentados os itens associados ao desenvolvimento e resultados
do aplicativo em si. Para isso, o Capı́tulo 5 apresenta o desenvolvimento do aplicativo,
com foco no front e no backend, com destaque para as linguagens utilizadas, a arquitetura
proposta e o funcionamento do banco de dados. Em seguida, o capı́tulo apresenta os
resultados associados ao desenvolvimento do aplicativo e o seu respectivo desempenho.

Seguindo, o próximo passo consiste em apresentar o grupo que compõe o processo de
extração de informação, sendo que para isso, o capı́tulo 6 é dividido em três frentes: o
item 6.1 apresenta a metodologia adotada para o processo de extração de informação; o
item 6.2 apresenta um estudo de caso a fim de demonstrar os resultados obtidos a partir
da metodologia adotada; e, por fim, o item 6.3 apresenta a análise dos resultados obtidos
a partir da utilização de métricas de avaliação.

Na sequência, o Capı́tulo 7 apresenta o processo de classificação diagnóstica de DM2
e, para isso, também se encontra dividido em algumas frentes, são elas: o item 7.1 apre-
senta o banco de dados, a fim de mostrar de onde foram tirados os dados e quais os dados
foram considerados para cada uma das modelagens; em seguida, o item 7.2 apresenta,
em detalhes, a metodologia desenvolvida para o processo de classificação diagnóstica e
de risco de DM2; e, por fim, o item 7.3 apresenta os resultados obtidos a partir de uma
análise utilizando métricas de avaliação.



5 APLICATIVO DESENVOLVIDO

Este capı́tulo visa apresentar, de forma mais detalhada, a metodologia utilizada para
a construção do aplicativo propriamente dito, destacando a arquitetura e as linguagens
utilizadas. Além disso, são apresentados os resultados acerca do desenvolvimento do
aplicativo, a partir de uma análise de desempenho da API e da apresentação das interfaces
desenvolvidas.

A Figura 19 apresenta a tela inicial do aplicativo desenvolvido, sendo suas funciona-
lidades melhor apresentadas no decorrer deste capı́tulo.

Figura 19: Tela de Login ou Cadastro do Usuário
Fonte: Autora.
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5.1 Visão geral da arquitetura da plataforma

Esta seção tem como objetivo apresentar a visão geral da arquitetura que compõe o
aplicativo desenvolvido. A Figura 20 apresenta um resumo contendo os principais com-
ponentes da plataforma.

Figura 20: Principais elementos presentes no aplicativo
Fonte: Autora.

De forma resumida, os quatro elementos que compõem a figura podem ser descritos
como:

• Aplicativo: apresenta a visão geral do aplicativo desenvolvido, destacando o rela-
cionamento existente entre os profissionais de saúde e os pacientes, bem como a
maneira como os dados enviados são armazenados e apresentados no aplicativo;

• Banco de Dados: apresenta a estrutura que está por trás do funcionamento do
aplicativo, onde todas as relações são estabelecidas e também onde todos os dados
são armazenados;

• Extração de Informação: apresenta a proposta de metodologia para a extração
automática dos dados oriundos dos exames de sangue enviados via aplicativo no
formato PDF;

• Classificação: apresenta a metodologia desenvolvida para predizer possı́veis ano-
malias associadas à saúde do paciente a partir dos dados fornecidos pelo próprio
paciente no aplicativo. A partir desta classificação, o paciente pode receber alertas
de forma automática destacando os possı́veis problemas encontrados.
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Destes quatro elementos, dois deles: o processo de extração de informação e de
classificação dos dados, são abordados com maior ênfase neste trabalho, uma vez que
possuem metodologias/ferramentas que foram desenvolvidas no decorrer deste trabalho.
Por outro lado, o desenvolvimento do aplicativo e do banco de dados são apresentados de
forma mais breve, uma vez que fazem parte deste trabalho mas não tiveram suas metodo-
logias desenvolvidas efetivamente neste estudo, uma vez que foram utilizadas ferramen-
tas/tecnologias já existentes.

5.1.1 Aplicativo

O desenvolvimento do aplicativo propriamente dito e o banco de dados são abordados
a seguir, com o intuito de apresentar as técnicas/modelos que foram utilizados para a
construção da arquitetura do aplicativo e do banco de dados.

5.1.1.1 Arquitetura

Para o desenvolvimento das interfaces da ferramenta, ou seja, o conjunto de elementos
sensoriais (visuais, táteis e sonoros) que possibilitam que os usuários acessem os recursos
oferecidos pela aplicação visando sua máxima usabilidade, denominados como o front-

end, optou-se por utilizar o React Native como arquitetura da aplicação. A escolha deste
framework levou em consideração sua capacidade de projeção de um único aplicativo que
se traduz nas plataformas Web (World Wide Web), Android e sistema operacional da Apple

(iPhone Operating System - IOS), proporcionando uma experiência nativa e integrada a
cada um destes ecossistemas.

O React Native utiliza do React, uma biblioteca JavaScript que permite a construção
de páginas HTML (Hypertext Markup Language) ágeis e dinâmicas, com os recursos na-
tivos presentes em cada plataforma. O framework é caracterizado pelo lema: “Aprenda
uma vez, use em todo lugar”, isso porque ele utiliza de elementos genéricos que pos-
suem um correspondente para cada ecossistema, dessa forma, o React Native descreve
os componentes visuais e funcionais com as applications programming interfaces (APIs)
próprias, o que torna o aplicativo mais integrado e estável em cada um deles.

Como suporte à arquitetura do projeto optou-se ainda por utilizar o Expo, que ofe-
rece um conjunto de ferramentas que auxiliam no desenvolvimento, configuração, teste
e compilação de aplicativos React Native. O Expo Router utiliza dos mesmos conceitos
do React Navigation, outra ferramenta que agiliza a navegação entre páginas do aplica-
tivo, para estabelecer uma relação semântica entre os diretórios e arquivos do projeto. Em
suma, o Expo adiciona serviços que otimizam a construção da aplicação em React Native,
além de reunir bibliotecas essenciais para seu desenvolvimento.



100

5.1.1.2 Linguagem TypeScript

O TypeScript é uma linguagem de programação criada pela Microsoft e construı́da
em cima do JavaScript, adicionando diversos recursos não presentes na versão nativa da
linguagem, esses elementos auxiliam na programação de códigos menos suscetı́veis a er-
ros, principalmente quando sua escala aumenta. O TypeScript é compilado em JavaScript

nativo, por conta disso, ele é compatı́vel com a arquitetura proposta no projeto e será
utilizado no desenvolvimento do aplicativo.

5.1.1.3 Publicação da ferramenta

A compilação da aplicação é feita através do Expo, que resulta em um arquivo
compatı́vel com o requerido na biblioteca oficial de aplicativos do Android. Então, a
publicação do aplicativo para a Google Play Store é feita através do Google Play Con-

sole, um serviço para desenvolvedores mobile.

5.1.1.4 Versões do aplicativo

O desenvolvimento do aplicativo pode ser dividido em duas grandes etapas: a pri-
meiras delas, chamada de V0.1 onde foram implementadas somente as funcionalidades
principais relacionados aos médicos e pacientes, envio e armazenamento de exames de
sangue em PDF, extração automática dos dados dos exames enviados e apresentação des-
tes dados na tela; a V0.2, como está sendo chamada a segunda versão da ferramenta, cor-
rige todos os erros detectados na versão anterior, além de inserir novas funcionalidades,
como os perfis de enfermeiro e cuidador, o envio de informações básicas dos pacientes
(peso, oxigenação, pressão arterial, altura e glicose capilar) e os gráficos das variáveis
extraı́das dos exames de sangue. As telas geradas para o aplicativo em si são apresentadas
no capı́tulo 9.

5.1.2 Banco de Dados

A estrutura básica do banco de dados do projeto é apresentada pela Figura 21. A partir
dela, alguns pontos acerca de linguagens e arquiteturas consideradas para a construção do
banco de dados são abordados e apresentados a seguir.

Uma máquina virtual criada na ferramenta Azure hospeda todos os aplicativos. De
forma resumida, cada um dos itens que compõem a figura, apresentada anteriormente,
são apresentados a seguir:

• Backend: responsável por realizar todas as operações associadas aos dois bancos
de dados do sistema, sendo um deles um banco de dados relacional implementado
pelo MySQL (My Structured Query Language) e o outro um banco de dados de
chave valor especı́fico para arquivos binários (MinIO). Além disso, também é o
responsável por realizar a comunicação com a API de extração de informação;
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Figura 21: Estrutura da aplicação na nuvem
Fonte: Autora.

• Frontend: corresponde a interface da aplicação propriamente dita;

• API Python Extração: consiste em um microsserviço de extração que usa o Docu-

ment Intelligence da Azure para aplicação de OCR e processamento de documentos;

• Storage MinIO: consiste em um endpoint que permite acessar o object storage S3
da AWS (Amazon Web Services) mesmo utilizando o object storage da Microsoft;

• Container Registries: local onde se sobem as três imagens do docker, são elas:
Storage MinIO, a API python e o frontend.

Em resumo, pode-se dizer que o sistema desenvolvido conta com três aplicações: a
primeira consiste no backend da aplicação, publicado como uma API (como mostra a
Figura 22); a segunda, o frontend, que se trata de um aplicativo para Android; e a terceira,
uma API, que compreende um componente do backend, especı́fica para realizar a extração
de dados de PDFs. Todos estes itens são empacotados em contêineres o que torna esta
aplicação com baixo acoplamento, ou seja, os módulos são interligados mas conseguem
ser autônomos nas suas funcionalidades.

5.1.2.1 Arquitetura

Para a implementação da aplicação, optou-se por utilizar uma arquitetura baseada
em uma API REST (Representational State Transfer), apresentada pela Figura 22. A
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escolha desta arquitetura se deu devido aos seus princı́pios e restrições bem definidos,
os quais promovem a escalabilidade, flexibilidade, facilidade de compreensão do sistema
desenvolvido e separação bem definida do frontend e backend.

Essa arquitetura é caracterizada por seu foco na manipulação de recursos (ou enti-
dades) e na utilização dos métodos HTTP (Hypertext Transfer Protocol) padrão (GET,

POST, PUT, DELETE) para realizar operações CRUD (Create, Read, Update, Delete) no
banco de dados sobre esses recursos. Além disso, a API REST permite a utilização de
diferentes formatos de representação de dados, como JSON ou XML (Extensible Markup

Language), tornando-a altamente flexı́vel e adaptável a diferentes necessidades.

A escolha da arquitetura REST para esta aplicação visa garantir às demandas do sis-
tema, além de facilitar a integração com outros sistemas e serviços, como o sistema de
extração de texto da Azure.

Figura 22: REST API
Fonte: Autora.

5.1.2.2 Linguagens

Hypertext Preprocessor (PHP)
O PHP está sendo utilizado para desenvolver a API que interage com o banco de dados

e a API de extração feita em Python/Flask. O motivo pelo qual a linguagem foi escolhida é
pelo fácil desenvolvimento de aplicações web, visto que o PHP é uma das linguagens mais
utilizadas para isto, com extensa documentação, ambiente de desenvolvimento simples e
adaptável para diversos requerimentos.

A forma como o código está organizado usa controladores para lidar com as
requisições feitas para o servidor em uma rota especı́fica, fazendo verificações básicas,
como verificar o objeto JSON e modelos de interação com o banco de dados para realizar
as operações de lógica e operações de login, criação de usuários, upload de documentos
e afins.

Python
O Python está sendo utilizado para desenvolver outra API que interage com um sis-

tema web para extração de variáveis de saúde com OCR. O motivo pelo qual esta foi a
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tecnologia escolhida para a tarefa foi porquê o sistema de extração já estava desenvolvido
na linguagem, tornando assim mais vantajoso continuar a desenvolver a API em Flask,
que é um framework para desenvolvimento de aplicações web da linguagem.

5.1.2.3 Armazenamento de dados

MySQL
O MySQL é um sistema de gerenciamento de banco de dados relacional de código

aberto amplamente utilizado em aplicativos da web, e muitas vezes ele é utilizado ao lado
da linguagem PHP, por isso optou-se pela utilização desse sistema para o banco de dados.
Além disso, ele oferece uma estrutura confiável e escalável para armazenar e manipular
dados de forma eficiente, além de ser uma tecnologia estabelecida, contribuindo para a
facilidade de desenvolvimento. O MySQL é utilizado para criar a base da aplicação, com
as tabelas com as principais informações, lidando com informações sensitivas de usuário,
como: cadastro, variáveis de saúde, relação médico-paciente e afins.

MinIO
O MinIO é um servidor de armazenamento de objetos, altamente escalável e dis-

tribuı́do, projetado para ambientes de nuvem e data centers modernos. Ele oferece uma
solução eficiente para armazenar e gerenciar grandes volumes de dados não estruturados
como no caso da aplicação, os documentos de exames enviados pelo usuário. O MinIO
foi utilizado para fazer o armazenamento de objetos e conseguir utilizar a mesma estru-
tura da API da S3 da amazon de armazenamento de objetos mesmo sem precisar utilizar
o serviço da mesma, ou seja, ele é independente do sistema de cloud utilizado.

5.1.2.4 Funcionalidades Implementadas

Durante o desenvolvimento da aplicação, diversas funcionalidades foram implementa-
das para atender às necessidades dos usuários e garantir uma experiência eficaz. Algumas
das principais funcionalidades incluem:

• Sistema de autenticação e controle de acesso: A autenticação dos usuários é reali-
zada por meio de tokens, garantindo uma comunicação segura, a mesma foi pro-
jetada para garantir máxima segurança das informações e conformidade com as
regulamentações de proteção de dados, como a LGPD. Para a proteção das creden-
ciais de acesso, as senhas são criptografadas no banco de dados utilizando algo-
ritmos hash. O controle de acesso adota a arquitetura RBAC (Role-Based Access

Control), na qual as rotas e permissões da API são restritas diretamente no backend.
Isso permite que o sistema possua diferenciação de perfis, como Paciente, Médico,
Enfermeiro e Cuidador, assegurando que cada usuário acesse exclusivamente as
informações para as quais possui autorização.

• Cadastro e gerenciamento de usuários: Esta funcionalidade foi viabilizada por
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meio de uma interface de usuário intuitiva e responsiva, focada na experiência do
usuário para facilitar os processos de integração e manutenção de conta. Quando
um profissional da saúde, como médico ou enfermeiro, realiza o seu registro, o
sistema exige e valida campos especı́ficos e obrigatórios, por exemplo do registro
profissional correspondente ao CRM ou COREN.

• Upload e armazenamento de documentos: Esta funcionalidade é responsável por
receber os históricos médicos do paciente de forma totalmente digital e protegida.
Os arquivos enviados, como exames de imagem e PDFs de laudos laboratoriais,
são direcionados para um repositório de armazenamento em nuvem seguro do tipo
Object Storage. Para mitigar qualquer risco de vazamento ou acesso indevido, o
sistema utiliza criptografia de ponta a ponta e gera URLs temporárias pré-assinadas,
garantindo que os documentos confidenciais fiquem acessı́veis apenas durante o
tempo necessário para a sua visualização ou processamento interno.

• Integração com API de extração de texto: Este módulo automatiza a transformação
de documentos não estruturados em dados clı́nicos acionáveis através de uma co-
nexão direta com um microsserviço independente desenvolvido em Python com o
framework Flask. Logo após o upload do documento, esta API executa uma esteira
de OCR para converter a imagem ou PDF em texto bruto. Na sequência, o sistema
aplica algoritmos de Processamento de Linguagem Natural (PLN) e expressões re-
gulares para isolar, tratar e estruturar as variáveis de saúde relevantes, como taxas
de glicose, colesterol e creatinina, salvando-as diretamente no histórico do paciente
para alimentar o banco de dados.

• Rede Social: Um ambiente digital controlado para conectar o paciente ao seu
cı́rculo de atendimento técnico. A associação entre os usuários ocorre por meio
de um mecanismo de convites, disparados via e-mail ou por busca baseada em
documentos oficiais. O fluxo digital exige que o paciente aceite o convite de um
profissional para que este passe a ter visibilidade sobre seu prontuário e histórico de
exames extraı́dos pelo OCR. Visando a autonomia do indivı́duo sobre suas próprias
informações de saúde, esse vı́nculo e a respectiva permissão de visualização dos
dados podem ser revogados pelo paciente a qualquer momento.

• Módulo Neural Fuzzy: Este módulo visa integrar a rede social ao módulo de alertas
baseado em um Modelo Neural Fuzzy. O mesmo combina técnicas de redes neurais
com lógica fuzzy para analisar de forma contı́nua as séries temporais dos exames
do paciente e caso identifique uma tendência de piora clı́nica ou padrão de risco
iminente, é disparado alertas e notificações em tempo real na interface dos médicos
e cuidadores vinculados para permitir uma análise rigorosa da equipe. Este módulo,
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Tabela 17: Resultados Quantitativos da Avaliação de Desempenho da API

Endpoints Total de
Requisições

Tempo de
Resposta
(ms)

Requisições/s Taxa
de
Erro

/sessao/criarsessao” 472 25,74 1.30 0
/paciente/criarpaciente” 399 21,52 1.10 0
/enfermeiro/criarenfermeiro” 392 4,00 1.08 0
/medico/criarmedico” 394 2,40 1.09 0
“/cuidador/criarcuidador” 396 2,42 1.09 0

apesar de não estar 100% operacional, já está previsto e pode ser melhor explorado
em trabalhos futuros.

5.2 Resultados associados ao desenvolvimento do aplicativo

Nesta seção, primeiramente é apresentada uma análise de desempenho da API, a fim
de avaliar o desempenho da arquitetura proposta. Em seguida, são apresentadas algumas
interfaces do aplicativo, a fim de exemplificar as funcionalidades que compõem o mesmo.

5.2.1 Análise do Desempenho da API

Para avaliar o desempenho da API, foram realizados testes de carga utilizando a
ferramenta Postman. O cenário de teste simulou usuários virtuais sob uma carga fixa
(sem perı́odo de ramp-up) para avaliar a capacidade de resposta da aplicação à demanda.
Os endpoints avaliados nesta análise foram /sessao/criarsessao”, /paciente/criarpaciente”,
/enfermeiro/criarenfermeiro”, /medico/criarmedico” e “/cuidador/criarcuidador”. Es-
ses endpoints representam um fluxo tı́pico de utilização da aplicação, iniciando pela
autenticação do usuário e geração do token de acesso, seguido pela criação dos diferentes
perfis de usuários disponı́veis no sistema (paciente, cuidador, enfermeiro e médico).

Os parâmetros do teste foram definidos da seguinte forma:

• Número de usuários virtuais: 100;

• Duração do teste: 5 minutos;

• Número total de requisições executadas: 2053.

Para uma melhor visualização, os resultados quantitativos obtidos são apresentados
na Tabela 17.

Com base na análise de desempenho, pode-se concluir que a API apresentou um com-
portamento satisfatório sob o cenário de carga proposto. Durante o perı́odo de teste
de 5 minutos, com 100 usuários virtuais concorrentes, foi executado um total de 2053
requisições distribuı́das entre os cinco endpoints avaliados. Os tempos médios de resposta
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permaneceram baixos para todas as rotas, variando entre 2,40 ms e 25,74 ms. Destaca-se
que o endpoint de autenticação, “/sessao/criarsessao”, apresentou a maior latência média,
o que era esperado devido ao processamento adicional necessário para validação das cre-
denciais e geração do token de acesso.

Além disso, a taxa de processamento permaneceu estável ao longo dos testes, de-
monstrando a capacidade da aplicação de lidar com múltiplas requisições simultâneas sem
degradação significativa de desempenho. Nenhum erro foi registrado durante a execução
dos testes, indicando estabilidade operacional mesmo sob condições de carga concorrente.
Dessa forma, os resultados apresentados na Tabela 17 demonstram a robustez da API para
o cenário avaliado.

5.2.2 Interfaces

A ferramenta conta com uma série de telas que representam as mais diversas funcio-
nalidades do aplicativo, porém, nem todas elas são apresentadas neste trabalho. Optou-se
por apresentar somente algumas mais gerais a fim de ilustração da ferramenta desenvol-
vida.

A aplicação resultante fornece uma experiência simples e direta aos seus usuários.
Através de suas interfaces simples e descomplicadas, é possı́vel cadastrar uma nova conta
ou fazer login em uma conta já existente, como mostra a Figura 23.

Figura 23: Tela de Login ou Cadastro do Usuário
Fonte: Autora.

Após a criação da conta no aplicativo e da autenticação do usuário, o mesmo pode
de forma simples criar perfis direcionados às suas necessidades, entre eles: “Paciente”,
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“Médico”, “Enfermeiro” e “Cuidador”, como pode ser observado pela Figura 24.

Figura 24: Tela para selecionar o perfil que deseja criar
Fonte: Autora.

A Figura 25 apresenta as telas referentes às criações das quatro opções de perfil’s.
Para o caso da criação do perfil de médico, apresentado pela Figura 25a, o usuário precisa
informar a sua Unidade Federativa (UF) o seu número perante o Conselho Regional de
Medicina (CRM); por outro lado, para a criação do perfil de enfermeiro, apresentado
pela Figura 25b, o usuário precisa informar a UF, o número do seu Conselho Regional
de Enfermagem (Coren) e sua categoria; já para os perfil’s de paciente (Figura 25c) e
cuidador (Figura 25d), o usuário não necessita acrescentar nenhuma outra informação,
somente o número do seu Cadastro de Pessoa Fı́sica (CPF) já informada na criação da
própria conta.

Ressalta-se que um mesmo usuário pode possuir mais de um perfil, portanto ao fazer
o login na sua conta deve selecionar o perfil que deseja ingressar, como mostra a Figura
26. Cada perfil determina o nı́vel de acesso do usuário e as funcionalidades disponı́veis,
permitindo a conexão entre pacientes e profissionais de saúde, a partir do claro consenti-
mento e autorização de ambos.

Ao acessar o seu perfil de paciente, o usuário tem acesso às suas informações pesso-
ais (Figura 27a), a lista de profissionais que cuidam da sua saúde (Figura 27b), conse-
gue adicionar informações complementares à sua saúde (Figura 27c) e consegue adicio-
nar/visualizar os seus exames (Figura 27d).

Por outro lado, ao acessar o perfil como médico, enfermeiro ou cuidador, os profissi-
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onais podem então visualizar as informações médicas alimentadas pelo paciente através
de exames enviados dentro da plataforma e de informações de saúde e hábitos de vida
informados no aplicativo.

Considerando, portanto, que o usuário acessou o seu perfil de médico. Nele, o médico
pode visualizar os seus pacientes (Figura 28a) e/ou visualizar se há solicitação para aceitar
um novo paciente (Figura 28b).

Após vinculado à um paciente, o médico passa a ter acesso as informações do mesmo,
como por exemplo: relação de exames do paciente (Figura 29a), variáveis extraı́das para
cada um dos exames listados (Figura 29b) e gráfico em formato de linha do tempo para
cada uma das variáveis que foram extraı́das dos exames enviados pelo paciente (Figura
29c).

A Figura 29b apresenta o recurso de extração proposto na plataforma. Através do
envio de um exame médico no formato PDF pelo paciente ou cuidador autorizado, a
aplicação é capaz de extrair as variáveis médicas e apresentar os dados listados com seus
respectivos valores, facilitando o acesso e conferências destas informações.

Conforme o usuário envia mais exames para a ferramenta, os valores de cada variável
extraı́da vão se acumulando em um histórico, demonstrado na Figura 29c, permitindo
visualizar um gráfico em função do tempo que evidencia a evolução dos valores para
cada variável médica, permitindo observar a variação destas informações em função da
data de realização de cada exame. O profissional de saúde, uma vez autorizado a acessar
estas informações, é capaz de ter um panorama geral do quadro do paciente, facilitando
o acompanhamento de sua saúde, fazendo as devidas intervenções conforme a evolução
apresentada, uma vez que as informações estão concentradas em um só lugar.

Cada indivı́duo possui estilos de vida que impactam sua saúde de maneiras diferen-
tes, por conta disso, ao analisar um cenário, é importante conhecer o contexto em que
aquela pessoa vive, uma vez que algumas informações são fatores de risco ou ainda cau-
sadores de muitas condições. Por conta disso, visando complementar a análise e moni-
toramento pelos profissionais de saúde, a aplicação também conta com o preenchimento
de informações complementares, apresentado pela Figura 27c, que permite aos pacientes
informar peso, altura e informações recorrentes como pressão sanguı́nea e glicose capilar
(em especial àqueles que fazem acompanhamento diário destes dados), assim como os
hábitos de saúde, que auxilia a entender o perfil e estilo de vida deste paciente, o que
pode ajudar a identificar possı́veis fatores que podem contribuir em algum quadro que
possa apresentar.
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(a) Tela de Criação de Perfil
de Médico

(b) Tela de Criação de Perfil
de Enfermeiro

(c) Tela de Criação de Perfil
de Paciente

(d) Tela de Criação de Perfil
de Cuidador)

Figura 25: Telas de Criação de Perfil
Fonte: Autora.
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Figura 26: Tela para selecionar o perfil que deseja ingressar no APP
Fonte: Autora.
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(a) Tela de Acesso as
Informações Pessoais

(b) Tela de Acesso à Lista de
Profissionais de Saúde

(c) Tela de Acesso e Cadas-
tro das Informações Comple-
mentares à Saúde

(d) Tela de Acesso e Inserção
de Exames de Sangue

Figura 27: Telas disponı́veis para o perfil paciente
Fonte: Autora.
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(a) Tela de Acesso à sua Lista
de Pacientes

(b) Tela de Acesso às
Solicitações para Aceitar
novos Pacientes

Figura 28: Telas disponı́veis para o médico visualizar ou aceitar pacientes
Fonte: Autora.
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(a) Tela com a relação de
Exames do Paciente

(b) Tela de Acesso às
Variáveis Extraı́das de um
determinado Exame do
Paciente

(c) Tela de Acesso ao Gráfico
gerado de determinada
variável extraı́da dos exames

Figura 29: Telas disponı́veis para o médico visualizar as informações referentes à um
determinado paciente

Fonte: Autora.



6 EXTRAÇÃO DE INFORMAÇÃO

6.1 Método para extração de informação de exames de sangue

A metodologia desta etapa pode ser resumida em 4 etapas, como pode ser observado
pela Figura 30. Cada uma das etapas será melhor descrita a seguir.

PDF

Recebimento de
PDF’s exames de
sangue de vários

laboratórios 

TEXTO VARIÁVEIS RESULTADO

EXAMES DE SANGUE

Transformação
do PDF em texto

AZURE OCR

Detecção de
variáveis pré
selecionadas

FORM UNDERSTANDING

Variáveis
selecionadas e
seus respectivos

valores

ARQUIVO .CSV

Figura 30: Fluxograma referente a metodologia para extração de informação dos exames
de sangue

Fonte: Autora.

6.1.1 PDF

Os laboratórios, em sua grande maioria, disponibilizam para seus pacientes os ar-
quivos PDF contendo os resultados de seus exames de sangue através da internet. Tais
arquivos PDF apresentam layouts diferentes dependendo do laboratório. Neste estudo fo-
ram considerados 22 laboratórios diferentes a fim de verificar se a metodologia que está
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sendo utilizada é capaz de funcionar para diferentes layouts. Destaca-se que por vezes o
mesmo laboratório apresenta layouts diferentes ao longo do tempo.

Considerando que este estudo envolve dados reais de pessoas fez-se necessário que o
mesmo passasse pela aprovação do comitê de ética, para que os dados fornecidos pelas
pessoas pudessem realmente ser utilizados nesta pesquisa. Sendo assim, um projeto de
pesquisa intitulado Repositório dinâmico de informações pregressas e atuais de saúde
do usuário foi submetido ao comitê de ética, obtendo aprovação para trabalhar com os
dados fornecidos e autorizados pelas pessoas. Para consultar tal projeto e sua respectiva
aprovação utiliza-se o número de identificação CAAE (Certificado de Apresentação de
Apreciação Ética): 60939822.5.0000.5324.

6.1.2 Texto

O processo de extração de dados de exame de sangue no formato PDF acontece a partir
de um algoritmo implementado na linguagem de programação python. A implementação
desse algoritmo foi estruturada em uma classe, onde cada método da classe representa
uma parte do procedimento.

O primeiro passo consiste em obter o conteúdo dos diferentes arquivos PDF em for-
mato de texto. Diversos fatos tornam a extração de texto de um arquivo PDF uma tarefa
desafiadora. As bibliotecas disponı́veis muitas vezes retornam resultados imprecisos e,
por esse motivo, os métodos que realizam esse passo utilizam ferramentas de IA (Inte-
ligência Artificial).

Considerando os trabalhos estudados e apresentados anteriormente, bem como um
estudo referente as novas possibilidades disponibilizadas pela ferramenta de IA da Mi-

crosoft, optou-se pela utilização da Azure AI Document Intelligence para a realização do
processo de extração de texto dos arquivos PDF.

A Azure AI Document Intelligence consiste em um serviço de IA da Azure que permite
criar soluções inteligentes de processamento de documentos, ou seja, este serviço permite
gerenciar com eficácia a velocidade com que os dados são coletados e processados. O
serviço conta basicamente com três opções de modelos para serem explorados:

• Modelos de análise de documentos: Permitem a extração de texto de formulários e
documentos e retornam conteúdo estruturado pronto para a ação, uso ou o progresso
das organizações;

• Modelos predefinidos: Permitem adicionar o processamento de documentos in-
teligentes aos seus aplicativos e fluxos sem precisar treinar e criar seus próprios
modelos;

• Modelos personalizados: São treinados usando um conjunto de dados rotulados
para extrair dados distintos de formulários e documentos, especı́ficos para cada um
dos usos de caso.
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Considerando a necessidade deste estudo, optou-se pela utilização dos modelos de
análise de documentos, uma vez que a ideia consiste em entregar um documento e obter
na saı́da o texto pronto para ser utilizado.

A Azure AI Document Intelligence segue a mesma linha da técnica OCR, apresentada
anteriormente, no que tange ao processo de transformar textos-imagens, uma vez que a
ferramenta encontra-se disponı́vel através de APIs web, que recebem uma requisição com
o arquivo PDF e retornam uma resposta com o conteúdo de texto obtido.

Porém, o modelo de análise de documentos da Azure conta com três opções diferentes
de APIs para realizar o processo de extração, são elas:

• Read: Extrai texto impresso e manuscrito junto com códigos de barras, fórmulas e
estilos de fontes de imagens e documentos;

• Layout: Extrai tabelas, caixas de seleção e texto de formulários e documentos;

• General documents: Extrai pares de valores-chave e estruturas como tabelas e mar-
cas de seleção de qualquer formulário ou documento.

Considerando que o objetivo nesta etapa consiste em receber o arquivo PDF e extrair
o texto contido nele, optou-se pela utilização da API Layout. Tal API mostrou-se capaz
de receber os diferentes layouts de exames de sangue e extrair de todos eles os seus
respectivos textos.

Porém, quando o assunto se trata de sistemas automatizados para extração de
informação de documentos, apenas a etapa de OCR, acaba por não ser suficiente em
alguns casos. Uma vez que o OCR extrai somente textos esparsos, isto é, sem informação
semântica atrelada. Por isso, para auxiliar nesses processos, utiliza-se a técnica conhe-
cida como form understanding e apresentada anteriormente no capı́tulo de fundamentação
teórica.

6.1.3 Variáveis

Neste caso, uma vez que o conteúdo em texto está disponı́vel, após a utilização da API
Layout do Azure, o próximo passo consiste em aplicar a técnica de form understanding a
fim de encontrar as variáveis de interesse.

Porém, antes de iniciar o processo de aplicação da técnica form understanding e
obtenção dos pares-chave, faz-se necessário que se realize um passo intermediário que
consiste em retirar a acentuação e converter letras maiúsculas em minúsculas para todas
as palavras do texto. Essa etapa é importante para padronizar as palavras e facilitar a
busca da variável.

Por se tratar de extração de dados de exames de sangue o escopo de variáveis de
interesse pode ser definido de acordo com as necessidades do sistema que esta sendo de-
senvolvido. Como o objetivo deste trabalho consiste em validar as técnicas de extração
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para exames de sangue, extrair o máximo possı́vel de variáveis de cada um dos diferentes
exames testados auxilia nesse processo de validação. Sendo assim, optou-se por conside-
rar como variável de interesse todas aquelas variáveis que são encontradas em exames de
sangue de rotina, totalizando 37 variáveis analisadas. As variáveis a seguir representam
algumas variáveis ou grupos de variáveis que compõem as 37 variáveis analisadas:

• Hemograma Completo;

• Creatinina;

• Ureia;

• Colesterol;

• Ácido Úrico;

• Potássio;

• Vitaminas;

• Glicose;

• Insulina;

• Hemoglobina Glicada (HbA1c);

• TGO;

• TGP;

• Albuminuria

É importante destacar que se utilizou da estrutura keyValuePairs (pares chave-valor)
para associar cada variável de interesse ao seu respctivo valor, ou seja, as variáveis de
interesse representam a chave e o valor representa o próprio número extraı́do do exame
de sangue.

Definidas as variáveis de interesse e realizado o processo de retirada de acentos e
conversão de letras maiúsculas em minúsculas, o próximo passo consiste na aplicação da
técnica form understanding propriamente dita, ou seja, todo o texto será percorrido a fim
de verificar a existência das variáveis de interesse e seus respectivos valores. A Figura 31
resume através de um fluxograma este processo de verificação do texto extraı́do. Destaca-
se que, para cada uma das variáveis de interesse, o fluxograma é reinicializado, ou seja,
cada uma das variáveis de interesse percorre o fluxograma de forma individual. Dessa
forma, o processo apresentado pelo fluxograma se repete tantas vezes quantas forem as
variáveis de interesse a serem analisadas.
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Figura 31: Fluxograma do passo a passo para detecção das variáveis de interesse
Fonte: Autora.

A verificação inicia percorrendo cada uma das linhas a fim de observar se em alguma
das linhas a variável de interesse encontra-se localizada como primeiro item da linha
e se também há um valor numérico presente naquela linha. Caso essa verificação seja
verdadeira, o valor numérico da linha é retornado como o valor da variável e o algoritmo
se encerra.

Por outro lado, se não for retornado nenhum valor, segue-se para o próximo passo
que consiste em verificar para cada linha se a variável de interesse está como primeiro
item. Se para alguma linha essa verificação for verdadeira, o algoritmo irá verificar nas
próximas 10 linhas se há algum valor numérico presente como primeiro item. Sendo essa
segunda verificação verdadeira, este valor numérico será retornado como o valor obtido.

Se o quarto passo for concluı́do sem retornar nenhum valor, o algoritmo retornará um
valor nulo, indicando que o valor da variável não foi encontrado.

6.1.4 Resultado

Por fim, após a detecção de todas as variáveis de interesse e seus respectivos valores
para cada um dos PDFs analisados, todas as informações são compiladas e enviadas para
um arquivo .csv a fim de apresentar de forma mais clara as informações extraı́das de cada
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um dos PDFs. Neste arquivo cada uma das variáveis de interesse representam as colunas
da tabela, enquanto que cada um dos PDFs representam as linhas.

6.2 Estudo de caso

A extração de informação de dados de exame de sangue consiste em uma das princi-
pais ferramentas presentes no aplicativo.

A extração automática dos dados oriundos dos exames de sangue anexados pelos
usuários na ferramenta permite que tanto o paciente quanto os profissionais de saúde à
ele vinculados tenham acesso as informações de cada um dos exames na tela no aplica-
tivo de forma mais clara, sem precisar abrir cada um dos documentos.

Além disso, a partir da extração automática dos dados dos exames enviados pelo
usuário, a ferramenta possui a funcionalidade de apresentar, através de um gráfico, a
variação de cada uma destas variáveis ao longo do tempo.

Assim como descrito na metodologia, os resultados deste estudo podem ser divididos
em três etapas, como mostra a Figura 32: a primeira delas apresenta os resultados obtidos
a partir da utilização da ferramenta Azure para extração do texto dos exames de sangue;
a segunda, apresenta os resultados após a aplicação da técnica form understanding para
a localização e obtenção dos valores das variáveis de interesse; a terceira e última etapa
representa a geração de um arquivo .Comma Separated Values (.csv) com todos os exames
analisados e seus respectivos valores para cada uma das variáveis de interesse. A seguir,
cada uma das etapas será melhor descrita e terá seus resultados apresentados.

6.2.1 Utilização da ferramenta Azure

O modelo de análise de documentos escolhido, como dito anteriormente, foi o modelo
de Layout, que consiste em uma API avançada de análise de documentos baseada em
aprendizado de máquina, disponı́vel na nuvem. Esta API permite analisar documentos em
diferentes formatos e retornar representações de dados estruturados desses documentos.
Para extrair as informações de texto, tabelas, marcas de seleção e estrutura do documento,
a API combina recursos de OCR com modelos de aprendizado profundo [72].

A Figura 33 apresenta um exemplo, fornecido pela própria Microsoft, de documento
processado utilizando o modelo layout para análise de documentos.

A API pode ser usada em diferentes linguagens de programação, neste estudo foi
escolhido usar a linguagem Python. No entanto, para que tal API seja utilizada, alguns
pré-requisitos devem ser considerados, de acordo com a documentação disponı́vel em
[72], eles são:

• Assinatura do Azure;

• Python 3.7 ou posterior;
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Figura 32: Etapas do processo
Fonte: Autora.

• Versão mais recente do Visual Studio Code ou de um Integrated Development En-

vironment (IDE) da preferência do programador;

• Recurso de Inteligência de Documento ou Serviços de IA do Azure;

• Chave e Ponto de extremidade do recurso implementado.

Caso se deseje acessar vários serviços da IA Azure faz-se necessário que se crie um
recurso de serviços, mas como neste caso a ideia consiste somente em utilizar o serviço
de inteligência de documentos, foi necessário criar somente um recurso do Document In-

telligence. Após a implantação do recurso pode-se obter então as informações da chave
e do ponto de extremidade deste recurso, como mostra a Figura 34. Tais informações
permitem que se possa conectar o sistema que se está desenvolvendo com a API do Do-

cument Intelligence, ou seja, para interagir com o serviço do Document Intelligence é
preciso criar uma instância da classe DocumentAnalysisClient utilizando as informações
da chave e do ponto de extremidade obtidas anteriormente [73].

Após a definição da chave e do ponto de extremidade, são utilizadas basicamente duas
funções principais disponibilizadas pela ferramenta: a função DocumentAnalysisClient
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Figura 33: Exemplo de documento processado utilizando o modelo layout
Fonte: [72]

que fornece as operações necessárias para analisar os documentos fornecidos a partir da
utilização de modelos pré-construı́dos e personalizados; e a função analyze layout que
é utilizada para analisar o documento. O recurso prebuilt-layout é utilizado para extrair
texto e localizações de texto, tabelas, marcas de seleção e informações de estrutura de
documentos e imagens.

Um exemplo de saı́da do sistema após a utilização destes recursos é apresentado pela
Figura 35

6.2.2 Utilização da técnica Form Understanding

Após a extração do texto dos PDFs de exame de sangue, o próximo passo consiste
em aplicar a técnica conhecida como Form Understanding a fim de encontrar as variáveis
de interesse. Para isso, foi desenvolvido um algoritmo que recebe como entrada o texto
extraı́do a partir da utilização da API Azure e percorre tal texto seguindo a metodologia
apresentada anteriormente pela Figura 10, onde n é igual a 10 e representa o critério de
parada.

A Figura 36 apresenta um exemplo da saı́da do sistema após a aplicação da técnica
Form Understanding para a extração de algumas das variáveis de interesse apresenta-
das anteriormente. Além disso, a saı́da do sistema apresenta a resposta para algumas
variáveis de interesse considerando diferentes arquivos, ou seja, diferentes laboratórios e,
consequentemente, diferentes layouts de documentos.
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Figura 34: Exemplo de localização das Keys and Endpoint
Fonte: [74]

6.2.3 Geração de arquivo .csv

Tão logo as informações das variáveis de interesse são obtidas um arquivo .csv é ge-
rado com as informações extraı́das, conforme mostra a Figura 37. Neste arquivo, como
descrito anteriormente, as variáveis de interesse representam as colunas da tabela, en-
quanto que as linhas representam os diferentes arquivos enviados na entrada.

6.2.4 Exemplo de aplicação para 3 laboratórios diferentes

Com o objetivo de mostrar que o sistema desenvolvido realmente retorna no arquivo
.csv os valores que constam no PDF original utilizado como entrada para o sistema, são
apresentados os resultados obtidos para 3 laboratórios diferentes (Gram, Analisa e Sérgio
Franco), como mostram as Figuras 38, 39 e 40. Vale ressaltar que por uma questão de si-
gilo quaisquer informações que pudessem remeter aos pacientes e/ou médicos dos exames
foram encobertas.

Tais documentos foram colocados como entrada no sistema e passaram por todas as
etapas descritas anteriormente, ou seja, os três tiveram seus textos extraı́dos utilizando a
ferramenta Azure (Figuras 41, 42 e 43).

Em seguida, os textos extraı́dos foram percorridos a fim de encontrar as variáveis de
interesse (ver Figura 44) que são apresentadas no arquivo .csv gerado, como mostra a
Figura 45.

Por fim, as Figuras 46, 47 e 48 apresentam os resultados obtidos para cada um dos 3
laboratórios considerados.
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Figura 35: Exemplo parcial de extração de dados de exames de sangue a partir da
utilização da ferramenta Azure da Microsoft

Fonte: Autora.

Figura 36: Exemplo de extração de algumas variáveis de interesse de vários exames de
sangue

Fonte: Autora.

6.3 Análise dos Resultados

A presente seção tem como objetivo apresentar as análises realizadas a fim de quan-
tificar o desempenho apresentado pela metodologia proposta. Para isso, são realizadas
análises de desempenho quanto aos exames de sangue e as variáveis de interesse, bem
como a análise da complexidade.

Os resultados apresentados anteriormente pelo estudo de caso representam exemplos
de todo o processo de extração que foi realizado. Porém, os resultados apresentados neste
capı́tulo tratam-se de um recorte, pois a quantidade de laboratórios e exames de sangue
é superior ao que foi apresentado pelo estudo de caso. No total, foram analisados 210
exames de sangue diferentes, sendo 133 deles arquivos PDFs originais dos laboratórios e
77 arquivos escaneados.
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Figura 37: Exemplo de arquivo gerado a partir do processo de extração das variáveis de
interesse de vários exames de sangue

Fonte: Autora.

Anteriormente, foram apresentados exemplos de 3 laboratórios distintos, porém, mais
laboratórios foram testados, são eles:

• Wilde;

• Lunav;

• Torres;

• Gram;

• Hemolab;

• Birck;

• Santa Casa de Rio Grande;

• Hospital Universitário (HU) - FURG;

• DB Diagnósticos;

• Santa Casa de Pelotas;

• Santa Luzia;

• Antonello;

• Hermes Pardini;

• Mont’Serrat;

• DR Thofehrn;
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Figura 38: Exemplo de layout do laboratório Gram
Fonte: Autora.

• Hospital Fêmina S/A;

• HNSA;

• Unimed Pelotas;

• Unimed Caxias;

• Sergio Franco;

• Perez Limardo;

• Weinmann

Ressalta-se, ainda, que para um mesmo laboratório foi possı́vel observar diferentes
layouts.

A fim de medir o desempenho da metodologia adotada para a realização da extração
de informação dos exames de sangue, optou-se por calcular Precision, Recall e F1 Score

[75], definidas e apresentadas anteriormente, para dois testes distintos: o primeiro deles,
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Figura 39: Exemplo de layout do laboratório Analisa
Fonte: Autora.

considerava estas métricas para cada um dos 210 exames de sangue analisados; enquanto
que o segundo teste, utilizava as métricas para avaliar o desempenho para cada uma das
variáveis de interesse consideradas.

Além disso, em cada um dos testes foram calculadas as métricas considerando o total
de 210 exames, mas também, com a separação destes exames em originais e imagens,
para que se pudesse dessa forma analisar se o desempenho da metodologia adotada possui
diferença significativa quando se tinha um arquivo escaneado ao invés do arquivo original
disponibilizado pelos laboratórios.

6.3.1 Análise de desempenho considerando cada um dos exames de sangue

Nesta primeira análise, o objetivo consiste em definir o desempenho apresentado pela
metodologia proposta para cada um dos exames de sangue. Para isso, foram utilizadas
as métricas de avaliação apresentadas anteriormente: Precision, Recall e F1 Score. A
seguir são apresentados, de forma detalhada, a maneira como cada uma das métricas foi
calculada e quais variáveis foram consideradas.
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• Precision: Calculado a partir da divisão do total de variáveis de interesse presente
no exame extraı́das corretamente (VP) pelo total de variáveis de interesse presente
no exame extraı́das;

• Recall: Calculado a partir da divisão do total de variáveis de interesse presente no
exame extraı́das corretamente (VP) pelo total de variáveis de interesse presente no
exame;

• F1 Score: Calculado a partir da divisão de duas vezes o valor entre o precision e o
recall pela soma do precision e do recall.

A fim de facilitar o entendimento acerca dos resultados, optou-se por apresentar todos
os resultados em tabelas. Porém, a fim de otimização de espaço, optou-se por apresentar a
seguir somente a Tabela 18 que mostra apenas o resultado para alguns exames. As tabelas
com os dados de todos os exames podem ser encontradas no Anexo B.

Além disso, os 210 exames foram separados em dois grupos: o primeiro deles apre-
senta aqueles exames de PDFs originais disponibilizados pelos laboratórios; enquanto que
o segundo grupo apresenta os exames tidos como “não originais”, pois se tratam daqueles
exames que foram escaneados e/ou fotografados. A Tabela 19 apresenta os exames que
pertencem ao grupo 1, enquanto que a Tabela 20 representa os exames que pertencem ao
grupo 2.

Dessa forma, para evitar a repetição dos dados apresentados nas tabelas anteriores,
optou-se por apresentar somente os resultados de média e desvio padrão calculados para
cada um dos dois grupos, como mostra a Tabela 21.

Analisando a tabela apresentada pode-se observar que existe uma queda no rendi-
mento do sistema proposto quando se considera a extração de informação de imagens.
Isto acontece devido ao fato de algumas vezes a cópia/foto/digitalização não ter sido reali-
zada da maneira adequada, ou seja, quando se trata da extração de informação de arquivos
que não são os PDFs originais, a qualidade do arquivo analisado interfere no processo de
análise e extração dos dados de interesse.

6.3.2 Análise de desempenho considerando cada uma das variáveis de interesse

Além da análise apresentada anteriormente, optou-se por realizar a análise conside-
rando cada uma das variáveis de interesse, a fim de realizar uma melhor avaliação do
sistema proposto. Tal análise foi realizada com o intuito de observar de forma mais es-
pecı́fica se alguma das variáveis de interesse apresentavam resultado muito divergente das
outras variáveis.

Para o cálculo das métricas de avaliação foram considerados as seguintes variáveis:

• Precision: Calculado a partir da divisão do total de vezes que a variável foi extraı́da
corretamente pelo total de vezes que a variável foi extraı́da;
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• Recall: Calculado a partir da divisão do total de vezes que a variável foi extraı́da
corretamente pelo total de exames que tinha a variável;

• F1 Score: Calculado a partir da divisão de duas vezes o valor entre o precision e o
recall pela soma do precision e do recall.

As Tabelas 22 e 23 apresentam não só os valores obtidos de precision, recall e F1

Score para cada uma das 37 variáveis de interesse analisadas, mas também a média e o
desvio padrão destas métricas.

Assim como na análise apresentada anteriormente, também optou-se por realizar este
teste considerando os grupos 1 e 2, para que se pudesse verificar a influência que um
arquivo não original podia ter em alguma variável de interesse especı́fica. A Tabela 24
apresenta os resultados obtidos.

Diferente dos resultados apresentados para o teste anterior, quando se trata de uma
análise por variável de interesse observa-se que os resultados obtidos para o segundo
grupo são melhores do que os obtidos para o primeiro grupo.

Ressalta-se que, para ambos os testes apresentados, não se pode ignorar o fato de que
as amostras consideradas para a divisão em grupo 1 e grupo 2 são diferentes, o que pode
influenciar nos resultados obtidos.

6.3.3 Análise de Complexidade

Para analisar a complexidade computacional do algoritmo de extração proposto, seja n

o número de documentos PDF disponı́veis no diretório de entrada, m o tamanho médio de
cada documento (medido em termos do número de páginas ou da quantidade de conteúdo
textual extraı́do) e k o número de parâmetros laboratoriais a serem extraı́dos de cada
documento.

Inicialmente, o algoritmo percorre todos os arquivos PDF contidos no diretório de
destino, resultando em uma dependência linear em relação ao número de documentos, isto
é, O(n). Para cada documento, o método invoca a rotina de processamento responsável
pela leitura e extração das informações textuais do PDF. Essa etapa constitui a operação
computacionalmente mais custosa, pois exige a análise do conteúdo do documento antes
que o processo de extração possa ser realizado.

Posteriormente, o algoritmo executa uma série de buscas para identificar e extrair os
parâmetros laboratoriais de interesse. Considerando que aproximadamente (k) atributos
laboratoriais são avaliados para cada documento e que cada busca pode requerer a varre-
dura do conteúdo extraı́do, o custo computacional associado a um único documento pode
ser expresso como O(k ·m).

Portanto, a complexidade temporal total do algoritmo é dada por: T (n) = O(n · k ·m).

Como (k) corresponde a um número fixo de parâmetros laboratoriais e não aumenta
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com o tamanho da entrada, ele pode ser tratado como um fator constante. Consequente-
mente, a complexidade temporal pode ser simplificada para: T (n) = O(n ·m).

Em relação ao consumo de memória, o algoritmo armazena os atributos extraı́dos em
uma estrutura de dicionário e acumula os registros extraı́dos antes de exportá-los para um
arquivo CSV. Como o número de atributos é fixo, a memória necessária para processar
um documento individual permanece constante, isto é, O(1). Entretanto, como os re-
sultados extraı́dos de todos os documentos processados são mantidos em memória até a
geração do arquivo CSV, a complexidade espacial total cresce linearmente com o número
de documentos, resultando em uma complexidade espacial de: S(n) = O(n).
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Figura 40: Exemplo de layout do laboratório Sérgio Franco
Fonte: Autora.
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Figura 41: Texto extraı́do para o exemplo de layout do laboratório Gram
Fonte: Autora.
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Figura 42: Texto extraı́do para o exemplo de layout do laboratório Analisa
Fonte: Autora.
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Figura 43: Texto extraı́do para o exemplo de layout do laboratório Sérgio Franco
Fonte: Autora.

Figura 44: Variáveis de interesse obtidas a partir da utilização da técnica form understan-
ding para os três layouts

Fonte: Autora.



134

Figura 45: Variáveis de interesse obtidas a partir da utilização da técnica form understan-
ding para os três layouts apresentadas no .csv gerado

Fonte: Autora.



135

Figura 46: Comparação do resultado obtido para o exemplo de layout do laboratório Gram
Fonte: Autora.
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Figura 47: Comparação do resultado obtido para o exemplo de layout do laboratório
Analisa

Fonte: Autora.



137

Figura 48: Comparação do resultado obtido para o exemplo de layout do laboratório
Sérgio Franco

Fonte: Autora.
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Tabela 19: Relação de exames de sangue pertencentes ao Grupo 1

1 13 25 37 49 61 73 85 97 109 132 210
2 14 26 38 50 62 74 86 98 110 133
3 15 27 39 51 63 75 87 99 111 134
4 16 28 40 52 64 76 88 100 112 135
5 17 29 41 53 65 77 89 101 113 136
6 18 30 42 54 66 78 90 102 114 137
7 19 31 43 55 67 79 91 103 115 138
8 20 32 44 56 68 80 92 104 127 139
9 21 33 45 57 69 81 93 105 128 140

10 22 34 46 58 70 82 94 106 129 141
11 23 35 47 59 71 83 95 107 130 142
12 24 36 48 60 72 84 96 108 131 143

Fonte: Autora.

Tabela 20: Relação de exames de sangue pertencentes ao Grupo 2

116 144 155 166 177 188 199
117 145 156 167 178 189 200
118 146 157 168 179 190 201
119 147 158 169 180 191 202
120 148 159 170 181 192 203
121 149 160 171 182 193 204
122 150 161 172 183 194 205

Fonte: Autora.

Tabela 21: Resumo das métricas considerando cada um dos três testes realizados

Grupo Amostras
Média
Preci-
sion

Média
Recall

Média
F1

Score

Desvio
Padrão

Precision

Desvio
Padrão
Recall

Desvio
Padrão

F1 Score
1 133 90% 88% 90% 15% 16% 11%
2 77 87% 85% 87% 15% 15% 11%

Total 210 89% 87% 89% 15% 16% 11%
Fonte: Autora.
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Ã

O
11

%
13

%
12

%

Fo
nt

e:
A

ut
or

a.



142

Tabela 24: Resumo das métricas considerando as variáveis de interesse para cada um dos
três testes realizados

Grupo Amostras
Média
Preci-
sion

Média
Recall

Média
F1

Score

Desvio
Padrão

Precision

Desvio
Padrão
Recall

Desvio
Padrão

F1 Score
1 133 88% 82% 84% 18% 20% 19%
2 77 89% 87% 88% 14% 15% 14%

Total 210 89% 87% 88% 11% 13% 12%
Fonte: Autora.



7 MODELAGEM NEURO-FUZZY PARA APOIO À DECISÃO

CLÍNICA DE DM2

O presente capı́tulo apresenta os bancos de dados, a metodologia de modelagem e
os resultados experimentais associados aos dois nı́veis do sistema neuro-fuzzy proposto
para apoio à decisão clı́nica no contexto do Diabetes Mellitus Tipo 2 (DM2). Para evitar
ambiguidades clı́nicas, adota-se, ao longo deste capı́tulo, a seguinte distinção concei-
tual: o Nı́vel 01 corresponde a uma implementação fuzzy dos critérios laboratoriais de
classificação glicêmica, com base em glicemia de jejum e hemoglobina glicada (HbA1c);
já o Nı́vel 02 corresponde a uma estratificação transversal do risco metabólico atual, cons-
truı́da a partir de um perfil clı́nico instantâneo, sem pretensão de estimar incidência futura
ou tempo até o desenvolvimento da doença.

7.1 Banco de Dados para o apoio à decisão clı́nica de DM2

Esta seção tem como objetivo apresentar os bancos de dados utilizados para realizar o
processo de apoio à decisão clı́nica de DM2, para que em seguida possa ser apresentada
a metodologia adotada para realizar tal processo.

A proposta inicial do estudo consistia na construção de um banco de dados especı́fico,
formado a partir do envio espontâneo de exames de sangue pelos participantes. Para
viabilizar essa etapa, foi necessária a submissão do projeto ao Comitê de Ética em Pes-
quisa, uma vez que o estudo envolveria a utilização de dados reais e sensı́veis. Assim,
o projeto intitulado Repositório Dinâmico de Informações Pregressas e Atuais de
Saúde do Usuário foi submetido ao comitê e posteriormente aprovado, autorizando o
uso de dados fornecidos voluntariamente pelos participantes. A consulta ao projeto e à
sua respectiva aprovação pode ser realizada por meio do número de identificação CAAE
60939822.5.0000.5324.

Após a análise dos dados inicialmente recebidos, constatou-se que a quantidade de
informações coletadas não era suficiente para a formação do banco de dados pretendido.
Diante disso, tornou-se necessário identificar outra fonte de dados que pudesse suprir as
necessidades do estudo. Para permitir o uso de novos conjuntos de dados, foi solicitada
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uma emenda ao Comitê de Ética, a qual, após aprovada, possibilitou a formalização de
parceria com o Hospital Universitário Dr. Miguel Riet Corrêa Jr. (HU-FURG/Ebserh),
responsável pelo fornecimento de dados disponı́veis em seu banco institucional.

Entretanto, o banco de dados disponibilizado pelo hospital apresentou limitações
quanto ao número de registros e às variáveis necessárias para a categorização transversal
do risco de desenvolvimento de diabetes mellitus. Considerando que muitos dos exames
requeridos são especı́ficos para investigação da doença, foi necessário buscar uma alterna-
tiva que permitisse ampliar o conjunto de dados. Dessa forma, optou-se pela utilização do
simulador Sint Multiverse, desenvolvido no doutorado de Mateus Jung (PPGMC, FURG,
em andamento sob a orientação da Profa. Graçaliz Dimuro, publicado em [76]), capaz de
gerar, em grande escala, dados sintéticos contendo as variáveis essenciais ao processo de
categorização do risco de desenvolvimento do DM2.

A seguir, serão apresentados detalhadamente os dois bancos de dados utilizados nas
modelagens: o primeiro, composto por dados reais provenientes do hospital parceiro; e o
segundo, formado por dados sintéticos gerados pelo simulador Sint Multiverse.

7.1.1 Dados Reais: Hospital Universitário (HU)

Os dados recebidos do HU referem-se às informações coletadas de pacientes atendi-
dos em diversos setores da instituição. Entretanto, o processo de digitalização e registro
eletrônico de dados no hospital é relativamente recente, o que explica o tamanho reduzido
do banco disponibilizado em comparação ao inicialmente previsto.

Todos os dados fornecidos foram previamente tratados pela equipe do hospital, ga-
rantindo a remoção de informações que permitissem a identificação dos pacientes. Além
disso, os dados foram organizados em arquivos separados, cada um correspondente a um
tipo especı́fico de exame. De forma resumida, os arquivos recebidos foram:

• Anamnese;

• Evolução clı́nica;

• Colesterol HDL;

• Colesterol LDL;

• Colesterol total;

• Colesterol VLDL;

• Creatinina;

• GAMA GT;

• Glicose;
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• Hemograma completo;

• Hemoglobina glicada;

• Potássio;

• TGO;

• TGP;

• Triglicerı́deos;

• Ureia;

• Informações básicas dos pacientes (sexo, raça e idade).

Ao todo, foram recebidas informações referentes a 16.799 pacientes. No entanto,
nem todos possuı́am registros completos para todos os exames, e muitos apresentavam
múltiplas coletas de um mesmo tipo de exame, situação comum entre pacientes hospi-
talizados que realizam exames diariamente. Assim, tornou-se necessário aplicar proce-
dimentos de tratamento e filtragem a fim de preparar os dados para a modelagem fuzzy,
descrita posteriormente.

Como já se conheciam previamente as variáveis necessárias para cada uma das mode-
lagens, optou-se por organizar os dados considerando separadamente as duas abordagens
propostas.

Para a modelagem destinada à classificação diagnóstica laboratorial do paciente, so-
mente dois exames eram necessários: glicose e hemoglobina glicada (HbA1c).

Durante o processo de filtragem, foram identificados 11.219 registros de glicose e
5.524 registros de hemoglobina glicada. Entretanto, o interesse do estudo concentrava-se
na intersecção desses conjuntos, ou seja, nos pacientes que possuı́am ambos os exames.
Essa etapa resultou em 3.739 pacientes com medições disponı́veis para glicose e HbA1c.

Contudo, além de identificar pacientes com ambos os exames, era necessário deter-
minar se esses indivı́duos eram diabéticos, pré-diabéticos ou não diabéticos, a fim de
utilizar essa classificação como target no treinamento e avaliação da modelagem. Para
isso, foram analisados os dataframes de anamnese e evolução clı́nica, buscando indı́cios
de diabetes, tais como registros médicos, diagnósticos descritos ou uso de medicamen-
tos tı́picos do tratamento do DM2. A Figura 49 ilustra a intersecção necessária entre os
diferentes conjuntos de dados.

Após essa etapa, verificou-se que 3.577 dos 3.739 pacientes possuı́am todas as
informações necessárias, incluindo inclusive, a classificação diagnóstica.

Como mencionado anteriormente, alguns pacientes apresentavam múltiplas coletas
para um mesmo exame. Para representar melhor o estado clı́nico desses indivı́duos, optou-
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Figura 49: Diagrama representando a intersecção dos dados necessários para a construção
do banco destinado à modelagem de classificação diagnóstica laboratorial

Fonte: Autora.

se por utilizar a média dos valores de glicose e hemoglobina glicada quando mais de uma
medição estava disponı́vel.

Concluı́da a filtragem, procedeu-se à organização dos dados para utilização na mode-
lagem. Para isso, foram criados dois arquivos no formato .csv: o primeiro, denominado
data, ilustrado na Figura 50, contendo as médias de glicose e hemoglobina glicada de
cada um dos 3.577 pacientes; e o segundo, denominado target, ilustrado na Figura 51,
contendo a classificação diagnóstica (diabético, pré-diabético ou não diabético).

Figura 50: Exemplo do arquivo data, contendo os valores médios de glicose e hemoglo-
bina glicada dos pacientes.

Fonte: Autora.

Ressalta-se que, apesar da SBD e também da ADA [15] (Associação Americana de
Diabetes), estabelecerem que o diagnóstico de DM2 requer dois testes alterados (mesma
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Figura 51: Exemplo do arquivo target, contendo a classificação diagnóstica dos pacientes.
Fonte: Autora.

amostra com dois marcadores diferentes ou repetição do exame em segunda visita), com
exceção para os casos de glicemia ≥ 200 mg/dL acompanhada de sintomas clássicos
(poliúria, polidipsia, perda ponderal), o modelo nı́vel 1 opera sobre uma única medida
por paciente.

Portanto, após a utilização das informações providas pelo hospital, conclui-se que o
banco de dados proveniente do HU continha informações suficientes para a realização da
primeira modelagem.

Por outro lado, verificou-se que o banco não possuı́a informações suficientes para a
segunda modelagem, a qual visava classificar o risco de desenvolvimento de DM2. Isso
ocorreu porque o conjunto fornecido pelo hospital não incluı́a, na maioria dos casos, os
dados necessários para o cálculo do IMC, já que peso e altura raramente estavam dis-
ponı́veis simultaneamente. Além disso, mesmo os poucos pacientes que possuı́am essas
informações não pertenciam à intersecção desejada com as demais variáveis necessárias,
tornando inviável o uso do banco do HU na segunda modelagem.

7.1.1.1 Caracterização da Amostra

A base de dados utilizada neste estudo foi composta por 3.577 indivı́duos, contendo
informações referentes ao sexo, raça, idade, glicemia média, hemoglobina glicada média
e classificação glicêmica.

Em relação ao sexo, observou-se predominância de indivı́duos do sexo feminino, cor-
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respondendo a 2.340 participantes (65,4%), enquanto 1.237 participantes (34,6%) eram
do sexo masculino.

Quanto à raça, a maioria dos indivı́duos foi classificada como branca, totalizando
2.422 participantes (67,7%). Os indivı́duos autodeclarados pretos corresponderam a 608
registros (17,0%), enquanto 542 participantes (15,2%) não apresentaram declaração ra-
cial. Adicionalmente, foram identificados cinco indivı́duos classificados como amarelos,
representando menos de 0,1% da amostra.

A idade dos participantes variou entre 2 e 96 anos, apresentando média de 56,90 ±
17,02 anos. Considerando os indivı́duos adultos, observou-se maior concentração nas fai-
xas etárias entre 50 e 79 anos, com destaque para a faixa de 60 a 69 anos, que apresentou
a maior frequência de registros.

Quanto à classificação glicêmica, 1.664 indivı́duos (46,5%) foram classificados como
pré-diabéticos, 1.068 (29,9%) como diabéticos e 845 (23,6%) como não diabéticos. Essa
distribuição evidencia uma predominância de indivı́duos com alterações glicêmicas, ca-
racterı́stica relevante para o desenvolvimento e validação dos modelos propostos neste
trabalho.

A Figura 52 apresenta a caracterização da amostra utilizada neste estudo, evidenci-
ando a distribuição dos participantes quanto ao sexo, raça, faixa etária e classificação
glicêmica.

(a) Distribuição dos indivı́duos segundo o sexo. (b) Distribuição dos indivı́duos segundo a raça.

(c) Distribuição dos indivı́duos por faixa etária.
(d) Distribuição dos indivı́duos segundo a
classificação glicêmica.

Figura 52: Caracterização da amostra do HU. São apresentadas as distribuições dos par-
ticipantes quanto ao sexo, raça, faixa etária e classificação glicêmica.



149

Por outro lado, a Tabela 25 apresenta um resumo das principais caracterı́sticas da
amostra utilizada neste trabalho.

Tabela 25: Caracterı́sticas da amostra utilizada no estudo - Dados do HU.

Caracterı́stica Valor

Número de indivı́duos 3577
Idade (média ± DP) 56,90±17,02 anos
Idade mı́nima – máxima 2 – 96 anos
Feminino 2340 (65,4%)
Masculino 1237 (34,6%)
Branca 2422 (67,7%)
Preta 608 (17,0%)
Sem declaração 542 (15,2%)
Amarela 5 (0,1%)
Não-Diabetes 845 (23,6%)
Pré-Diabetes 1664 (46,5%)
Diabetes 1068 (29,9%)

DP: desvio padrão. Os valores são apresentados como média± desvio padrão ou número de indivı́duos
(%).

Além disso, optou-se por apresentar uma caracterização da amostra estratificada se-
gundo a classificação glicêmica, como mostra a Tabela 26. Observa-se que os grupos
Pré-Diabetes e Diabetes apresentaram médias de idade superiores à observada no grupo
Não-Diabetes, indicando maior concentração de indivı́duos com alterações glicêmicas em
faixas etárias mais avançadas.

Em relação ao sexo, verificou-se predominância de indivı́duos do sexo feminino em
todas as classes analisadas, representando 69,2% dos participantes classificados como
Não-Diabetes, 65,1% dos Pré-Diabéticos e 62,9% dos Diabéticos.

Quanto à raça, observou-se predominância de indivı́duos brancos em todos os gru-
pos, correspondendo a aproximadamente dois terços da amostra em cada classificação
glicêmica. As proporções de indivı́duos pretos e sem declaração racial permaneceram
relativamente estáveis entre as diferentes classes, indicando distribuição demográfica se-
melhante entre os grupos analisados.

7.1.2 Dados Sintéticos: Simulador Sint Multiverse

Diante da necessidade de identificar um dataset capaz de fornecer as informações
requeridas para a categorização transversal do perfil de risco metabólico associado ao
DM2, optou-se pela utilização de um conjunto de dados sintéticos gerado a partir do
simulador de população Sint Multiverse. Esse simulador é capaz de produzir populações
inteiras com base em informações previamente fornecidas e em cálculos probabilı́sticos,
permitindo a geração de um conjunto de dados com o tamanho e as variáveis desejadas.
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Tabela 26: Caracterização da amostra segundo a classificação glicêmica - Dados HU.

Caracterı́stica Não-Diabetes Pré-Diabetes Diabetes Total

n 845 1664 1068 3577
Idade (anos) 46,64±19,70 59,82±14,79 60,47±14,62 56,90±17,02

Sexo feminino 585 (69,2%) 1083 (65,1%) 672 (62,9%) 2340 (65,4%)
Sexo masculino 260 (30,8%) 581 (34,9%) 396 (37,1%) 1237 (34,6%)

Branca 569 (67,3%) 1113 (66,9%) 740 (69,3%) 2422 (67,7%)
Preta 150 (17,8%) 279 (16,8%) 179 (16,8%) 608 (17,0%)
Sem declaração 126 (14,9%) 268 (16,1%) 148 (13,9%) 542 (15,2%)

Valores expressos como média ± desvio padrão ou número de indivı́duos (%). Os percentuais foram
calculados em relação ao total de indivı́duos de cada classe glicêmica.

Embora o dataset sintético tenha sido construı́do para atender às necessidades da se-
gunda modelagem, era imprescindı́vel que também incluı́sse as variáveis utilizadas na
primeira modelagem, visto que esta segunda etapa depende diretamente dos resultados
da primeira. Isso ocorre porque o modelo de risco é treinado exclusivamente com paci-
entes previamente classificados como pré-diabéticos ou não diabéticos, classificação essa
oriunda da modelagem diagnóstica.

Os dados simulados foram disponibilizados em um arquivo JSON contendo as se-
guintes informações essenciais: identificador, idade, altura, peso, glicose, hemoglobina
glicada e presença ou ausência de diabetes. A partir desse conjunto de atributos, foi
possı́vel estruturar um dataset coerente, robusto e adequado ao treinamento do segundo
modelo. Uma análise inicial indicou que o arquivo continha um total de 7.585 pacientes
sintéticos.

Antes de sua utilização, o dataset passou por um processo de análise e filtragem para
adequação às necessidades do estudo. Inicialmente, avaliou-se quais dos 7.585 indivı́duos
apresentavam todas as variáveis de interesse (glicose, hemoglobina glicada, raça, sexo,
peso, altura ou IMC, além da classificação diagnóstica).

Posteriormente, verificou-se a faixa etária dos pacientes. O simulador gera indivı́duos
(“sints”) desde o primeiro ano de vida até sua morte, permitindo a restrição da análise ape-
nas às idades relevantes para o modelo, definidas entre 20 e 90 anos. Após essa filtragem
etária e das variáveis essenciais, o número de pacientes foi reduzido para 3.144.

Em seguida, procedeu-se à análise da variável raça, uma vez que o modelo considerava
apenas duas categorias: negros e brancos. Aplicado esse filtro, o total foi reduzido para
2.949 pacientes sintéticos.

A partir desse conjunto final, foram estruturados dois datasets. O primeiro destinou-
se à classificação diagnóstica (diabético, pré-diabético ou não diabético), utilizando os
dados de glicose e hemoglobina glicada e o segundo dataset, por sua vez, foi formado a
partir dos resultados do primeiro, considerando apenas indivı́duos classificados como pré-
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diabéticos ou não diabéticos. Dessa maneira, dos 2.949 indivı́duos, permaneciam 1.352
para a construção do conjunto de dados voltado à modelagem de risco. Esse segundo
dataset incluı́a, além da classificação herdada da primeira modelagem, informações de
idade, raça, sexo e IMC.

Para cada um dos dois datasets, foram geradas duas tabelas: a primeira, denominada
data, contendo todas as variáveis de entrada utilizadas pelo modelo; e a segunda, deno-
minada target, estruturada como uma matriz binária que associa cada paciente à resposta
esperada na classificação. Ressalta-se que, nesta modelagem, a construção do arquivo tar-
get foi realizada a partir da utilização das regras mamdani, uma vez que os dados gerados
pelo simulador não apresentavam classificação diagnóstica para os pacientes.

Dessa forma, fez-se necessário que para a construção dos arquivos target fossem de-
finidas as regras mamdani para ambas as modelagens: a primeira delas considerando a
classificação diagnóstica laboratorial em diabético, não diabético e pré diabético e, a se-
gunda, a categorização transversal do risco metabólico.

Sendo assim, para a construção do primeiro arquivo, foi considerado que as regras são
elaboradas a partir de dois critérios (G e HbA1c) e que cada critério pode apresentar três
classificações (normal, intermediário e alto), conclui-se que são, portanto, 9 regras. São
elas:

• Se G é ALTO e HbA1c é ALTO então Y é DIABÉTICO;

• Se G é ALTO e HbA1c é INTERMEDIÁRIO então Y é PRÉ-DIABÉTICO;

• Se G é ALTO e HbA1c é NORMAL então Y é PRÉ-DIABÉTICO;

• Se G é INTERMEDIÁRIO e HbA1c é ALTO então Y é DIABÉTICO;

• Se G é INTERMEDIÁRIO e HbA1c é INTERMEDIÁRIO então Y é PRÉ-
DIABÉTICO;

• Se G é INTERMEDIÁRIO e HbA1c é NORMAL então Y é PRÉ-DIABÉTICO;

• Se G é NORMAL e HbA1c é ALTO então Y é DIABÉTICO;

• Se G é NORMAL e HbA1c é INTERMEDIÁRIO então Y é PRÉ-DIABÉTICO;

• Se G é NORMAL e HbA1c é NORMAL então Y é NÃO DIABÉTICO;

Já para a construção do arquivo para a segunda modelagem, foi considerado que as
regras são elaboradas a partir de quatro critérios (IMC, C, S e R) e que três deles (C, S e
R) apresentam duas classificações e um deles (IMC) apresenta 3 classificações, conclui-se
que serão, portanto, 24 regras. São elas:
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• Se C é PRÉ-DIABETES e S é FEMININO e R é BRANCO e IMC é ALTO então
Y é ALTO;

• Se C é PRÉ-DIABETES e S é FEMININO e R é BRANCO e IMC é INTER-
MEDIÁRIO então Y é INTERMEDIÁRIO;

• Se C é PRÉ-DIABETES e S é FEMININO e R é BRANCO e IMC é NORMAL
então Y é INTERMEDIÁRIO;

• Se C é PRÉ-DIABETES e S é FEMININO e R é NEGRO e IMC é ALTO então Y
é ALTO;

• Se C é PRÉ-DIABETES e S é FEMININO e R é NEGRO e IMC é INTER-
MEDIÁRIO então Y é ALTO;

• Se C é PRÉ-DIABETES e S é FEMININO e R é NEGRO e IMC é NORMAL então
Y é ALTO;

• Se C é PRÉ-DIABETES e S é MASCULINO e R é BRANCO e IMC é ALTO então
Y é INTERMEDIÁRIO;

• Se C é PRÉ-DIABETES e S é MASCULINO e R é BRANCO e IMC é INTER-
MEDIÁRIO então Y é BAIXO;

• Se C é PRÉ-DIABETES e S é MASCULINO e R é BRANCO e IMC é NORMAL
então Y é BAIXO;

• Se C é PRÉ-DIABETES e S é MASCULINO e R é NEGRO e IMC é ALTO então
Y é ALTO;

• Se C é PRÉ-DIABETES e S é MASCULINO e R é NEGRO e IMC é INTER-
MEDIÁRIO então Y é INTERMEDIÁRIO;

• Se C é PRÉ-DIABETES e S é MASCULINO e R é NEGRO e IMC é NORMAL
então Y é INTERMEDIÁRIO;

• Se C é NÃO DIABETES e S é FEMININO e R é BRANCO e IMC é ALTO então
Y é BAIXO;

• Se C é NÃO DIABETES e S é FEMININO e R é BRANCO e IMC é INTER-
MEDIÁRIO então Y é BAIXO;

• Se C é NÃO DIABETES e S é FEMININO e R é BRANCO e IMC é NORMAL
então Y é BAIXO;
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• Se C é NÃO DIABETES e S é FEMININO e R é NEGRO e IMC é ALTO então Y
é ALTO;

• Se C é NÃO DIABETES e S é FEMININO e R é NEGRO e IMC é INTER-
MEDIÁRIO então Y é INTERMEDIÁRIO;

• Se C é NÃO DIABETES e S é FEMININO e R é NEGRO e IMC é NORMAL
então Y é INTERMEDIÁRIO;

• Se C é NÃO DIABETES e S é MASCULINO e R é BRANCO e IMC é ALTO
então Y é BAIXO;

• Se C é NÃO DIABETES e S é MASCULINO e R é BRANCO e IMC é INTER-
MEDIÁRIO então Y é BAIXO;

• Se C é NÃO DIABETES e S é MASCULINO e R é BRANCO e IMC é NORMAL
então Y é BAIXO/

• Se C é NÃO DIABETES e S é MASCULINO e R é NEGRO e IMC é ALTO então
Y é INTERMEDIÁRIO;

• Se C é NÃO DIABETES e S é MASCULINO e R é NEGRO e IMC é INTER-
MEDIÁRIO então Y é BAIXO;

• Se C é NÃO DIABETES e S é MASCULINO e R é NEGRO e IMC é NORMAL
então Y é BAIXO;

Ressalta-se que, assim como na modelagem anterior, as regras para este modelo são
fixas e foram determinadas a partir das condições estabelecidas pela SBD e pela profissi-
onal da saúde que acompanha o estudo.

Como as tabelas relativas aos dados reais do HU já foram apresentadas para exem-
plificar as tabelas utilizadas na primeira modelagem, optou-se aqui por ilustrar apenas
as tabelas referentes ao segundo modelo. A Figura 53 apresenta um exemplo do arquivo
data, contendo todas as variáveis pertinentes à modelagem do risco, enquanto a Figura 54
apresenta um exemplo do arquivo target, que indica, para cada paciente, sua classificação
transversal de risco metabólico.

7.1.2.1 Caracterização da Amostra

A base de dados utilizada neste estudo foi composta por 1.352 indivı́duos, con-
tendo informações demográficas e antropométricas relevantes para a análise proposta.
As variáveis consideradas foram idade, sexo, raça, IMC e classificação glicêmica.

A idade dos participantes variou entre 20 e 97 anos, com média de 39,44 ± 16,44
anos. O IMC apresentou valores entre 13,84 e 69,01 kg/m2, com média de 24,05 ± 6,48
kg/2.
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Figura 53: Exemplo de trecho do arquivo data resultante da filtragem dos dados do simu-
lador.

Fonte: Autora.

Em relação ao sexo, a amostra apresentou distribuição equilibrada, sendo composta
por 687 indivı́duos do sexo feminino (50,8%) e 665 do sexo masculino (49,2%).

A variável raça foi categorizada em dois grupos: indivı́duos brancos (n = 1.105;
81,7%) e indivı́duos pretos (n = 247; 18,3%). A inclusão dessa variável justifica-se pela
possibilidade de diferenças fisiológicas e hematológicas influenciarem os parâmetros ana-
lisados e, consequentemente, o desempenho dos modelos desenvolvidos.

Quanto à classificação glicêmica, 1.146 indivı́duos (84,8%) foram classificados como
normais, enquanto 206 indivı́duos (15,2%) foram classificados como pré-diabéticos. Essa
distribuição evidencia um desbalanceamento moderado entre as classes, caracterı́stica co-
mum em bases de dados clı́nicas utilizadas para desenvolvimento de modelos preditivos.

A Figura 55 apresenta a caracterização da amostra utilizada neste estudo, evi-
denciando a distribuição dos participantes quanto ao sexo, raça, faixa etária, IMC e
classificação glicêmica.

Por outro lado, a Tabela 27 apresenta um resumo das principais caracterı́sticas da
amostra utilizada neste trabalho.

Além disso, optou-se por apresentar a caracterização da amostra estratificada segundo
a classificação glicêmica. Observa-se que os indivı́duos classificados como pré-diabéticos
apresentaram idade média superior à dos indivı́duos normais (44,56 ± 18,57 anos versus
38,52 ± 15,86 anos). O IMC médio também foi ligeiramente maior no grupo pré-diabético
(24,48 ± 7,16 kg/m²) quando comparado ao grupo normal (23,97 ± 6,34 kg/m²).

Quanto à distribuição por sexo, o grupo normal apresentou predominância femi-
nina (52,2%), enquanto o grupo pré-diabético apresentou maior proporção de indivı́duos
do sexo masculino (56,8%). Em relação à raça, observou-se predominância de in-
divı́duos brancos em ambos os grupos, correspondendo a 81,1% dos participantes nor-
moglicêmicos e 85,4% dos pré-diabéticos.

Esses resultados indicam que a amostra é heterogênea em termos demográficos e an-
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Figura 54: Exemplo de trecho do arquivo target resultante da filtragem dos dados do
simulador.

Fonte: Autora.

tropométricos, permitindo avaliar o comportamento dos modelos propostos em diferentes
perfis de indivı́duos. A Tabela 28 apresenta a caracterização da amostra estratificada pela
classificação glicêmica.

7.2 Modelagem Neuro Fuzzy em Dois Nı́veis

A modelagem proposta foi organizada em dois nı́veis complementares, ambos funda-
mentados em um sistema neuro-fuzzy do tipo Takagi–Sugeno–Kang (TSK). O primeiro
nı́vel realiza uma classificação laboratorial suave, a partir de glicemia de jejum e HbA1c,
distinguindo os estados não diabético, pré-diabético e diabético conforme os intervalos

Tabela 27: Caracterı́sticas da amostra utilizada no estudo - Dados sintéticos.

Caracterı́stica Valor
Número de indivı́duos 1352
Idade (média ± DP) 39,44±16,44 anos
Idade mı́nima – máxima 20 – 97 anos
IMC (média ± DP) 24,05±6,48 kg/m2

IMC mı́nimo – máximo 13,84 – 69,01 kg/m2

Sexo feminino 687 (50,8%)
Sexo masculino 665 (49,2%)
Branco 1105 (81,7%)
Preto 247 (18,3%)
Normal 1146 (84,8%)
Pré-diabético 206 (15,2%)



156

(a) Distribuição por sexo. (b) Distribuição por raça.

(c) Distribuição por faixa etária. (d) Distribuição por faixas de IMC.

(e) Distribuição da classificação glicêmica.

Figura 55: Caracterização da amostra utilizada no estudo. São apresentadas as
distribuições referentes ao sexo, raça, faixa etária, ı́ndice de massa corporal (IMC) e
classificação glicêmica dos 1.352 indivı́duos que compõem a base de dados.



157

Tabela 28: Caracterização da amostra segundo a classificação glicêmica - Dados
sintéticos.

Caracterı́stica Normal Pré-Diabetes Total

n 1146 206 1352
Idade (anos) 38,52±15,86 44,56±18,57 39,44±16,44
IMC (kg/m2) 23,97±6,34 24,48±7,16 24,05±6,48
Sexo feminino 598 (52,2%) 89 (43,2%) 687 (50,8%)
Sexo masculino 548 (47,8%) 117 (56,8%) 665 (49,2%)
Branco 929 (81,1%) 176 (85,4%) 1105 (81,7%)
Preto 217 (18,9%) 30 (14,6%) 247 (18,3%)

Valores expressos como média ± desvio padrão ou número de indivı́duos (%). IMC: Índice de Massa
Corporal.

clı́nicos adotados. Esse nı́vel não deve ser interpretado como substituto do diagnóstico
médico, mas como uma formalização computacional interpretável dos critérios laborato-
riais disponı́veis.

O segundo nı́vel realiza uma estratificação transversal do risco metabólico atual para
indivı́duos não diabéticos ou pré-diabéticos, considerando classificação glicêmica prévia,
sexo, raça e IMC. Diferentemente de um modelo longitudinal de predição, esse nı́vel não
estima a probabilidade futura de desenvolver DM2 em determinado horizonte temporal;
ele apenas organiza, de modo interpretável, fatores de risco disponı́veis em um determi-
nado momento.

A Figura 56 apresenta um diagrama que resume os dois nı́veis e as variáveis envolvi-
das em cada um deles. Posteriormente, cada etapa será descrita em detalhes.

7.2.1 Nı́vel 01: Implementação Fuzzy dos Critérios Laboratoriais de Classificação
Glicêmica

O primeiro nı́vel tem como objetivo transformar os critérios laboratoriais adotados
para avaliação glicêmica em uma classificação fuzzy interpretável. Assim, o paciente é
classificado em uma das três categorias consideradas neste estudo: não diabético, pré-
diabético ou diabético, a partir dos valores de glicemia de jejum e HbA1c.

É importante ressaltar que a expressão “classificação laboratorial”, quando empregada
neste capı́tulo, refere-se à classificação laboratorial usada como alvo computacional do
modelo. Portanto, o Nı́vel 01 não substitui o diagnóstico clı́nico de DM2, que depende
de avaliação médica, contexto clı́nico, sintomas, repetição de exames quando necessário
e exclusão de diagnósticos diferenciais. Conforme discutido na fundamentação clı́nica,
diretrizes como as da SBD e da ADA recomendam confirmação por dois testes alterados,
obtidos na mesma amostra com marcadores diferentes ou repetidos em segunda visita,
exceto em casos de hiperglicemia inequı́voca acompanhada de sintomas clássicos [14,
77, 15].
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Figura 56: Diagrama que resume as duas modelagens fuzzy para DM2
Fonte: Autora.

No banco de dados utilizado neste estudo, cada paciente foi representado por uma
única medida agregada de glicemia de jejum e HbA1c, obtida a partir da média dos
exames disponı́veis. Por esse motivo, o Nı́vel 01 deve ser entendido como uma
implementação fuzzy dos critérios laboratoriais disponı́veis, e não como um protocolo
clı́nico completo de diagnóstico. Essa distinção preserva o mérito da formulação pro-
posta: transformar limiares rı́gidos em regiões graduais de pertinência, permitindo repre-
sentar zonas de incerteza próximas aos pontos de corte clı́nicos.

A Tabela 29, retirada das diretrizes da SBD [77], apresenta um resumo dos critérios
laboratoriais para diagnóstico de diabetes mellitus e pré-diabetes. Tais dados foram utili-
zados como base para a modelagem fuzzy desenvolvida para o primeiro modelo.

Tabela 29: Critérios laboratoriais para Diabetes Mellitus e pré-diabetes

Critérios Normal Pré-diabetes Diabetes Mellitus
Glicemia de jejum (mg/dl) < 100 100-125 ≥ 126

Glicemia ao acaso (mg/dl) + sintomas - - ≥ 200

Glicemia de 1 hora no TTGO (mg/dl) < 155 155-208 ≥ 209

Glicemia de 2 horas no TTGO (mg/dl) < 140 140-199 ≥ 200

HbA1c (%) < 5,7 5,7-6,4 ≥ 6,5
Fonte: [77]
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Ressalta-se, porém, que todos os métodos possuem limitações metodológicas. Neste
caso, as limitações para cada um dos critérios são:

• GJ: como o próprio nome sugere, necessita de jejum. Além disso, sofre inter-
ferências decorrentes de condições agudas e tem menor taxa de reprodutibilidade
quando comparada à HbA1c;

• TTGO: é mais oneroso, desconfortável e consome mais tempo, mas tem maior sen-
sibilidade. Para sua utilização, deve ser feita alimentação nos três dias antecedentes
ao teste, com ingestão de, pelo menos, 150g de carboidratos por dia;

• HbA1c: tem maior custo e não leva em conta a variabilidade individual no
fenômeno de glicação proteı́ca, além de ter menor sensibilidade diagnóstica do que
os outros métodos.

Além disso, recomenda-se estabelecer o diagnóstico de diabetes mellitus se houver
glicemia de jejum maior ou igual a 126 mg/dl e HbA1c maior ou igual a 6,5%, simulta-
neamente. Neste caso, não há necessidade de realização e avaliação do TTGO. Por outro
lado, quando indica-se a realização do TTGO, recomenda-se o uso de TTGO-1h para di-
agnóstico de DM2 e detecção de pré-diabetes, por ser superior e mais prático do que o
TTGO-2h.

Dessa forma, seguindo as diretrizes apresentadas pela SBD [77] e a opinião e auxı́lio
de uma profissional da área, optou-se por classificar os pacientes em não diabético, pré-
diabético e diabético a partir da avaliação da glicose e da hemoglobina glicada, ou seja,
desconsiderando o TTGO.

A Tabela 30 apresenta o resumo dos dois critérios considerados para a modelagem 01
e seus respectivos valor para cada um dos nı́veis considerados.

Tabela 30: Critérios adotados para o paciente quanto à classificação laboratorial de Dia-
betes Mellitus, pré-diabetes e não diabético

Critérios Normal Pré-diabetes Diabetes Mellitus
Glicemia de jejum (mg/dl) g < 100 100 ≤ g ≤ 125 g > 125

HbA1c (%) HbA1c < 5,7 5,7 ≤ HbA1c ≤ 6,4 HbA1c > 6,4
Fonte: [77]

Seguindo a arquitetura baseada no sistema fuzzy TSK apresentada e detalhada anteri-
ormente, tem-se os seguintes passos considerados para realização da modelagem:

7.2.1.1 Fuzzificação

O primeiro passo consiste em transformar cada entrada (glicose e HbA1c) em
graus de pertinência para cada um dos conjuntos fuzzy. As funções de pertinência
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mais utilizadas na literatura são as gaussianas ou as trapezoidais. Para esta modelagem
optou-se por considerar as funções trapezoidais para ambas entradas.

Variável linguı́stica: Glicose
Conforme discutido anteriormente, a glicose pode ser classificada como alta, inter-

mediária ou normal de acordo com os intervalos apresentados na Tabela 30. No entanto,
existe também uma condição conhecida como Hipoglicemia, que corresponde a nı́veis
anormalmente baixos de glicose no sangue (abaixo de 70 mg/dL). Embora a hipoglicemia
não tenha sido considerada para fins de classificação, ela foi levada em conta para defi-
nir o limite inferior que a glicose pode assumir quando classificada como uma condição
normal.

Dessa forma, foi introduzido um ajuste nos limites estabelecidos para a classificação
de glicose normal. A Tabela 31 apresenta o intervalo atualizado considerado para a
variável glicose.

Tabela 31: Critérios adotados para o paciente quanto à classificação laboratorial de Dia-
betes Mellitus, pré-diabetes e não diabético a partir da consideração do limite de hipogli-
cemia

Critérios Normal Intermediário Alto
Glicemia de jejum (mg/dl) 70 < g < 100 100 ≤ g ≤ 125 g > 125

Fonte: [77]

Porém, além dos limites estabelecidos na tabela, optou-se por se considerar uma
variação de 5%, calculada com base nos valores mı́nimo e máximo que a glicose pode
assumir no seu intervalo central, que corresponde à faixa de pré-diabetes.

A adoção de uma banda de transição de 5% nas funções de pertinência da glicose
e HbA1c e, posteriormente, do IMC, foi fundamentada na variabilidade inerente às
medições laboratoriais e às flutuações biológicas observadas nesses parâmetros. Estu-
dos longitudinais, como o Diabetes Prevention Program (DPP) [78] e o Finissh Diabe-
tes Prevention Study (FDPS) [79], bem como as recomendações da IFCC (International

Federation of Clinical Chemistry and Laboratory Medicine) [80], indicam que a con-
versão de pré-diabetes para DM2 pode ocorrer em torno de 5-10% ao ano na ausência
de intervenção. Além disso, quando se trata de análise da glicose e da HbA1c, as
recomendações da IFCC indicam que a glicose apresenta coeficiente de variação analı́tica
em torno de 2% e variabilidade biológica intraindividual próxima de 6,5%, enquanto a
HbA1c apresenta variabilidade analı́tica entre 3% e 5%.

Dessa forma, a utilização de uma banda de 5% em torno dos limiares diagnósticos
busca representar explicitamente a região de incerteza existente na prática clı́nica. Essa
abordagem é particularmente adequada à lógica fuzzy, pois permite modelar transições
graduais entre as classes, evitando mudanças abruptas de classificação decorrentes de
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pequenas oscilações analı́ticas ou biológicas. Por exemplo, um indivı́duo com glicemia
de jejum de 125 mg/dL pode apresentar valor superior a 126 mg/dL em uma medição
subsequente sem que haja alteração clı́nica significativa. Enquanto abordagens baseadas
em limiares rı́gidos classificariam esses casos em categorias distintas, a modelagem fuzzy

reconhece essa zona de incerteza e fornece uma representação mais consistente com a
realidade clı́nica e laboratorial.

Dessa forma, considerando que o valor mı́nimo que a glicose pode assumir neste in-
tervalo é 100 mg/dl e que o valor máximo é 125 mg/dl, tem-se que a variação de 5% deste
intervalo é igual a 1,25. Tal variação foi aplicada nos limites inferior e superior de cada
uma das classificações, a fim de garantir uma maior precisão nas análises. Considerando-
se a forma trapezoidal fez-se necessário que se realizasse o processo de fuzzificação para
cada uma das três classificações consideradas para o critério de glicose.

Para definir funções de pertinência trapezoidais, é necessário especificar inicialmente
quatro pontos para cada termo linguı́stico, a partir dos quais são derivadas as equações
lineares que definem o subconjunto fuzzy correspondente. Para maior clareza, o procedi-
mento adotado para cada um dos três termos linguı́sticos possı́veis da glicose é apresen-
tado separadamente.

• Glicose - Termo linguı́stico: NORMAL
Para definir os limites, e seguindo a abordagem de variação de 1,25 mg/dL, fo-
ram adotados os valores 68,75 e 71,25 como limites inferiores, e 98,75 e 101,25
como limites superiores, definindo os vértices da forma trapezoidal da função de
pertinência do subconjunto fuzzy que caracteriza o termo linguı́stico NORMAL da
variável glicose. Dessa forma, os pontos para obtenção das equações das retas são:

– a1 = 68,75

– a2 = 71,25

– a3 = 98,75

– a4 = 101,25

A partir destes pontos, pode-se calcular as duas equações de reta, sendo uma cres-
cente (Equação 23) e outra decrescente (Equação 24).

Crescente→ x−a1

a2−a1
=

x−68,75
71,25−68,75

=
x−68,75

2,5
(23)

Decrescente→ a4− x
a4−a3

=
101,25− x

101,25−98,75
=

101,25− x
2,5

(24)

A Figura 57 ilustra a função de pertinência da Glicose NORMAL, definida, para
todo x ∈ [0,+∞[ por:
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Figura 57: Conjunto fuzzy da função trapezoidal representando os termos linguı́stico da
variável glicose para a classificação normal

Fonte: Autora.

A partir das Equações 23 e 24 e do gráfico apresentado pela Figura 57, pode-se
montar a função de pertinência para a classificação normal de glicose. A Equação
25 apresenta a função de pertinência, pode-se observar que a mesma conta com
cinco pontos, são eles:

µN
g (x) =



0, x < 68,75
x−68,75

2,5 , 68,75≤ x < 71,25

1, 71,25≤ x≤ 98,75
101,25−x

2,5 , 98,75 < x≤ 101,25

0, x > 101,25

(25)

• Glicose - Termo linguı́stico: INTERMEDIÁRIO
Seguindo a variação previamente adotada de 1,25 mg/dL, foram considerados os va-
lores 98,75 e 101,25 para o limite inferior, e 123,75 e 126,25 para o limite superior,
determinando os vértices da forma trapezoidal da função de pertinência do sub-
conjunto fuzzy que caracteriza o termo linguı́stico INTERMEDIÁRIO da variável
glicose. Dessa forma, pode-se concluir que os pontos para obtenção das equações
das retas são:
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– a1 = 98,75

– a2 = 101,25

– a3 = 123,75

– a4 = 126,25

A partir destes pontos, pode-se calcular as duas equações de reta, sendo uma cres-
cente (Equação 26) e outra decrescente (Equação 27).

Crescente→ x−a1

a2−a1
=

x−98,75
101,25−98,75

=
x−98,75

2,5
(26)

Decrescente→ a4− x
a4−a3

=
126,25− x

126,25−123,75
=

126,25− x
2,5

(27)

A Figura 58 ilustra a função de pertinência da Glicose INTERMEDIÁRIO, defi-
nida, para todo x ∈ [0,+∞[ por:

Figura 58: Conjunto fuzzy da função trapezoidal representando os termos linguı́stico da
variável glicose para a classificação intermediário

Fonte: Autora.

A partir das Equações 26 e 27 e do gráfico apresentado pela Figura 58, pode-se
montar a função de pertinência para a classificação intermediário de glicose. A
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Equação 28 apresenta a função de pertinência, pode-se observar que a mesma conta
com cinco pontos, são eles:

µI
g(x) =



0, x < 98,75
x−98,75

2,5 , 98,75≤ x < 101,25

1, 101,25≤ x≤ 123,75
126,25−x

2,5 , 123,75 < x≤ 126,25

0, x > 126,25

(28)

• Glicose - Termo linguı́stico: ALTO
Diferentemente dos dois casos anteriores de fuzzificação, para esta classificação é
necessário definir apenas o limite inferior, ainda seguindo a abordagem de variação
de 1,25 mg/dL. Assim, foram considerados os valores 123,75 e 126,25 para o limite
inferior, definindo os vértices da forma trapezoidal da função de pertinência do
subconjunto fuzzy que caracteriza o termo linguı́stico ALTO. Dessa forma, pode-se
concluir que os pontos para obtenção da equação da reta são:

– a1 = 123,75

– a2 = 126,25

A partir destes pontos, pode-se calcular a equação de reta crescente (Equação 29),
única necessária para este processo de fuzzificação.

Crescente→ x−a1

a2−a1
=

x−123,75
126,25−123,75

=
x−123,75

2,5
(29)

A Figura 59 ilustra a função de pertinência da Glicose ALTO, definida, para todo
x ∈ [0,+∞[ por:
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Figura 59: Conjunto fuzzy da função trapezoidal representando os termos linguı́stico da
variável glicose para a classificação alto

Fonte: Autora.

A partir da Equação 29 e do gráfico apresentado pela Figura 59, pode-se montar a
função de pertinência para a classificação alto de glicose. A Equação 30 apresenta
a função de pertinência, pode-se observar que a mesma conta com três pontos, são
eles:

µA
g (x) =


0, x < 123,75

x−123,75
2,5 , 123,75≤ x < 126,25

1, x > 126,25

(30)

A Figura 60 resume a qualificação da variável glicose por meio da combinação dos
conjuntos fuzzy trapezoidais.
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Figura 60: Conjuntos fuzzy trapezoidais representando os termos linguı́sticos da variável
glicose a partir das três classificações

Fonte: Autora.

Variável linguı́stica: Hemoglogina Glicada (HbA1c)
A HbA1c, de forma semelhante à glicose, também pode ser classificada como alta,

intermediária ou normal, de acordo com os intervalos apresentados na Tabela 30.
Além dos limites estabelecidos na tabela, foi considerada uma variação de 5%, calcu-

lada a partir dos valores mı́nimo e máximo que a HbA1c pode assumir em seu intervalo
central, correspondente à faixa de pré-diabetes. Considerando que o valor mı́nimo de
HbA1c nesse intervalo é 5,7 e o valor máximo é 6,4, uma variação de 5% desse intervalo
corresponde a 0,035.

Essa variação foi aplicada aos limites inferior e superior de cada classificação, a fim
de garantir maior precisão analı́tica. Dada a forma trapezoidal das funções de pertinência,
foi necessário realizar o processo de fuzzificação separadamente para cada uma das três
classificações de HbA1c.

Seguiu-se o procedimento previamente descrito para a obtenção das funções de per-
tinência trapezoidais:

• HbA1c - Termo linguı́stico: NORMAL
Para definir os limites, seguindo a abordagem de variação de 0,035, foram conside-
rados os valores 5,665 e 5,735 para o limite superior (não sendo necessário definir
um limite inferior). A função de pertinência do termo linguı́stico NORMAL da
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HbA1c. Dessa forma, pode-se concluir que os pontos para obtenção das equações
das retas são:

– a3 = 5,665

– a4 = 5,735

A partir destes pontos, pode-se calcular a equação de reta decrescente (Equação
31).

Decrescente→ a4− x
a4−a3

=
5,735− x

5,735−5,665
=

5,735− x
0,07

(31)

A Figura 61 ilustra a função de pertinência da HbA1c ALTO, definida, para todo
x ∈ [0,+∞[ por:

Figura 61: Conjunto fuzzy da função trapezoidal representando os termos linguı́stico da
variável HbA1c para a classificação normal

Fonte: Autora.

A partir da Equação 31 e do gráfico apresentado pela Figura 61, pode-se montar a
função de pertinência para a classificação normal de HbA1c. A Equação 32 apre-
senta a função de pertinência, pode-se observar que a mesma conta com três pontos,
são eles:
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µN
h (x) =


1, x < 5,665

5,735−x
0,07 , 5,665≤ x < 5,735

0, x > 5,735

(32)

• HbA1c - Termo linguı́stico: INTERMEDIÁRIO
Para definir os limites, seguindo a abordagem de variação de 0,035, foram conside-
rados os valores 5,665 e 5,735 para o limite inferior, e 6,365 e 6,435 para o limite
superior, determinando os vértices da função de pertinência trapezoidal da HbA1c
INTERMEDIÁRIA. Dessa forma, pode-se concluir que os pontos para obtenção
das equações das retas são:

– a1 = 5,665

– a2 = 5,735

– a3 = 6,365

– a4 = 6,435

A partir destes pontos, pode-se calcular as duas equações de reta, sendo uma cres-
cente (Equação 33) e outra decrescente (Equação 34).

Crescente→ x−a1

a2−a1
=

x−5,665
5,735−5,665

=
x−5,665

0,07
(33)

Decrescente→ a4− x
a4−a3

=
6,435− x

6,435−6,365
=

6,435− x
0,07

(34)

A Figura 62 ilustra a função de pertinência da HbA1c INTERMEDIÁRIO, definida,
para todo x ∈ [0,+∞[ por:
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Figura 62: Conjunto fuzzy da função trapezoidal representando os termos linguı́stico da
variável HbA1c para a classificação intermediário

Fonte: Autora.

A partir das Equações 33 e 34 e do gráfico apresentado pela Figura 62, pode-se
montar a função de pertinência para a classificação intermediário de HbA1c. A
Equação 35 apresenta a função de pertinência, pode-se observar que a mesma conta
com cinco pontos, são eles:

µI
h(x) =



0, x < 5,665
x−5,665

0,07 , 5,665≤ x < 5,735

1, 5,735≤ x≤ 6,365
6,435−6,365

0,07 , 6,365 < x≤ 6,435

0, x > 6,435

(35)

• HbA1c - Termo linguı́stico: ALTO
Neste caso, apenas o limite inferior precisa ser definido. Seguindo a abordagem
de variação de 0,035, foram considerados os valores 6,365 e 6,435 para o limite
inferior, determinando os vértices da função de pertinência trapezoidal da HbA1c
ALTA. Dessa forma, pode-se concluir que os pontos para obtenção da equação da
reta são:

– a1 = 6,365
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– a2 = 6,435

A partir destes pontos, pode-se calcular a equação de reta crescente (Equação 36),
única necessária para este processo de fuzzificação.

Crescente→ x−a1

a2−a1
=

x−6,365
6,435−6,365

=
x−6,365

0,07
(36)

A Figura 63 ilustra a função de pertinência da HbA1c ALTO, definida, para todo
x ∈ [0,+∞[ por:

Figura 63: Conjunto fuzzy da função trapezoidal representando os termos linguı́stico da
variável HbA1c para a classificação alto

Fonte: Autora.

A partir da Equação 36 e do gráfico apresentado pela Figura 63, pode-se montar a
função de pertinência para a classificação alto de HbA1c. A Equação 37 apresenta
a função de pertinência, pode-se observar que a mesma conta com 3 pontos, são
eles:

µA
h (x) =


0, x < 6,365

x−6,365
0,07 , 6,365≤ x < 6,435

1, x > 6,435

(37)

Por fim, a representação fuzzy completa da variável HbA1c é ilustrada na Fig. 64.
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Figura 64: Conjuntos fuzzy representando os termos linguı́sticos da variável HbA1c a
partir das três classificações

Fonte: Autora.

7.2.1.2 Ativação das Regras (peso) e Normalização

A força de disparo é calculada utilizando a Eq. (19) e a normalização é realizada
pela Eq. (20). O Algoritmo 1 proposto calcula os pesos de ativação das regras fuzzy

utilizando as funções de pertinência trapezoidais previamente definidas para dois atributos
de entrada.

Inicialmente, os dados de entrada são separados em duas variáveis e, para cada regra,
são definidos parâmetros trapezoidais especı́ficos. Em seguida, os graus de pertinência
de cada entrada são calculados por meio de funções lineares limitadas, garantindo que os
valores permaneçam no intervalo [0,1].

Posteriormente, a força de ativação de cada regra é obtida combinando os graus de
pertinência individuais por meio de uma t-norma do tipo produto. Esse processo é repe-
tido para todas as regras, resultando em uma matriz de pesos de ativação que representa a
contribuição de cada regra para o sistema de inferência fuzzy.

7.2.1.3 Agregação e Cálculo da Saı́da

A contribuição de cada regra para a saı́da final associada à uma determinada entrada
é dada a partir do consequente, também conhecido como a parte do ”então’ de uma regra
fuzzy.
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Ressalta-se, mais uma vez, que neste caso as regras são fixas e foram definidas a partir
das diretrizes da SBD [77] e da avaliação de especialistas da área.

Em resumo, a saı́da final é obtida pela soma das contribuições de cada regra, pon-
deradas de acordo com seus respectivos graus de ativação. O Algoritmo 1 apresenta o
pseudocódigo que resume toda a modelagem fuzzy referente ao nı́vel 01.

Algoritmo 1: Inferência TSK-ANFIS para Classificação Laboratorial
Input: Dados de entrada x ∈ RN×2, Parâmetros das consequentes ci, j

Output: Saı́da final do sistema Y

// 1. Extrair atributos

1 x1← x(:,1), x2← x(:,2);

// 2. Camadas de Fuzzificação e Ativação

2 for cada regra i = 1, . . . ,k do
// Calcular grau de pertinência (G)

3 µ1←max
(

min
(

pb−x1
pb−pa

,1
)
,0
)

;

// Calcular grau de pertinência (HbA1c)

4 µ2←max
(

min
(

pb−x2
pb−pa

,1
)
,0
)

;

// Calcular a força de ativação (t-norma)

5 wt(:, i)← µ1 ·µ2;

// 3. Camada de Normalização

6 S← ∑
k
j=1 wt(:, j);

7 for cada regra i = 1, . . . ,k do
8 wt(:, i)← wt(:,i)

S ;

// 4. Camada de Consequente TSK e Agregação

9 for cada regra i = 1, . . . ,k do
10 fi← pi,0 + pi,1x1 + pi,2x2;

11 Y ← ∑
k
i=1 wt(:, i) · fi;

12 return Y

Neste algoritmo, x representa o vetor de entrada, k o número de regras fuzzy, µi os
graus de pertinência, wti as forças de ativação das regras, wt i as forças de ativação nor-
malizadas, fi as saı́das das consequentes TSK, pi, j os parâmetros das consequentes e Y a
saı́da final do sistema.

7.2.2 Nı́vel 02: Categorização fuzzy do perfil de risco metabólico associado ao DM2

O segundo nı́vel tem como objetivo classificar um paciente quanto ao risco me-
tabólico atual associado ao DM2. Ou seja, pacientes que ainda não foram diagnosticados
diabéticos podem, mesmo assim, apresentar um determinado nı́vel de risco de desenvol-
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ver a doença, com base em critérios especı́ficos.
Destaca-se que a literatura clı́nica é consistente em estabelecer que essa transição é

fenômeno longitudinal, com perı́odo natural de 5 a 10 anos entre o estado pré-diabético
e o DM2 instalado, e taxa de conversão de 5-10 % ao ano sem intervenção. Porém, no
caso do modelo implementado para o nı́vel 2, a operação é transversal sobre um snapshot,
ou seja, sem seguimento, sem tempo até o evento, sem censura. Sendo assim, o nı́vel 2
consiste em uma categorização transversal do risco metabólico atual, com base em perfil
instantâneo.

As diretrizes que orientam o diagnóstico do diabetes recomendam o rastreamento para
todos os indivı́duos com idade igual ou superior a 35 anos, bem como para adultos com
sobrepeso ou obesidade que apresentem pelo menos um fator de risco adicional [77].
Além disso, as diretrizes indicam diversas condições nas quais o rastreamento para DM2
deve ser realizado, tais como:

• Idade acima de 35 anos (universal);

• Idade abaixo de 35 anos com sobrepeso ou obesidade, e mais um fator de risco:

– História familiar de DM2 em parente de primeiro grau;

– História de doença cardiovascular;

– Hipertensão arterial;

– HDL abaixo de 35 mg/dl;

– Triglicerı́deos acima de 250 mg/dl;

– Sı́ndrome de ovários policı́sticos;

– Acantose nigricans;

– Sedentarismo.

• Pré-diabetes em exame prévio;

• Diabetes gestacional prévio ou recém-nato grande para idade gestacional;

• FINDRISC (Finnish Diabetes Risk Score) alto ou muito alto.

Considerando os critérios listados anteriormente, bem como a experiência de um pro-
fissional de saúde, as seguintes variáveis foram selecionadas para avaliar o risco de de-
senvolvimento de Diabetes Mellitus Tipo 2:

• Classificação: pré-diabético ou não diabético;

• Sexo: feminino ou masculino;

• Raça: negro ou branco;
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• IMC: alto, médio, baixo.

A partir da combinação destas entradas o paciente é classificado quanto ao risco me-
tabólico atual associado ao DM2, sendo ele alto, intermediário ou baixo. Porém, diferente
do que aconteceu na modelagem anterior, nesta modelagem somente o IMC apresenta va-
lores especı́ficos para cada uma das três classificações possı́veis. As outras três variáveis
são consideradas binárias, ou seja, ou apresentam maior ou menor risco dependendo do
seu valor.

Especificamente em relação ao IMC, quando se avalia a classificação apresentada pelo
estado da arte, encontra-se uma classificação dividida em 6 nı́veis, como mostra a Tabela
32.

Tabela 32: Classificação do IMC segundo estado da arte

Classificação IMC (kg/m2)

Abaixo do peso < 18,50

Eutrófico 18,50−24,99

Sobrepeso 25,00−29,99

Obesidade grau I 30,00−34,99

Obesidade grau II 35,00−39,99

Obesidade grau III ≥ 40,00

Porém, quando se avalia tal classificação quanto ao risco de comorbidades, como por
exemplo a DM2, considera-se que o risco passa a existir a partir da classificação intitulada
sobrepeso, quaisquer valores inferiores à essa classificação são considerados normais e,
por outro lado, quaisquer valores superiores à essa classificação são considerados de alto
risco.

Dessa forma, a classificação do IMC foi resumida, como é apresentado pela Tabela 33,
em três faixas: normal (que inclui abaixo do peso e eutrófico), intermediário (que inclui
sobrepeso) e alto (que inclui obesidade grau I, II e III). Esta tabela apresenta o critério
considerado para o IMC em relação à cada uma das classificações, pensando-se em uma
função trapezoidal.

Tabela 33: Critérios adotados para o IMC quanto ao risco metabólico atual associado ao
DM2

Critério Normal Intermediário Alto
IMC (kg/m2) IMC < 25 25 ≤ IMC ≤ 30 IMC > 30

Fonte: [77]

Por outro lado, as três variáveis de entrada restantes são apresentadas na Tabela 34,
onde são associadas ao nı́vel 0 quando se assume uma menor probabilidade de desenvol-
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vimento da Diabetes Mellitus Tipo 2, e ao nı́vel 1 quando se assume uma maior probabi-
lidade.

Tabela 34: Critérios adotados para as entradas binárias quanto ao risco metabólico atual
associado ao DM2

Critério Risco Baixo (0) Risco Alto (1)
Classificação (C) Não diabetes Pré-diabetes

Sexo (S) Masculino Feminino

Raça (R) Branco Negro
Fonte: [77]

Assim como a modelagem anterior, esta também segue a arquitetura baseada no sis-
tema TSK. Antes de apresentar os passos da modelagem, ressalta-se que quando um paci-
ente apresenta risco em uma ou nenhuma entrada avaliada, então o mesmo apresenta perfil
de baixo risco metabólico atual associado ao DM2; por outro lado se ele apresenta risco
em duas entradas, se considera um perfil de risco metabólico intermediário associado ao
DM2; por fim, se ele apresenta risco em três ou quatro entradas, então ele apresenta perfil
de alto risco metabólico atual associado ao DM2. Dito isso, os seguintes passos foram
seguidos para a realização da modelagem:

7.2.2.1 Fuzzificação

Nesta etapa, cada variável de entrada (IMC, sexo, raça e classificação diagnóstica) é
modelada por funções de pertinência. Assim como na etapa de modelagem anterior, uma
função de pertinência trapezoidal é adotada para o IMC, enquanto funções de pertinência
binárias são consideradas para as demais entradas, uma vez que estas podem assumir
apenas dois valores possı́veis.

Variável linguı́stica: IMC
Conforme discutido anteriormente, o IMC pode ser classificado como alto, inter-

mediário ou normal de acordo com os intervalos apresentados na Tabela 33. Além dos
limites estabelecidos na tabela, foi considerada uma variação de 5%, calculada a partir
dos valores mı́nimo e máximo que o IMC pode assumir em seu intervalo central, ou seja,
a faixa intermediária. Considerando que o valor mı́nimo de IMC nesse intervalo é 25 e o
máximo é 30, uma variação de 5% desse intervalo corresponde a 0,25.

Essa variação foi aplicada aos limites inferior e superior de cada classificação, a
fim de garantir maior precisão analı́tica. Dada a forma trapezoidal das funções de per-
tinência, o processo de fuzzificação foi realizado separadamente para cada uma das três
classificações de IMC.

• IMC - Termo linguı́stico: NORMAL
Para definir os limites, seguindo a abordagem de variação de 0,25, são considerados



176

os valores 24,75 e 25,25 para o limite superior, não sendo necessário definir um
limite inferior neste caso. Dessa forma, os pontos para obtenção das equações das
retas são:

– a3 = 24,75

– a4 = 25,25

A partir destes pontos, pode-se calcular a equação de reta decrescente (Equação
38).

Decrescente→ a4− x
a4−a3

=
25,25− x

25,25−24,75
=

25,25− x
0,5

(38)

A Figura 65 ilustra a função de pertinência do IMC NORMAL, definida para todo
x ∈ [0,+∞[ por:

Figura 65: Conjunto fuzzy da função trapezoidal representando os termos linguı́stico da
variável IMC para a classificação normal

Fonte: Autora.

A partir da Equação 38 e do gráfico apresentado pela Figura 65, pode-se montar a
função de pertinência para a classificação normal de IMC. A Equação 39 apresenta
a função de pertinência, pode-se observar que a mesma conta com três pontos, são
eles:
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µN
IMC(x) =


1, x < 24,75

25,25−x
0,5 , 24,75≤ x < 25,25

0, x > 25,25

(39)

• IMC - Termo linguı́stico: INTERMEDIÁRIO
Para definir os limites, seguindo a abordagem de variação de 0,25, foram conside-
rados os valores 24,75 e 25,25 para o limite inferior, e 29,75 e 30,25 para o limite
superior. Dessa forma, pode-se concluir que os pontos para obtenção das equações
das retas são:

– a1 = 24,75

– a2 = 25,25

– a3 = 29,75

– a4 = 30,25

A partir destes pontos, pode-se calcular as duas equações de reta, sendo uma cres-
cente (Equação 40) e outra decrescente (Equação 41).

Crescente→ x−a1

a2−a1
=

x−24,75
25,25−24,75

=
x−24,75

0,5
(40)

Decrescente→ a4− x
a4−a3

=
30,25− x

30,25−29,75
=

30,25− x
0,5

(41)

A Figura 66 ilustra a função de pertinência do IMC INTERMEDIÁRIO, definida
para todo x ∈ [0,+∞[ por:
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Figura 66: Conjunto fuzzy da função trapezoidal representando os termos linguı́stico da
variável IMC para a classificação intermediário

Fonte: Autora.

A partir das Equações 40 e 41 e do gráfico apresentado pela Figura 66, pode-se mon-
tar a função de pertinência para a classificação intermediário de IMC. A Equação 42
apresenta a função de pertinência, pode-se observar que a mesma conta com cinco
pontos, são eles:

µI
IMC(x) =



0, x < 24,75
x−24,75

0,5 , 24,75≤ x < 25,25

1, 25,25≤ x≤ 29,75
30,25−x

0,5 , 29,75 < x≤ 30,25

0, x > 30,25

(42)

• IMC - Termo linguı́stico: ALTO
Neste caso, apenas o limite inferior deve ser definido. Seguindo a abordagem de
variação de 0,25, foram considerados os valores 29,75 e 30,25 para o limite inferior.
Dessa forma, pode-se concluir que os pontos para obtenção da equação da reta são:

– a1 = 29,75

– a2 = 30,25



179

A partir destes pontos, pode-se calcular a equação de reta crescente (Equação 43),
única necessária para este processo de fuzzificação.

Crescente→ x−a1

a2−a1
=

x−29,75
30,25−29,75

=
x−29,75

0,5
(43)

A Figura 67 ilustra a função de pertinência do IMC ALTO, definida para todo x ∈
[0,+∞[ por:

Figura 67: Conjunto fuzzy da função trapezoidal representando os termos linguı́stico da
variável IMC para a classificação alto

Fonte: Autora.

A partir da Equação 43 e do gráfico apresentado pela Figura 67, pode-se montar a
função de pertinência para a classificação alto de IMC. A Equação 44 apresenta a
função de pertinência, pode-se observar que a mesma conta com 3 pontos, são eles:

µN
IMC(x) =


0, x < 29,75

x−29,75
0,5 , 29,75≤ x < 30,25

1, x > 30,25

(44)

Por fim, a representação fuzzy completa da variável IMC pode ser obtida pela
combinação das três funções de pertinência apresentadas anteriormente, conforme
ilustrado na Fig. 68.
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Figura 68: Conjuntos fuzzy representando os termos linguı́sticos da variável IMC a partir
das três classificações

Fonte: Autora.

Variável Crisp: Classificação diagnóstica
Conforme discutido anteriormente, a classificação diagnóstica é representada por uma

função binária que pode ser definida de acordo com seu nı́vel lógico (baixo ou alto). Nesse
caso, diferentemente da variável IMC, o processo de fuzzificação é consideravelmente
mais simples e é realizado diretamente no código com base nos valores apresentados na
Tabela 34.

Dessa forma, o nı́vel lógico baixo indica uma condição não diabética e é representado
pelo valor 0, enquanto o nı́vel lógico alto indica uma condição pré-diabética e é represen-
tado pelo valor 1.

Variável Crisp: Sexo
A variável sexo, conforme discutido anteriormente, é representada por uma função

binária que pode ser classificada de acordo com seu nı́vel lógico (baixo ou alto). Nesse
caso, de forma semelhante à classificação diagnóstica descrita anteriormente, o processo
de fuzzificação é simples e é realizado diretamente no código com base nos valores apre-
sentados na Tabela 34.

Assim, o nı́vel lógico baixo indica o sexo masculino e é representado pelo valor 0,
enquanto o nı́vel lógico alto indica o sexo feminino e é representado pelo valor 1.
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Variável Crisp: Raça

A variável raça, conforme discutido anteriormente, é representada por uma função
binária que pode ser classificada de acordo com seu nı́vel lógico (baixo ou alto). Nesse
caso, de forma semelhante às variáveis classificação diagnóstica e sexo apresentadas ante-
riormente, o processo de fuzzificação é simples e é realizado diretamente no código com
base nos valores apresentados na Tabela 34.

Assim, o nı́vel lógico baixo indica a raça branca e é representado pelo valor 0, en-
quanto o nı́vel lógico alto indica a raça negra e é representado pelo valor 1.

7.2.2.2 Ativação das Regras (peso) e Normalização

De acordo com o que foi apresentado anteriormente, o grau de ativação combina os
graus de pertinência presentes no antecedente de uma regra fuzzy, resultando em um único
valor de ativação. Existem diferentes formas de combinar esses graus de pertinência e,
assim como na etapa de modelagem anterior, a t-norma do produto foi adotada neste
modelo para realizar a ativação das regras nos antecedentes.

O Algoritmo 2 proposto calcula os pesos de ativação das regras fuzzy para a
classificação de risco utilizando funções de pertinência binárias e trapezoidais. Ini-
cialmente, os dados de entrada são separados em quatro atributos correspondentes à
classificação diagnóstica, sexo, raça e ı́ndice de massa corporal (IMC). Para cada re-
gra, funções de pertinência binárias são aplicadas às variáveis categóricas, enquanto uma
função de pertinência trapezoidal é utilizada para modelar o IMC. Em seguida, os graus de
pertinência individuais são combinados por meio de uma t-norma do produto para obter
o grau de ativação de cada regra. Esse processo é repetido para todas as regras, resul-
tando em uma matriz de pesos de ativação que representa a contribuição de cada regra no
sistema de inferência fuzzy.

7.2.2.3 Agregação e Cálculo da Saı́da

A contribuição de cada regra para a saı́da final associada a uma determinada entrada,
conforme discutido anteriormente, é determinada pelo seu consequente, também referido
como a parte “então” de uma regra fuzzy.

Ressalta-se, mais uma vez, que, neste caso, as regras são fixas e foram definidas com
base nas diretrizes da Sociedade Brasileira de Diabetes [77] e na avaliação de especialistas
da área.

Em resumo, a saı́da final é obtida pela soma das contribuições de cada regra, pon-
deradas de acordo com seus respectivos graus de ativação. O Algoritmo 2 apresenta o
pseudocódigo que resume toda a modelagem fuzzy referente ao nı́vel 02.
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Algoritmo 2: Inferência TSK-ANFIS para Classificação de Risco
Input: Dados de entrada x ∈ RN×4, Parâmetros das consequentes ci, j

Output: Saı́da final do sistema Y

// 1. Extrair atributos

1 x1← x(:,1), x2← x(:,2), x3← x(:,3), x4← x(:,4);

// 2. Camadas de Fuzzificação e Ativação

2 for cada regra i = 1, . . . ,k do
// Calcular pertinências binárias

3 µ1← I(x1 = 1), µ2← I(x2 = 1), µ3← I(x3 = 0);
// Calcular grau de pertinência (IMC)

4 µ4←max
(

min
(

pb−x4
pb−pa

,1
)
,0
)

;

// Calcular a força de ativação (t-norma)

5 wt(:, i)← µ1 ·µ2 ·µ3 ·µ4;

// 3. Camada de Normalização

6 S← ∑
k
j=1 wt(:, j);

7 for cada regra i = 1, . . . ,k do
8 wt(:, i)← wt(:,i)

S ;

// 4. Camada de Consequente TSK e Agregação

9 for cada regra i = 1, . . . ,k do
10 fi← pi,0 + pi,1x1 + pi,2x2 + pi,3x3 + pi,4x4;

11 Y ← ∑
k
i=1 wt(:, i) · fi;

12 return Y

Neste algoritmo, x representa o vetor de entrada, k o número de regras fuzzy, µi os
graus de pertinência, wti as forças de ativação das regras, wt i as forças de ativação nor-
malizadas, fi as saı́das das consequentes TSK, pi, j os parâmetros das consequentes e Y a
saı́da final do sistema.

7.3 Análise dos Resultados da Metodologia Neuro-Fuzzy em Dois
Nı́veis

Esta seção tem como objetivo apresentar os resultados obtidos a partir das metodolo-
gias descritas anteriormente na Seção 7.2.1 (Nı́vel 01) e na Seção 7.2.2 (Nı́vel 02), nas
quais foram detalhadas as abordagens de modelagem para a classificação de pacientes
quanto ao diagnóstico e ao risco metabólico de desenvolvimento de Diabetes Mellitus
Tipo 2.

Conforme discutido anteriormente, os resultados foram obtidos utilizando dois con-
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juntos de dados distintos: um conjunto gerado a partir de dados coletados no HU e outro
obtido por meio do uso do simulador populacional Sint Multiverse. O Nı́vel 01 utilizou
o conjunto de dados do HU, enquanto o Nı́vel 02 empregou o conjunto de dados sintético.
Em ambos os casos, os conjuntos de dados foram divididos em dois subconjuntos: um
para treinamento e outro para teste. A Figura 69 apresenta um resumo das informações
utilizadas para cada um dos nı́veis.

Figura 69: Resumo dos dados utilizados para cada um dos nı́veis
Fonte: Autora.

De forma geral, para ambos os nı́veis, a pergunta central consiste em “Como transfor-
mar dados clı́nicos em uma decisão assistida, interpretável e validável?”. Como resultado,
espera-se que os modelos sejam capazes de reduzir a ambiguidade entre diagnóstico, risco
e validação computacional. A Figura 70 apresenta as etapas desde a chegada dos dados
clı́nicos até a geração de uma avaliação a partir destes dados.

Figura 70: Fluxograma resumo sobre a análise dos resultados
Fonte: Autora.

7.3.1 Protocolo de avaliação experimental

Embora o problema proposto seja intrinsecamente multiclasse, no qual cada paciente
pertence exatamente a uma única categoria diagnóstica (diabético, pré-diabético ou não
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diabético), a avaliação experimental foi conduzida sob um formalismo de aprendizado
multirrótulo.

Especificamente, o problema multiclasse foi reformulado como um problema mul-
tirrótulo degenerado por meio de um esquema de codificação one-hot, no qual cada amos-
tra é associada a um vetor binário de rótulos y ∈ 0,1C que satisfaz: ∑

C
c=1 yc = 1, onde C

representa o número de classes diagnósticas.

Essa representação permite o uso direto de métricas padrão de avaliação multirrótulo,
ao mesmo tempo em que preserva a semântica original do problema multiclasse. Nesse
cenário restrito, diversas métricas multirrótulo se reduzem às suas correspondentes no
contexto multiclasse. Em particular, a Example-Based Accuracy torna-se equivalente à
acurácia convencional de classificação, enquanto a Hamming Loss mede a proporção de
amostras classificadas incorretamente.

Além disso, métricas baseadas em ranqueamento, como Coverage, Ranking Loss e
OneError, permanecem significativas, uma vez que o sistema fuzzy TSK proposto produz
saı́das contı́nuas para cada classe, as quais podem ser naturalmente interpretadas como
graus de confiança associados a cada categoria diagnóstica.

A avaliação experimental da arquitetura proposta foi conduzida de forma indepen-
dente para cada um dos dois nı́veis do sistema ANFIS, respeitando as particularidades
dos dados utilizados e os objetivos especı́ficos de cada etapa do processo decisório. En-
quanto o Nı́vel 01 foi desenvolvido para realizar a classificação diagnóstica de pacientes
com base em critérios clı́nicos consolidados, o Nı́vel 02 teve como objetivo realizar uma
avaliação complementar de risco utilizando variáveis adicionais associadas ao perfil do
indivı́duo.

7.3.1.1 Protocolo Experimental do Nı́vel 01

O Nı́vel 01 foi concebido para realizar a classificação diagnóstica de indivı́duos em
três categorias: não diabético, pré-diabético e diabético. Para isso, foram utilizados da-
dos reais provenientes do Hospital Universitário (HU), considerando como variáveis de
entrada os valores de glicose plasmática e hemoglobina glicada (HbA1c).

A avaliação do modelo foi realizada por meio de uma estratégia composta por
validação cruzada e teste externo independente. Inicialmente, os dados destinados ao trei-
namento foram submetidos a uma validação cruzada do tipo 5-fold, permitindo estimar a
capacidade de generalização do modelo e reduzir possı́veis efeitos decorrentes da divisão
especı́fica dos dados. Nesse procedimento, o conjunto de treinamento foi particionado
em cinco subconjuntos, sendo quatro utilizados para treinamento e um para validação,
repetindo-se o processo até que todos os subconjuntos fossem utilizados como conjunto
de validação. A Tabela 35 apresenta a divisão dos dados de treino e teste externo para
cada uma das classes.

Além da validação cruzada, foi reservado um conjunto de teste externo independente,
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Classe Total Treino Teste Externo
Não-Diabético 834 665 169
Pré-Diabético 1664 1417 247

Diabético 1079 918 161
Total 3577 3000 577

Tabela 35: Divisão dos dados do Nı́vel 01 para treino e teste para cada uma das classes

completamente separado das etapas de treinamento e ajuste do modelo. Essa estratégia
permitiu avaliar o desempenho do sistema em dados não observados durante o processo de
aprendizagem, fornecendo uma estimativa mais realista da capacidade de generalização
da abordagem proposta.

7.3.1.2 Protocolo Experimental do Nı́vel 02

O Nı́vel 02 foi desenvolvido para realizar uma avaliação de risco complementar, clas-
sificando os indivı́duos em três categorias de risco: baixo, médio e alto. Diferente-
mente do Nı́vel 01, esta etapa utilizou uma base de dados sintética construı́da a partir
das informações obtidas no primeiro nı́vel e de variáveis adicionais relacionadas ao perfil
dos indivı́duos.

As entradas do modelo foram compostas pela classificação diagnóstica previamente
obtida no Nı́vel 01, sexo, raça e ı́ndice de massa corporal (IMC). O objetivo desta etapa
foi investigar o potencial da arquitetura neuro-fuzzy em produzir uma avaliação de risco
interpretável, fornecendo uma camada adicional de suporte à decisão clı́nica.

Considerando a presença de desbalanceamento entre as classes de risco, como poder
ser observado pela Tabela 36, especialmente na classe de maior risco, a avaliação experi-
mental foi conduzida sob duas perspectivas distintas. Inicialmente, foi realizado um teste
utilizando a distribuição original dos dados sintéticos, preservando as proporções naturais
entre as classes. Em seguida, foi conduzido um segundo experimento utilizando um con-
junto de teste balanceado, construı́do especificamente para ampliar a representatividade
das classes minoritárias.

Classe Total %
Risco Baixo 1082 80,03%
Risco Médio 227 16,79%
Risco Alto 43 3,18%

Total 1352 100%

Tabela 36: Distribuição dos dados em cada uma das classes do Nı́vel 02

Essa estratégia permitiu avaliar não apenas o desempenho global do modelo, mas
também sua capacidade de identificar corretamente indivı́duos pertencentes às classes me-
nos frequentes, aspecto particularmente importante em aplicações relacionadas à saúde.
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7.3.1.3 Métricas de Avaliação e Análise dos Resultados

A avaliação dos modelos desenvolvidos foi realizada por meio de métricas globais e
métricas especı́ficas por classe, permitindo analisar tanto o desempenho geral dos classi-
ficadores quanto sua capacidade de identificar corretamente cada categoria diagnóstica ou
de risco.

As métricas globais adotadas foram Subset Accuracy, Micro-F1 e Average Precision.
Essas métricas fornecem uma visão abrangente do desempenho do sistema, considerando
simultaneamente a capacidade de classificação correta e a consistência das predições rea-
lizadas.

Adicionalmente, foram utilizadas métricas especı́ficas por classe, incluindo Precisão
Recall e F1-Score. Essas métricas permitem avaliar individualmente o comportamento
do modelo em cada categoria, aspecto particularmente importante em problemas de
classificação multiclasses com diferentes distribuições amostrais.

Para complementar a análise, foram empregadas matrizes de confusão, possibili-
tando identificar os tipos de erros cometidos pelos modelos e analisar suas potenciais
implicações clı́nicas.

No Nı́vel 01, destinado à classificação diagnóstica utilizando dados reais do HH, o
modelo apresentou elevado desempenho global, como mostra a Tabela 37. Foram obtidos
valores de Hamming Loss igual a 0,0179, Example-Based Accuracy de 0,9575, Subset Ac-

curacy de 0,9515, Micro-F1 de 0,9729 e Average Precision de 0,9887. Esses resultados
evidenciam a capacidade do sistema em reproduzir de forma consistente os critérios di-
agnósticos utilizados para a classificação de indivı́duos em não diabéticos, pré-diabéticos
e diabéticos.

Métrica Valor
Hamming Loss 0,0179

Example-Based Accuracy 0,9575
Subset Accuracy 0,9515

Micro-F1 0,9729
Average Precision 0,9887

Tabela 37: Métricas Globais para análise do Nı́vel 01

A análise por classe, apresentada pela Tabela 38, mostrou desempenho equilibrado en-
tre as três categorias diagnósticas. Os valores de F1-Score foram de 0,9911 para a classe
Não Diabético, 0,9857 para a classe Pré-Diabético e 0,9333 para a classe Diabético. Em-
bora a classe Diabético tenha apresentado desempenho ligeiramente inferior, os resulta-
dos obtidos indicam elevada capacidade discriminativa do modelo em todas as categorias
avaliadas.

No Nı́vel 02, destinado à avaliação de risco, foram conduzidos experimentos utili-
zando tanto a distribuição original dos dados quanto uma configuração de teste balanceada
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Classe Precisão Recall F1
Não-Diabéticos 0,9940 0,9882 0,9911
Pré-Diabéticos 0,9918 0,9798 0,9857

Diabéticos 0,9545 0,9130 0,9333

Tabela 38: Métricas por Classe para análise do Nı́vel 01

para aumentar a representatividade das classes minoritárias. No teste original, o modelo
obteve Micro-F1 de 0,9972, Average Precision de 0,9966 e Subset Accuracy de 0,9972.
Entretanto, devido ao forte desbalanceamento entre as classes de risco, tais resultados
poderiam superestimar o desempenho do sistema.

Por essa razão, foi realizada uma avaliação complementar utilizando um conjunto de
teste balanceado. Nessa condição, os valores observados foram Micro-F1 de 0,8247, Ave-

rage Precision de 0,9222 e Subset Accuracy de 0,7933. Embora inferiores aos resultados
obtidos no teste original, esses valores fornecem uma estimativa mais realista da capa-
cidade de generalização do modelo em cenários nos quais todas as classes apresentam
representatividade semelhante. A Tabela 39 apresenta os dados apresentados para os dois
testes realizados.

Métrica Teste Original Teste Balanceado
Micro-F1 0,9972 0,8247

Average Precision 0,9986 0,9222
Subset Accuracy 0,9972 0,7333

Classe risco alto no teste 3 casos 15 casos

Tabela 39: Comparação dos resultados obtidos no Nı́vel 02 para o teste original e teste
balanceado

A análise por classe no teste balanceado demonstrou, como mostra a Tabela 40, que
o modelo apresentou Recall igual a 1,0000 para as classes de risco baixo e risco médio,
indicando identificação completa dessas categorias. Para a classe de risco alto, conside-
rada a mais crı́tica e menos representada na base de dados, foi obtido Recall de 0,6667
e F1-Score de 0,8000. Esses resultados evidenciam que o modelo mantém desempenho
satisfatório mesmo em cenários mais desafiadores, embora a identificação de indivı́duos
pertencentes à classe de maior risco ainda represente um aspecto passı́vel de aprimora-
mento em estudos futuros.

Classe Precisão Recall F1
Risco Baixo 0,7500 1,0000 0,8571
Risco Médio 0,6818 1,0000 0,8108
Risco Alto 1,0000 0,6667 0,8000

Tabela 40: Resultados obtidos para a análise por classe realizada para o teste balanceado

Para o teste balanceado também foi construı́da a matriz de confusão para avaliar onde
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o modelo está acertando e onde está errando. Como pode ser observado na Tabela 41, o
modelo acerta nas classes de risco baixo e médio, enquanto apresentou erros na classe de
risco alto, justamente a classe minoritária.

Real/Pred Baixo Médio Alto
Baixo 15 0 0
Médio 0 15 0
Alto 0 7 8

Tabela 41: Matriz de Confusão para análise de desempenho do teste balanceado



8 CONCLUSÕES E TRABALHOS FUTUROS

O crescente impacto das doenças crônicas, em especial o DM2, na saúde pública,
aliado às limitações dos métodos tradicionais de diagnóstico e avaliação de risco, fre-
quentemente baseados em limiares fixos e incapazes de capturar adequadamente as in-
certezas inerentes aos dados clı́nicos, evidencia a necessidade de abordagens mais robus-
tas e inteligentes. Soma-se a isso a crescente disponibilidade de informações proveni-
entes de exames laboratoriais e dispositivos de monitoramento pessoal, o que demanda
soluções capazes de integrar múltiplas fontes de dados de forma interpretável e confiável.
Nesse contexto, os sistemas neuro-fuzzy destacam-se como uma alternativa promissora, ao
combinarem a capacidade de aprendizado dos métodos baseados em dados com a trans-
parência dos sistemas baseados em regras, permitindo não apenas melhorar a acurácia das
predições, mas também oferecer suporte à tomada de decisão clı́nica de maneira compre-
ensı́vel e alinhada às diretrizes médicas.

O presente estudo foi estruturado em três frentes principais de desenvolvimento. A
primeira refere-se à implementação do aplicativo; a segunda diz respeito à definição de
uma metodologia para extração automática de variáveis a partir de exames laboratoriais
em formato PDF; e a terceira envolve a proposição de uma metodologia para classificação
e previsão do DM2.

Com o objetivo de apresentar de forma clara como cada um dos objetivos especı́ficos
foi atendido, optou-se por organizá-los em tópicos, acompanhados de suas respectivas
análises:

• Avaliar o estado da arte acerca da utilização da lógica fuzzy para classificação,
a extração de informação de arquivos PDF (Portable Document Format) e da
utilização do modelo ANFIS (Adaptive Neuro-Fuzzy Inference System) para
classificação de doenças;

– O primeiro objetivo especı́fico concentra-se na análise do estado da arte de te-
mas fundamentais para a condução da pesquisa, a saber: a aplicação da lógica
fuzzy em problemas de classificação, técnicas de extração de informação a par-
tir de arquivos PDF e o uso de modelos baseados em ANFIS para classificação
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de doenças. Para tanto, foram realizadas três revisões sistemáticas da litera-
tura, das quais duas resultaram em artigos cientı́ficos publicados, contribuindo
diretamente para a fundamentação teórica e validação da proposta desenvol-
vida.

• Desenvolver um método baseado em aprendizado de máquina para extrair um
conjunto de informações de saúde automaticamente a partir de documentos
com resultados de exames médicos:

– Foi definida uma metodologia para extração automática de variáveis a partir
de exames de sangue em arquivos PDF. Os resultados demonstraram desem-
penho expressivo, evidenciado por elevados valores de precisão, recall e F1-

score. Verificou-se, ainda, que a abordagem é eficaz tanto para PDFs nativos
quanto para documentos baseados em imagem. Contudo, observou-se que,
neste último caso, a qualidade da imagem impacta diretamente o desempenho
do sistema, podendo comprometer a acurácia em situações de baixa resolução
ou presença de ruı́do visual.

• Desenvolver modelos interpretáveis baseados em regras fuzzy para desfechos
em saúde a partir de variáveis extraı́das automaticamente:

– Foi proposto um Sistema de Inferência Neuro-Fuzzy Adaptativo baseado em
TSK, estruturado em dois nı́veis, para classificação laboratorial de pacien-
tes e estimativa do risco metabólico atual associado ao DM2. A abordagem
contempla um modelo baseado em glicose e hemoglobina glicada, e um mo-
delo de avaliação de risco metabólico que incorpora variáveis adicionais como
IMC, sexo, raça e diagnóstico prévio.

Os resultados evidenciam que a abordagem fuzzy é eficaz no tratamento de
incertezas em dados clı́nicos, apresentando elevada precisão, revocação e
acurácia. O modelo de risco também apresentou desempenho consistente,
com Example-Based Accuracy de 0,9040 e Average Precision de 0,9540, de-
monstrando robustez frente a entradas heterogêneas.

A integração entre os dois nı́veis reflete o fluxo clı́nico real, no qual di-
agnósticos prévios influenciam a avaliação de risco metabólico. Além disso, o
uso de regras fuzzy garante transparência e alinhamento com padrões médicos,
enquanto a representação contı́nua do risco metabólico atual se mostra parti-
cularmente relevante em aplicações em saúde.

Em sı́ntese, a metodologia proposta é robusta, interpretável e adequada para
sistemas de apoio à decisão, evidenciando o potencial dos sistemas fuzzy TSK
como alternativa aos métodos tradicionais baseados em limiares.
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• Desenvolver a plataforma propriamente dita:

– Foi desenvolvido um aplicativo integrador voltado à interação entre pacientes
e profissionais de saúde. A plataforma permite o envio de exames, a extração
automática de informações e a visualização dos dados em formato de linha do
tempo, facilitando a análise longitudinal e o acompanhamento clı́nico. Além
disso, possibilita a comunicação entre pacientes, médicos, enfermeiros e cui-
dadores, contribuindo para um cuidado mais eficiente e integrado.

Dessa forma, conclui-se que o trabalho atingiu de maneira satisfatória todos os objeti-
vos propostos, apresentando resultados consistentes e evidenciando a viabilidade prática
das metodologias desenvolvidas no contexto da saúde digital.

Além dos objetivos, foram estabelecidas duas hipóteses cientı́ficas e uma hipótese
tecnológica:

• Hipótese Cientı́fica: Métodos de extração de informações de exames médicos gui-
ados por aprendizado de máquina podem mitigar o problema da partida fria da rede
e melhorar o apoio à classificação laboratorial e à tomada de decisão clı́nica quando
comparados a métodos clássicos;

• Hipótese Cientı́fica: Modelos interpretáveis baseados em regras fuzzy para de-
tectar anomalias em variáveis colhidas manualmente ou por meio de wearables

(alimentação, sono, frequência cardı́aca, glicemia, exercı́cio fı́sico etc.) permitem
compreender os relacionamentos entre os preditores e as variáveis alvo relacionadas
às patologias do paciente, em particular DM2.

• Hipótese Tecnológica: Uma plataforma, no formato de linha do tempo, que se
constitua em um repositório de informações pregressas e atuais de saúde do usuário
e que esteja conectado a uma rede social, formada por profissionais de saúde e
responsáveis pelo seu cuidado, pode auxiliar na prevenção de eventos e desfechos
através do monitoramento e controle da saúde dos usuários.

Os resultados obtidos demonstram forte aderência a essas hipóteses. A extração au-
tomática de dados aliada ao modelo neuro-fuzzy contribuiu para melhor desempenho na
classificação laboratorial e na estratificação do risco metabólico atual. Os modelos basea-
dos em regras demonstraram elevada interpretabilidade, permitindo compreender relações
entre variáveis clı́nicas e risco de doença. Por fim, a plataforma desenvolvida evidencia a
viabilidade de aplicação prática em sistemas de monitoramento em saúde.

Assim, conclui-se que o trabalho valida tanto as hipóteses cientı́ficas quanto a tec-
nológica, fornecendo base sólida para aplicações reais em saúde digital.
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8.1 Limitações do Estudo

Apesar dos resultados promissores obtidos, algumas limitações devem ser considera-
das na interpretação dos achados e no planejamento de trabalhos futuros.

Em primeiro lugar, o modelo desenvolvido no Nı́vel 1 baseia-se exclusivamente
em critérios laboratoriais, utilizando principalmente os valores de glicemia e hemoglo-
bina glicada para classificação dos indivı́duos. Dessa forma, o sistema não substitui
o diagnóstico clı́nico confirmado, que requer avaliação médica abrangente, incluindo
histórico clı́nico, sintomas, exames complementares e acompanhamento do paciente.

Além disso, o estudo não contemplou formas especı́ficas de diabetes, como o Di-
abetes Autoimune Latente do Adulto (LADA) e o Diabetes Monogênico de Inı́cio na
Juventude (MODY). Embora menos prevalentes que o Diabetes Mellitus Tipo 1 e Tipo 2,
essas condições apresentam caracterı́sticas clı́nicas e fisiopatológicas distintas, podendo
demandar abordagens diagnósticas e terapêuticas especı́ficas.

Outra limitação refere-se à natureza transversal da análise realizada no Nı́vel 2.
Como o modelo foi construı́do a partir de dados observados em um único momento, sua
aplicação está voltada para a classificação do estado atual do paciente, não permitindo
estimar o risco prospectivo de desenvolvimento da doença ao longo do tempo, conforme
realizado por modelos epidemiológicos de predição de risco.

Também deve ser destacado que o conjunto de variáveis preditoras disponı́vel foi rela-
tivamente restrito quando comparado aos fatores tradicionalmente utilizados na literatura
clı́nica. Informações relevantes, como histórico familiar de diabetes, hábitos de vida, nı́vel
de atividade fı́sica, alimentação, circunferência abdominal e presença de comorbidades,
não estavam disponı́veis na base de dados utilizada. A ausência dessas variáveis limita
a capacidade de comparação direta com modelos de risco amplamente consolidados na
literatura.

Em relação às variáveis sociodemográficas, a representação da raça foi realizada por
meio de uma categorização binária. Embora essa simplificação tenha sido necessária em
função da estrutura dos dados disponı́veis, ela não representa adequadamente a comple-
xidade da composição étnico-racial da população brasileira, potencialmente reduzindo a
capacidade do modelo de capturar diferenças associadas a esse fator.

Adicionalmente, não foi possı́vel realizar uma comparação direta com escores clı́nicos
de rastreamento amplamente utilizados, como FINDRISC, ADA Diabetes Risk Test ou
AUSDRISK. A ausência de variáveis fundamentais exigidas por esses instrumentos in-
viabilizou sua aplicação ao conjunto de dados empregado, impossibilitando a utilização
desses métodos como baseline comparativo.

Por fim, a plataforma desenvolvida foi avaliada sob a perspectiva técnica e computa-
cional, incluindo testes funcionais, análise de desempenho e validação dos modelos pro-
postos. Entretanto, não foi conduzido um estudo de uso envolvendo pacientes, médicos,
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enfermeiros ou outros profissionais da saúde em ambiente real de utilização. Consequen-
temente, aspectos relacionados à usabilidade, aceitação da tecnologia, impacto no fluxo
clı́nico e experiência dos usuários permanecem como oportunidades para investigações
futuras.

Dessa forma, os resultados obtidos devem ser interpretados dentro do contexto das
limitações apresentadas. Ao mesmo tempo, tais limitações apontam direções relevantes
para pesquisas futuras, incluindo a incorporação de novas variáveis clı́nicas, a avaliação
longitudinal dos pacientes, a investigação de subtipos especı́ficos de diabetes e a validação
da plataforma em cenários reais de uso.

8.2 Trabalhos Futuros

Os resultados obtidos nesta pesquisa evidenciam o potencial da plataforma desen-
volvida para apoiar o gerenciamento de dados clı́nicos e a identificação de indivı́duos
com diabetes. Entretanto, diversas oportunidades de evolução podem ser exploradas em
trabalhos futuros, visando ampliar tanto o escopo funcional da solução quanto sua aplica-
bilidade em contextos clı́nicos reais.

Uma primeira linha de investigação consiste na ampliação do conjunto de variáveis
utilizadas pelos modelos de classificação, incorporando informações clı́nicas, antro-
pométricas e comportamentais frequentemente empregadas na literatura especializada,
tais como histórico familiar de diabetes, ı́ndice de massa corporal, circunferência abdo-
minal, hábitos alimentares, nı́vel de atividade fı́sica e presença de comorbidades. A in-
clusão dessas informações poderá contribuir para o aumento da capacidade preditiva dos
modelos e possibilitar comparações mais abrangentes com instrumentos de rastreamento
consolidados, como FINDRISC, ADA Diabetes Risk Test e AUSDRISK.

Outra perspectiva relevante envolve a realização de estudos longitudinais, permitindo
acompanhar os pacientes ao longo do tempo e desenvolver modelos capazes de estimar o
risco futuro de desenvolvimento da doença. Essa abordagem possibilitaria a transição de
modelos predominantemente classificatórios para modelos preditivos de risco metabólico,
ampliando sua utilidade em estratégias de prevenção e intervenção precoce.

Também se mostra promissora a investigação de formas especı́ficas de diabetes, inclu-
indo Diabetes Autoimune Latente do Adulto (LADA) e Diabetes Monogênico de Inı́cio
na Juventude (MODY). A incorporação dessas condições poderá contribuir para o desen-
volvimento de mecanismos de apoio ao diagnóstico diferencial, tornando a plataforma
mais abrangente e alinhada à prática clı́nica especializada.

No contexto da inteligência artificial, futuras pesquisas poderão comparar a aborda-
gem proposta com diferentes técnicas de modelagem e aprendizado de máquina, incluindo
métodos estatı́sticos tradicionais, algoritmos baseados em árvores, modelos de ensemble

e técnicas de aprendizado profundo. Essas comparações poderão fornecer evidências adi-



194

cionais sobre o desempenho, interpretabilidade e robustez da solução desenvolvida.
Do ponto de vista da plataforma computacional, uma evolução natural consiste na

implementação de mecanismos de monitoramento contı́nuo e geração automática de aler-
tas clı́nicos. A partir da análise dos resultados laboratoriais e demais informações dis-
ponı́veis, o sistema poderá notificar usuários e profissionais de saúde sobre alterações
relevantes, contribuindo para a identificação precoce de situações que demandem atenção
clı́nica.

Outra direção importante refere-se à validação da plataforma em ambientes reais
de utilização, envolvendo pacientes, médicos, enfermeiros e demais profissionais da
saúde. Estudos de usabilidade, aceitação tecnológica e impacto clı́nico poderão fornecer
evidências sobre a efetividade da solução no suporte à tomada de decisão e no acompa-
nhamento dos pacientes.

Além disso, a plataforma poderá ser expandida para contemplar uma abordagem
multidisciplinar, permitindo a participação integrada de profissionais de diferentes áreas
da saúde, como nutricionistas, psicólogos, farmacêuticos, fisioterapeutas e educadores
fı́sicos. Essa expansão tem potencial para favorecer o cuidado integral dos pacientes e
promover uma gestão mais abrangente das condições crônicas de saúde.

Por fim, a metodologia proposta poderá ser adaptada e aplicada ao monitoramento
e classificação de outras doenças crônicas, como hipertensão arterial sistêmica, doenças
cardiovasculares e distúrbios metabólicos. Essa ampliação contribuirá para transformar
a plataforma em um ambiente unificado de apoio ao acompanhamento longitudinal da
saúde, aumentando seu potencial de impacto tanto em contextos clı́nicos quanto em ini-
ciativas de saúde pública.
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Disponı́vel em: <https://learn.microsoft.com/pt-br/azure/ai-services/document-
intelligence/quickstarts/get-started-sdks-rest-api?view=doc-intel-3.1.0&preserve-
view=true&pivots=programming-language-python>. Acesso em: 15 setembro
2023.

[75] MANNING, C. D. Introduction to information retrieval. [S.l.]: Syngress Pu-
blishing,, 2008.



202

[76] JUNG, M. O. et al. Sint multiverse: Prototype simulator for generating synthetic
health determinant data for explainable ai training. IEEE Access, p. 1–1, 2026.
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V

isconti

2022
17

[105]
B

alancing
A

ccuracy
and

Interpretability
through

N
euro-F

uzzy
M

odels
for

C
ardiovascular

R
isk

A
ssessm

ent

G
abriella

C
asalino;G

iovanna
C

astellano;U
zay

K
aym

ak;G
ianluca

Z
aza

2021
22

[106]

B
andlettransform

based
brain

tum
or

detection
and

classification
ofM

agnetic
resonance

im
age

using
C

oactive
N

euro
F

uzzy
Inference

System
in

com
parison

w
ith

A
daptive

N
euro

F
uzzy

Inference
System

classifier

P.R
upeshy;M

.K
.M

ariam
B

ee;V.
Suresh

2022
0

[69]
B

lockchain-B
ased

Secure
H

ealthcare
A

pplication
for

D
iabetic-C

ardio
D

isease
P

rediction
in

Fog
C

om
puting

P.G
.Shynu;V

arun
G

.M
enon;R

.
L

akshm
ana

K
um

ar;Seifedine
K

adry;
Y

unyoung
N

am
2021

116

[107]
B

rain
C

ancer
D

iagnosis
and

P
rediction

B
ased

on
N

euralG
as

N
etw

ork
and

A
daptive

N
euro

F
uzzy

K
am

elH
.R

ahoum
a;R

abab
H

am
ed

M
.A

ly,H
esham

F.A
.H

am
ed

2019
9

[108]
B

rain
tum

or
segm

entation
ofM

R
im

ages
using

SV
M

and
fuzzy

classifier
in

m
achine

learning
R

am
das

V
ankdothu,M

ohd
A

bdul
H

am
eed

2022
65

Fonte:A
utora.
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Ta
be

la
46

:I
nf

or
m

aç
õe

s
bá

si
ca

s
do

s
ar

tig
os

se
le

ci
on

ad
os

(c
on

tin
ua

çã
o)

R
ef

er
ên

ci
a

T
ı́tu

lo
A

ut
or

es
A

no
To

ta
ld

e
C

ita
çõ

es

[1
09

]
B

re
as

tc
an

ce
r:

A
hy

br
id

m
et

ho
d

fo
r

fe
at

ur
e

se
le

ct
io

n
an

d
cl

as
si

fic
at

io
n

in
di

gi
ta

lm
am

m
og

ra
ph

y

Sh
an

ka
rT

ha
w

ka
r,

V
ija

y
K

at
ta

,A
ja

y
R

aj
Pa

ra
sh

ar
,L

aw
K

um
ar

Si
ng

h,
M

un
is

h
K

ha
nn

a
20

23
7

[1
10

]
C

A
P

SO
C

A
:h

yb
ri

d
te

ch
ni

qu
e

fo
r

no
so

lo
gi

c
se

gm
en

ta
tio

n
of

pr
im

ar
y

br
ai

n
tu

m
or

s
Sh

af
af

Ib
ra

hi
m

,N
oo

rE
la

iz
a

A
bd

K
ha

lid
,M

az
an

iM
an

af
20

19
6

[1
11

]
C

ar
di

ov
as

cu
la

r
C

on
di

tio
ns

C
la

ss
ifi

ca
tio

n
U

si
ng

A
da

pt
iv

e
N

eu
ro

-F
uz

zy
In

fe
re

nc
e

Sy
st

em
Ja

so
n

R
iv

er
a;

K
el

se
y

R
od

ri
gu

ez
;

X
ia

o-
H

ua
Y

u
20

19
6

[1
12

]
C

la
ss

ifi
ca

tio
n

of
ad

ap
tiv

e
ba

ck
pr

op
ag

at
io

n
ne

ur
al

ne
tw

or
k

al
on

g
w

ith
fu

zz
y

lo
gi

c
in

ch
ro

ni
c

ki
dn

ey
di

se
as

e

V
in

ee
th

a
K

R
,M

.S
.M

ah
ar

aj
an

,
B

ha
gy

as
hr

ee
K

,N
.S

iv
ak

um
ar

20
24

4

[1
13

]
C

la
ss

ifi
ca

tio
n

of
br

ai
n

ne
op

la
sm

fr
om

m
ul

ti-
m

od
al

ity
M

R
Iw

ith
th

e
ai

d
of

A
N

F
IS

cl
as

si
fie

r
R

.A
ar

th
ia

nd
K

.H
el

en
Pr

ab
ha

20
21

3

[1
14

]
C

la
ss

ifi
ca

tio
n

of
C

O
V

ID
-1

9
In

di
vi

du
al

s
U

si
ng

A
da

pt
iv

e
N

eu
ro

-F
uz

zy
In

fe
re

nc
e

Sy
st

em

C
el

es
tin

e
Iw

en
di

,K
ai

na
at

M
ah

bo
ob

,
Z

ar
na

b
K

ha
lid

,A
bd

ul
R

eh
m

an
Ja

ve
d,

M
uh

am
m

ad
R

iz
w

an
an

d
U

tta
m

G
ho

sh
20

22
97

[1
15

]
C

la
ss

ifi
ca

tio
n

of
Th

yr
oi

d
C

ar
ci

no
m

a
us

in
g

So
be

l
E

dg
e

D
et

ec
tio

n
an

d
A

da
pt

iv
e

N
eu

ro
F

uz
zy

In
fe

re
nc

e
Sy

st
em

A
pp

ro
ac

h
II

nt
an

,Y
JW

So
et

ik
no

20
19

0

[1
16

]
D

at
a

A
na

ly
tic

s
on

U
np

re
di

ct
ab

le
P

re
gn

an
cy

D
at

a
R

ec
or

ds
U

si
ng

E
ns

em
bl

e
N

eu
ro

-F
uz

zy
Te

ch
ni

qu
es

C
V

ai
ra

ve
l,

N
S

N
ith

ya
20

23
1

Fo
nt

e:
A

ut
or
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Tabela
47:Inform

ações
básicas

dos
artigos

selecionados
(continuação)

R
eferência

T
ı́tulo

A
utores

A
no

Totalde
C

itações

[117]
D

epress-D
C

N
F

:A
deep

convolutionalneuro-fuzzy
m

odelfor
detection

ofdepression
episodes

using
IoM

T

A
K

um
ar,SR

Sangw
an,A

A
rora,V

G
M

enon
2022

26

[118]
D

erm
atology

disease
prediction

based
on

firefly
optim

ization
ofA

N
F

IS
classifier

J
R

ajeshw
ari,M

Sughasiny
2022

8

[66]
D

esign
ofan

A
N

F
IS

based
D

ecision
SupportSystem

for
D

iabetes
D

iagnosis
L

Priyadarshini;L
akshm

iShrinivasan
2020

16

[119]
D

etection
and

classification
ofelectroencephalogram

signals
for

epilepsy
disease

using
m

achine
learning

m
ethods

R
ajagopalan

Srinath,R
ajagopal

G
ayathri

2021
31

[120]
D

etection
and

segm
entation

ofcancer
regions

in
cervicalim

ages
using

fuzzy
logic

and
adaptive

neuro
fuzzy

inference
system

classification
m

ethod

R
aghupathy

R
am

asam
y,C

hitra
C

hinnasam
yo

2020
4

[121]
D

etection
ofbrain

tum
or

in
M

R
Iim

ages
using

optim
ized

A
N

F
IS

classifier
R

ehna
K

alam
,C

iza
T

hom
as,and

M
.

A
bdulR

ahim
an

2021
3

[122]
D

etection
ofC

hronic
K

idney
D

isease
U

sing
N

euro-F
uzzy

R
ule-based

C
lassifier

Supantha
D

as;A
rnab

H
azra;Soum

en
K

um
arPati;Soum

adip
G

hosh;Saurav
M

allik;Suharta
B

anerjee
2022

0

[123]
D

etection
ofm

ild
cognitive

Im
pairm

entfrom
gait

using
A

daptive
N

euro-F
uzzy

Inference
system

M
ahm

oud
Seifallahia

c,A
fsoon

H
assaniM

ehraban
b,Fatem

eh
K

ham
seh

c,M
asoum

eh
Salehic,

G
holam

reza
H

ajatic,M
ehrdad

K
hansaric,M

ina
A

hm
adzadeh

c,
M

ehrzad
B

abaie

2022
6

Fonte:A
utora.
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Ta
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:I

nf
or

m
aç

õe
s

bá
si
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s

do
s

ar
tig

os
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ci

on
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os
(c

on
tin

ua
çã

o)

R
ef

er
ên

ci
a

T
ı́tu

lo
A

ut
or

es
A

no
To

ta
ld

e
C

ita
çõ

es

[1
24

]
D

ev
el

op
in

g
N

eu
ra

l-
fu

zz
y-

ba
se

d
U

ns
ce

nt
ed

K
al

m
an

Fi
lte

r
A

lg
or

ith
m

fo
r

A
tr

ia
lF

ib
ri

lla
tio

n
O

ns
et

P
re

di
ct

io
n

C
uc

T.
B

ui
,P

ha
tK

.H
uy

nh
,H

ao
T.

Ph
an

,T
ru

ng
Q

.L
e

an
d

Vo
V

an
To

i
20

20
1

[1
25

]
D

ev
el

op
m

en
ta

nd
us

e
of

a
cl

in
ic

al
de

ci
si

on
su

pp
or

t
sy

st
em

fo
r

th
e

di
ag

no
si

s
of

so
ci

al
an

xi
et

y
di

so
rd

er
Si

na
Fa

th
i,

M
ar

ya
m

A
hm

ad
i,

B
eh

ro
uz

B
ir

as
hk

,A
fs

an
eh

D
eh

na
d

20
20

24

[1
26

]
D

ew
C

om
pu

tin
g

en
ab

le
d

A
N

F
IS

M
od

el
fo

r
A

cc
ur

at
e

C
la

ss
ifi

ca
tio

n
of

Se
as

on
-S

tr
at

ifi
ed

A
cu

te
R

es
pi

ra
to

ry
In

fe
ct

io
ns

in
H

ig
h

A
lti

tu
de

R
eg

io
n

Z
ub

ai
rS

ay
ee

d
M

as
oo

di
;A

nk
us

h
M

an
oc

ha
20

24
0

[1
27

]
D

ew
co

m
pu

tin
g-

in
sp

ir
ed

he
al

th
-m

et
eo

ro
lo

gi
ca

l
fa

ct
or

an
al

ys
is

fo
r

ea
rl

y
pr

ed
ic

tio
n

of
br

on
ch

ia
l

as
th

m
a

A
nk

us
h

M
an

oc
ha

,M
un

is
h

B
ha

tia
,

G
ul

sh
an

K
um

ar
20

21
22

[1
28

]
D

ia
gn

os
in

g
B

re
as

tC
an

ce
r

B
as

ed
on

th
e

A
da

pt
iv

e
N

eu
ro

-F
uz

zy
In

fe
re

nc
e

Sy
st

em

S.
C

hi
da

m
ba

ra
m

,S
.S

an
ka

rG
an

es
h,

A
la

ga
rK

ar
th

ic
k,

Pr
ab

hu
Ja

ya
go

pa
l,

B
hu

va
ne

sw
ar

iB
al

ac
ha

nd
er

an
d

S.
M

an
oh

ar
an

20
22

17

[1
29

]
D

ia
gn

os
is

of
liv

er
im

ag
es

le
si

on
s

in
m

r
im

ag
es

us
in

g
im

pr
ov

ed
se

gm
en

ta
tio

n
an

d
cl

as
si

fic
at

io
n

ta
sk

B
ab

u,
M

.
20

19
1

[1
30

]
D

ia
gn

os
is

of
M

ec
ha

ni
ca

lL
ow

B
ac

k
Pa

in
U

si
ng

a
F

uz
zy

Lo
gi

c-
B

as
ed

A
pp

ro
ac

h
N

an
th

ak
um

ar
,G

.
20

21
1

[1
31

]

D
yn

am
ic

co
nt

ra
st

en
ha

nc
ed

-m
ag

ne
tic

re
so

na
nc

e
im

ag
in

g
ra

di
om

ic
s

co
m

bi
ne

d
w

ith
a

hy
br

id
ad

ap
tiv

e
ne

ur
o-

fu
zz

y
in

fe
re

nc
e

sy
st

em
-p

ar
tic

le
sw

ar
m

op
tim

iz
at

io
n

ap
pr

oa
ch

fo
r

br
ea

st
tu

m
ou

r
cl

as
si

fic
at

io
n

A
le

xi
a

G
.T

za
la

vr
a,

Io
an

ni
s

A
nd

re
ad

is
,K

al
lio

pi
V.

D
al

ak
le

id
i,

Fo
tio

s
C

on
st

an
tin

id
is

,E
va

ng
el

ia
I.

Z
ac

ha
ra

ki
,K

on
st

an
tin

a
S.

N
ik

ita

20
21

8

[1
32

]

D
yn

am
ic

ne
ut

ro
so

ph
ic

co
gn

iti
ve

m
ap

w
ith

im
pr

ov
ed

cu
ck

oo
se

ar
ch

al
go

ri
th

m
(D

N
C

M
-I

C
SA

)a
nd

en
se

m
bl

e
cl

as
si

fie
r

fo
r

rh
eu

m
at

oi
d

ar
th

ri
tis

(R
A

)
di

se
as

e

B
.C

hi
th

ra
,R

.N
ed

un
ch

ez
hi

an
20

22
19
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nt
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Tabela

49:Inform
ações

básicas
dos

artigos
selecionados

(continuação)

R
eferência

T
ı́tulo

A
utores

A
no

Totalde
C

itações

[133]
E

arly
P

rediction
in

C
lassification

ofC
ardiovascular

D
iseases

w
ith

M
achine

Learning,N
euro-F

uzzy
and

StatisticalM
ethods

O
sm

an
Taylan

,A
bdulaziz

S.A
lkabaa

,H
anan

S.A
lqabbaa,E

sra
Pam

ukçu,
V

ı́ctorL
eiva

2023
50

[134]
E

C
G

A
rrhythm

ia
C

lassification
based

on
F

uzzy
C

ognitive
M

aps

O
liverio

A
rellano

C
árdenas,L

uis
M

artı́n
Flores

N
ava,Felipe

G
óm

ez
C

astañeda,José
A

ntonio
M

oreno
C

adenas

2019
3

[71]
eD

iaP
redict:

A
n

E
nsem

ble-based
Fram

ew
ork

for
D

iabetes
P

rediction

A
shim

a
Singh,A

rw
inderD

hillon,
N

eerajK
um

ar,M
.Sham

im
H

ossain,
G

hulam
M

uham
m

ad,M
anojK

um
ar

2021
56

[135]
E

nhanced
Pelican

O
ptim

ization
A

lgorithm
w

ith
D

eep
Learning-D

riven
M

itotic
N

ucleiC
lassification

on
B

reastH
istopathology

Im
ages

Fadw
a

A
lrow

ais
,Faiz

A
bdullah

A
lotaibi,A

bdulkhaleq
Q

.A
.H

assan
,

R
adw

a
M

arzouk
,M

rim
M

.A
lnfiai,

A
hm

ed
Sayed

2023
1

[136]
E

nhancing
cervicalprecancerous

lesion
detection

using
A

frican
Vulture

O
ptim

ization
A

lgorithm
w

ith
D

eep
Learning

m
odel

Jiayu
Song,L

e
W

ang,Jiazhuo
Y

an,
Y

ue
Feng,Y

unyan
Z

hang
2024

1

[67]

E
xpertdiagnostic

system
for

detection
of

hypertension
and

diabetes
m

ellitus
using

discrete
w

aveletdecom
position

ofphotoplethysm
ogram

signaland
m

achine
learning

technique

M
uzaffarkhan,B

ikesh
K

um
arSingh,

N
eelam

shobha
N

irala
2023

5

[137]
E

xpertSystem
for

D
iagnosis

Fever
w

ith
R

ash
D

iseases
for

Pediatric
A

ge
G

roup
using

A
daptive

N
euro-F

uzzy
Inference

System

Z
ainab

N
.A

l-Q
udsy,R

usulM
.

K
anona,Shaym

aa
A

zzam
A

lyaw
er

2022
1

[138]
Fabrication

ofa
portable

device
for

stress
m

onitoring
using

w
earable

sensors
and

soft
com

puting
algorithm

s

A
lireza

G
olgouneh,B

ahram
Tarvirdizadeh

2019
70

[139]
Fog-A

ssisted
R

eal-Tim
e

C
oronary

H
eartD

isease
R

isk
D

etection
in

IoT-B
ased

H
ealthcare

System
L

.JubairA
hm

ed,G
okulavasan

B
rindavanam

,A
nishfathim

a
B

asheer
2022

7

Fonte:A
utora.
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e
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çõ

es

[1
40

]
F

uz
zy

lo
gi

c
ap

pr
oa

ch
fo

r
in

fe
ct

io
us

di
se

as
e

di
ag

no
si

s:
A

m
et

ho
di

ca
le

va
lu

at
io

n,
lit

er
at

ur
e

an
d

cl
as

si
fic

at
io

n

G
ol

iA
rj

i,
H

os
se

in
A

hm
ad

i,
M

eh
rb

ak
hs

h
N

ila
sh

i,
Ta

ri
k

A
.R

as
hi

d,
O

m
ed

H
as

sa
n

A
hm

ed
,N

ah
la

A
ljo

jo
,

A
zi

da
Z

ai
no

l

20
19

11
8

[1
41

]
G

en
om

ic
si

gn
al

pr
oc

es
si

ng
of

m
ic

ro
ar

ra
ys

fo
r

ca
nc

er
ge

ne
ex

pr
es

si
on

an
d

id
en

tifi
ca

tio
n

us
in

g
cl

us
te

r-
fu

zz
y

ad
ap

tiv
e

ne
tw

or
ki

ng
Pu

rn
en

du
M

is
hr

a,
N

ila
m

an
iB

ho
i

20
20

2

[1
42

]
H

ea
rt

be
at

so
un

d
cl

as
si

fic
at

io
n

us
in

g
a

hy
br

id
ad

ap
tiv

e
ne

ur
o-

fu
zz

y
in

fe
re

nc
es

sy
st

em
(A

N
F

IS
)a

nd
ar

tifi
ci

al
be

e
co

lo
ny

Pa
nt

ea
K

ei
kh

os
ro

ki
an

i,
A

.
B

ha
nu

pr
iy

a
N

ai
du

A
/P

A
na

th
an

,S
uz

i
Ir

ya
nt

iF
ad

ila
,S

el
va

ku
m

ar
M

an
ic

ka
m

2,
Z

uo
yo

ng
L

i
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14
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tifi
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n
of
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fib
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n
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in
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de
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st
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tiv

e
N

eu
ro

-F
uz

zy
in

fe
re
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e

sy
st

em

M
ar

at
us

So
lik

ha
h,

N
ur

ya
ni

N
ur

ya
ni

,
A

nt
o

Sa
tr

iy
o

N
ug

ro
ho

20
19

4

[1
44

]
iM

IG
S:

A
n

in
no

va
tiv

e
A

Ib
as

ed
pr

ed
ic

tio
n

sy
st

em
fo

r
se

le
ct

in
g

th
e

be
st

pa
tie

nt
-s

pe
ci

fic
gl
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co

m
a

tr
ea

tm
en

t

U
va

is
Q

id
w

ai
,U

m
ai

rQ
id

w
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,T
hu

rk
a

Si
va

pa
la

n,
G

ok
ul

an
R

at
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ra
ja

n
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23
3
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45

]
Im

pr
ov

in
g

A
cc

ur
ac

y
of

In
te

gr
at

ed
N

eu
ro

-F
uz
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C

la
ss

ifi
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w
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F
C

M
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se
d

C
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st
er
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g

fo
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D
ia

gn
os
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of
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ch
ia
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D
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or
de

r

C
ha
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an

Si
ng

h,
D

r.
M

oh
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G
an

gw
ar

,D
r.

U
pe
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K
um

ar
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23
0
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8]

Im
pr
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in

g
D

ia
gn

os
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A
cc
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of

D
ia
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D
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ea
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w

or
k

an
d

F
uz

zy
C

lu
st

er
in
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H
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m
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3
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os
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at
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18
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w
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Tabela

51:Inform
ações

básicas
dos

artigos
selecionados

(continuação)

R
eferência

T
ı́tulo

A
utores

A
no

Totalde
C

itações

[148]

Jointly
C

om
posite

Feature
Learning

and
Autism

Spectrum
D

isorder
C

lassification
U

sing
D

eep
M

ulti-O
utputTakagi-Sugeno-K

ang
F

uzzy
Inference

System
s

Z
haow

u
L

u,Jun
W

ang
,R

uiM
ao

,
M

inhua
L

u
,Jun

Shi
2023

10

[149]
Leveraging

A
N

F
IS

w
ith

A
dam

and
P

SO
optim

izers
for

Parkinson’s
disease

A
kram

Pasha,Syed
T

houheed
A

hm
ed,R

anjith
K

um
arPainam

,
Sandeep

K
um

arM
athivanan,

K
arthikeyan

P,Saurav
M

allik,H
ong

Q
in

2024
4

[1]
Liver

D
isease

P
rediction

U
sing

M
achine

Learning
A

lgorithm
s

R
.K

alaiselvi,K
.M

eena,V.V
anitha

2021
18

[150]
Lung

cancer
typology

classification
based

on
biochem

icalm
arkers

using
m

achine
learning

techniques
Jasna

N
uhic,Jasm

in
K

evric
2020

5

[151]
M

achine
Learning

Fram
ew

ork
to

P
redictPatient

N
on-A

dherence
to

M
edication

using
N

on-C
linical

D
ata:

A
P

rognosis
A

pproach

M
ichaelSunday

Julius,U
zom

a
R

ita
A

lo,Fergus
U

chenna
O

nu,C
hinyere

Ihuom
a

A
kobundu

2021
2

[152]
M

am
m

ogram
Im

age
R

etrievalusing
IP

SO
O

ptim
ized

A
nfis

C
lassifier

Sonia
JeniferR

ayen,R
.Subhashini

2019
2

[153]
M

am
ographic

im
age

for
breastcancer

detection
and

identification
ofstages

ofcancer
using

M
F

F
C

and
optim

ized
A

N
F
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M

.Supriya,A
.J.D

eepa,C
.M

ythili
2020

4
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M
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age-B
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D
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U
sing

a
H
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A

daptive
N

euro-F
uzzy

Inferences
System
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N

F
IS)

O
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G
A

w
ith

a
D

eep
N

etw
ork

M
odelfor

Features
E

xtraction

B
aidaa

M
utasherR

ashed,N
irvana

Popescu
2024

6

[155]
M

ulti-m
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breastcancer
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based
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hybrid
descriptors
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m

em
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m
eta-heuristic

learning

K
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R
ezaee,A

dele
R

ezaee,N
egar

Shaikhi,Javad
H

addadnia
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12
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Tabela
53:Inform

ações
básicas

dos
artigos

selecionados
(continuação)

R
eferência

T
ı́tulo

A
utores

A
no

Totalde
C

itações

[164]
Sm

artneuropathy
detection

using
m

achine
intelligence:

Filling
the

void
betw

een
clinical

practice
and

early
diagnosis

Salahuddin
T.,A

l-M
aadeed

S.A
,

Petropoulos
I.N

.,M
alik

R
.A

,Ilyas
S.K

,Q
idw

aiU
2019

7

[165]
SpiralO

ptim
ization

A
lgorithm

w
ith

N
eurocom

puting
and

F
uzzy

Logic
B

ased
H

um
an

G
aitA

nalysis
for

O
steoarthritis

P
rediction

Salim
a

B
ajiA

bdullah,H
anaa

A
li

A
bed,A

bbas
H

am
eed

A
bdulH

ussein,
SaharR

.A
bdulK

adeem
,Safa

M
ajed,

H
assan

M
.A

l-Jaw
ahry

2023
0

[166]
Stability

ofclassification
perform

ance
on

an
adaptive

neuro
fuzzy

inference
system

for
disease

com
plication

prediction

SriK
usum

adew
i,L

inda
R

osita,E
lyza

G
ustriW

ahyuni
2022

4

[167]
Stochastic-and

N
euro-F

uzzy-A
nalysis-based

characterization
and

classification
of4-C

hannel
P

honocardiogram
s

for
C

ardiac
M

urm
ur

D
etection

M
iguelA

.B
ecerra,E

dilson
D

elgadoTrejos,C
ristian

M
ejı́a-A

rboleda,D
iego

H
.

Peluffo-O
rdóñez,A

na
C

.
U

m
aquinga-C

riollo

2020
0

[168]
The

A
ccuracies

ofA
N

F
IS

and
G

enetic
A

lgorithm
w

ith
Tournam

entSelection
on

C
lassifying

H
epatitis

D
ata

W
FA

Siahaan,O
S

Sitom
pul,Z

Situm
orang

2020
5

[169]
VariationalM

ode
D

ecom
position

B
ased

R
etinalA

rea
D

etection
and

M
erging

ofSuperpixels
in

SLO
Im

age
Suchetha

M
anikandan,V.D

eepika,
N

ada
Philip

2021
0

[170]

W
eighted

butterfly
optim

ization
algorithm

w
ith

intuitionistic
fuzzy

G
aussian

function
based

adaptive-neuro
fuzzy

inference
system

for
covid-19

prediction

T.Sundaravadivel,V.M
ahalakshm

i
2021

7

[171]
W

heezing
Feature

C
lassification

using
A

N
F

IS
for

A
sthm

a
D

iagnosis

R
ohm

ah
H

idayah,A
rdyono

Priyadi,
E

ko
M

ulyanto
Y

uniarno,M
auridhi

H
ery

Purnom
o

2024
0
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B TABELAS COM OS RESULTADOS NA ÍNTEGRA PARA

CADA UM DOS 210 EXAMES

As Tabelas 54, 55, 56, 57, 58, 59, 60, 61 e 62 representam os resultados obtidos na
ı́ntegra a partir das análises de todos os 210 exames, ou seja, são avaliadas as métricas de
acordo com a quantidade de variáveis extraı́das de forma correta em cada um dos exames.
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Tabela

54:R
esultados

obtidos
considerando

todos
os

exam
es

de
sangue

E
xam

e

Totalde
variáveis

de
interesse
presente
no

exam
e

Totalde
variáveis

de
interesse
extraı́das

Totalde
variáveis

de
interesse
presentes
no

exam
e

N
Ã

O
extraı́das

Totalde
variáveis

de
interesse
presente
no

exam
e

extraı́das

Totalde
variáveis

de
interesse

presente
no

exam
es

extraı́das
correta-
m

ente

Totalde
variáveis

de
interesse

presente
no

exam
e

extraı́das
de

m
aneira

errada

Totalde
variáveis

de
interesse
extraı́das

N
Ã

O
presentes
no

exam
e

Precision
R

ecall
F

1
Score

1
18

18
0

18
15

3
0

83%
83%

83%
2

21
21

0
21

17
4

0
81%

81%
81%

3
23

23
0

23
20

3
0

87%
87%

87%
4

24
24

0
24

22
2

0
92%

92%
92%

5
21

21
0

21
20

1
0

95%
95%

95%
6

19
19

0
19

17
2

0
89%

89%
89%

7
23

21
2

21
20

1
0

95%
87%

91%
8

30
25

5
25

22
3

0
88%

73%
80%

9
26

25
1

25
23

2
0

92%
88%

90%
10

19
16

3
16

15
1

0
94%

79%
86%

11
15

15
0

15
14

1
0

93%
93%

93%
12

21
21

0
21

21
0

0
100%

100%
100%

13
24

24
0

24
24

0
0

100%
100%

100%
14

25
25

0
25

25
0

0
100%

100%
100%

15
13

14
0

13
13

0
1

100%
100%

100%
16

22
22

0
22

22
0

0
100%

100%
100%

17
15

15
0

15
15

0
0

100%
100%

100%
18

26
26

0
26

24
2

0
92%

92%
92%

19
23

23
0

23
23

0
0

100%
100%

100%
20

23
23

0
23

23
0

0
100%

100%
100%

21
22

22
0

22
21

1
0

95%
95%

95%
22

16
16

0
16

16
0

0
100%

100%
100%

23
27

27
0

27
27

0
0

100%
100%

100%
24

0
0

0
0

0
0

0
25

24
20

4
20

17
3

0
85%

71%
77%
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utora.



227
Ta

be
la

55
:R

es
ul

ta
do

s
ob

tid
os

co
ns

id
er

an
do

to
do

s
os

ex
am

es
de

sa
ng

ue
(c

on
tin

ua
çã
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Ã

O
pr

es
en

te
s

no
ex

am
e

Pr
ec

is
io

n
R

ec
al

l
F

1
Sc
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e

26
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24
1

24
24

0
0

10
0%

96
%
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%

27
22

22
1

21
21

0
1

10
0%

95
%
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%

28
25

24
1

24
22

2
0
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%

88
%
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%

29
15

15
0

15
15

0
0
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0%
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0%
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0%

30
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0
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13

3
0
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%
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%
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%
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0
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15
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0
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%
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%
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%
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19
1
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14
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0
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%
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%
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33
14
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0
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12
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0
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%
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%
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%
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14
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0
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0
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%
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%

79
%

35
15

15
0

15
12

3
0

80
%

80
%

80
%

36
16

16
0

16
14

2
0

88
%

88
%

88
%

37
14

14
0

14
12

2
0

86
%

86
%

86
%

38
21

21
0

21
21

0
0

10
0%

10
0%

10
0%

39
21

21
0

21
21

0
0

10
0%

10
0%

10
0%

40
22

21
1

21
21

0
0

10
0%

95
%

98
%

41
18

18
0

18
18

0
0

10
0%

10
0%

10
0%

42
17

15
2

15
14

1
0

93
%

82
%

88
%

43
14

14
0

14
14

0
0

10
0%

10
0%

10
0%

44
15

15
0

15
15

0
0

10
0%

10
0%

10
0%

45
25

24
1

24
13

11
0

54
%

52
%

53
%

46
15

15
0

15
14

1
0

93
%

93
%

93
%

47
16

16
0

16
14

2
0

88
%

88
%

88
%

48
8

8
1

7
0

7
1

0%
0%

49
17

17
0

17
14

3
0

82
%

82
%

82
%

50
17

17
0

17
14

3
0

82
%

82
%

82
%
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e:
A
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a.



228
Tabela

56:R
esultados

obtidos
considerando

todos
os

exam
es

de
sangue

(continuação)

E
xam

e

Totalde
variáveis

de
interesse
presente
no

exam
e

Totalde
variáveis

de
interesse
extraı́das

Totalde
variáveis

de
interesse
presentes
no

exam
e

N
Ã

O
extraı́das

Totalde
variáveis

de
interesse
presente
no

exam
e

extraı́das

Totalde
variáveis

de
interesse

presente
no

exam
es

extraı́das
correta-
m

ente

Totalde
variáveis

de
interesse

presente
no

exam
e

extraı́das
de

m
aneira

errada

Totalde
variáveis

de
interesse
extraı́das

N
Ã

O
presentes
no

exam
e

Precision
R

ecall
F

1
Score

51
21

21
0

21
14

7
0

67%
67%

67%
52

15
16

0
15

14
1

1
93%

93%
93%

53
26

25
1

25
14

11
0

56%
54%

55%
54

18
18

0
18

17
1

0
94%

94%
94%

55
25

25
0

25
22

3
0

88%
88%

88%
56

20
17

3
17

16
1

0
94%

80%
86%

57
1

1
0

1
1

0
0

100%
100%

100%
58

25
24

1
24

21
3

0
88%

84%
86%

59
19

19
0

19
18

1
0

95%
95%

95%
60

32
32

0
32

30
2

0
94%

94%
94%

61
24

24
0

24
22

2
0

92%
92%

92%
62

27
26

1
26

21
5

0
81%

78%
79%

63
16

14
2

14
14

0
0

100%
88%

93%
64

15
15

0
15

15
0

0
100%

100%
100%

65
9

12
0

9
9

0
3

100%
100%

100%
66

23
23

0
23

23
0

0
100%

100%
100%

67
24

24
0

24
22

2
0

92%
92%

92%
68

17
17

0
17

17
0

0
100%

100%
100%

69
22

22
0

22
21

1
0

95%
95%

95%
70

22
22

0
22

14
8

0
64%

64%
64%

71
30

30
1

29
27

2
1

93%
90%

92%
72

18
18

0
18

18
0

0
100%

100%
100%

73
19

19
0

19
17

2
0

89%
89%

89%
74

25
25

0
25

23
2

0
92%

92%
92%

75
1

4
0

1
1

0
3

100%
100%

100%
Fonte:A

utora.
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n
R

ec
al

l
F

1
Sc

or
e

76
0

0
0

0
0

0
0

77
0

0
0

0
0

0
0

78
0

0
0

0
0

0
0

79
19

19
0

19
19

0
0

10
0%

10
0%

10
0%

80
0

0
0

0
0

0
0

81
1

1
0

1
1

0
0

10
0%

10
0%

10
0%

82
23

23
0

23
23

0
0

10
0%

10
0%

10
0%

83
24

24
0

24
24

0
0

10
0%

10
0%

10
0%

84
24

24
0

24
24

0
0

10
0%

10
0%

10
0%

85
24

24
0

24
24

0
0

10
0%

10
0%

10
0%

86
17

15
2

15
14

1
0

93
%

82
%

88
%

87
17

17
0

17
16

1
0

94
%

94
%

94
%

88
34

34
0

34
29

5
0

85
%

85
%

85
%

89
3

5
0

3
3

0
2

10
0%

10
0%

10
0%

90
25

24
1

24
20

4
0

83
%

80
%

82
%

91
24

24
0

24
24

0
0

10
0%

10
0%

10
0%

92
26

26
0

26
25

1
0

96
%

96
%

96
%

93
0

0
0

0
0

0
0

94
25

25
0

25
23

2
0

92
%

92
%

92
%

95
25

25
0

25
24

1
0

96
%

96
%

96
%

96
25

25
0

25
23

2
0

92
%

92
%

92
%

97
12

13
0

12
11

1
1

92
%

92
%

92
%

98
24
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0

24
22

2
0

92
%

92
%

92
%

99
8

9
0

8
6

2
1

75
%

75
%

75
%

10
0

27
26

1
26
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2

0
92

%
89

%
91

%
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e:
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Tabela

58:R
esultados

obtidos
considerando

todos
os

exam
es

de
sangue

(continuação)

E
xam

e

Totalde
variáveis

de
interesse
presente
no

exam
e

Totalde
variáveis

de
interesse
extraı́das

Totalde
variáveis

de
interesse
presentes
no

exam
e

N
Ã

O
extraı́das

Totalde
variáveis

de
interesse
presente
no

exam
e

extraı́das

Totalde
variáveis

de
interesse

presente
no

exam
es

extraı́das
correta-
m

ente

Totalde
variáveis

de
interesse

presente
no

exam
e

extraı́das
de

m
aneira

errada

Totalde
variáveis

de
interesse
extraı́das

N
Ã

O
presentes
no

exam
e

Precision
R

ecall
F

1
Score

101
26

24
2

24
21

3
0

88%
81%

84%
102

28
28

0
28

27
1

0
96%

96%
96%

103
25

25
0

25
25

0
0

100%
100%

100%
104

30
30

0
30

30
0

0
100%

100%
100%

105
9

9
0

9
7

2
0

78%
78%

78%
106

14
14

0
14

14
0

0
100%

100%
100%

107
17

16
1

16
13

3
0

81%
76%

79%
108

16
16

0
16

13
3

0
81%

81%
81%

109
24

24
0

24
24

0
0

100%
100%

100%
110

1
2

0
1

0
1

1
0%

0%
111

20
16

4
16

14
2

0
88%

70%
78%

112
24

24
0

24
20

4
0

83%
83%

83%
113

25
25

0
25

24
1

0
96%

96%
96%

114
26

26
0

26
25

1
0

96%
96%

96%
115

1
1

0
1

1
0

0
100%

100%
100%

116
22

22
0

22
20

2
0

91%
91%

91%
117

24
24

0
24

23
1

0
96%

96%
96%

118
0

1
0

0
0

0
1

119
24

24
0

24
19

5
0

79%
79%

79%
120

28
26

2
26

24
2

0
92%

86%
89%

121
21

21
0

21
17

4
0

81%
81%

81%
122

26
23

3
23

20
3

0
87%

77%
82%

123
21

21
0

21
18

3
0

86%
86%

86%
124

25
23

2
23

21
2

0
91%

84%
88%

125
1

2
0

1
1

0
1

100%
100%

100%
Fonte:A

utora.
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1
Sc
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12
6

29
26

3
26

25
1

0
96

%
86

%
91

%
12

7
27

27
0

27
27

0
0

10
0%

10
0%

10
0%

12
8

23
23

0
23

23
0

0
10

0%
10

0%
10

0%
12

9
28

28
0

28
26

2
0

93
%

93
%

93
%

13
0

17
16

1
16

16
0

0
10

0%
94

%
97

%
13

1
15

15
0

15
15

0
0

10
0%

10
0%

10
0%

13
2

29
29

0
29

28
1

0
97

%
97

%
97

%
13

3
3

4
0

3
2

1
1

67
%

67
%

67
%

13
4

4
5

0
4

3
1

1
75

%
75

%
75

%
13

5
0

0
0

0
0

0
0

13
6

22
21

1
21

14
7

0
67

%
64

%
65

%
13

7
16

16
0

16
15

1
0

94
%

94
%

94
%

13
8

9
9

1
8

5
3

1
63

%
56

%
59

%
13

9
22

22
0

22
20

2
0

91
%

91
%

91
%

14
0

26
26

0
26

25
1

0
96

%
96

%
96

%
14

1
28

27
1

27
15

12
0

56
%

54
%

55
%

14
2

31
31

0
31

30
1

0
97

%
97

%
97

%
14

3
28

26
2

26
23

3
0

88
%

82
%

85
%

14
4

8
7

1
7

6
1

0
86

%
75

%
80

%
14

5
20

20
0

20
20

0
0

10
0%

10
0%

10
0%

14
6

32
32

0
32

29
3

0
91

%
91

%
91

%
14

7
28

26
2

26
23

3
0

88
%

82
%

85
%

14
8

28
28

0
28

25
3

0
89

%
89

%
89

%
14

9
14

14
0

14
12

2
0

86
%

86
%

86
%

15
0

26
25

1
25
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6

0
76

%
73

%
75

%
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Tabela

60:R
esultados

obtidos
considerando

todos
os

exam
es

de
sangue

(continuação)

E
xam

e

Totalde
variáveis

de
interesse
presente
no

exam
e

Totalde
variáveis

de
interesse
extraı́das

Totalde
variáveis

de
interesse
presentes
no

exam
e

N
Ã

O
extraı́das

Totalde
variáveis

de
interesse
presente
no

exam
e

extraı́das

Totalde
variáveis

de
interesse

presente
no

exam
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correta-
m

ente

Totalde
variáveis

de
interesse

presente
no

exam
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m
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errada

Totalde
variáveis

de
interesse
extraı́das

N
Ã

O
presentes
no

exam
e

Precision
R

ecall
F

1
Score

151
30

29
1

29
23

6
0

79%
77%

78%
152

18
17

2
16

16
0

1
100%

89%
94%

153
30

30
0

30
29

1
0

97%
97%

97%
154

27
27

0
27

27
0

0
100%

100%
100%

155
27

27
0

27
23

4
0

85%
85%

85%
156

28
25

3
25

19
6

0
76%

68%
72%

157
7

7
0

7
7

0
0

100%
100%

100%
158

27
27

0
27

25
2

0
93%

93%
93%

159
27

27
0

27
25

2
0

93%
93%

93%
160

2
4

0
2

2
0

2
100%

100%
100%

161
18

18
0

18
16

2
0

89%
89%

89%
162

26
23

3
23

16
7

0
70%

62%
65%

163
21

21
0

21
16

5
0

76%
76%

76%
164

20
20

0
20

20
0

0
100%

100%
100%

165
30

27
3

27
25

2
0

93%
83%

88%
166

11
12

0
11

9
2

1
82%

82%
82%

167
18

18
0

18
18

0
0

100%
100%

100%
168

30
28

2
28

27
1

0
96%

90%
93%

169
17

15
2

15
15

0
0

100%
88%

94%
170

20
20

0
20

17
3

0
85%

85%
85%

171
20

20
0

20
18

2
0

90%
90%

90%
172

23
23

0
23

18
5

0
78%

78%
78%

173
20

20
0

20
16

4
0

80%
80%

80%
174

2
2

0
2

1
1

0
50%

50%
50%

175
2

2
0

2
1

1
0

50%
50%

50%
Fonte:A

utora.
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0
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0
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0
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0
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Tabela
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