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7 RESULTADOS

Em termos objetivos, a proposição de uma metodologia para melhoria na qualidade de

imagens subaquáticas deve estar orientada a redução das dificuldades impostas pelo ambiente à

percepção da cena. Os resultados estão sujeitos à condição de problema mal posto que permeia

a área. Pois, qual a real percepção das cores, tons e contrastes?

Para Rittel and Webber (1973), as soluções para um problema mal-posto não são do tipo

verdadeiras-ou-falsas, mas sim boas-ou-ruins e problemas mal-postos não têm um conjunto

enumerável (ou explicável) de posśıveis soluções. Estas considerações subsidiam ou explicam

a consistente oferta de metodologias para melhoria de imagens UW, em especial para realce,

presente na bibliografia.

A real percepção de cores, tons e contraste em uma cena subaquática pode ser alcançada,

em uma perspectiva simplificada, quando a cena é exposta à luz solar e sem a presença da

água. Entretanto, esta condição não está presente na ampla maiorias das situações práticas, e

os resultados dos métodos para melhoria na qualidade sugerem ou usam aproximações. Neste

panorama, abordagens que obtém resultados a partir do emprego de imagens de referência sin-

tetizadas (datasets pareados) constituem-se em inferências baseadas em inferências. Ao mesmo

tempo, esta questão tensiona a crença na efetividade dos critérios quantitativos na avaliação

dos resultados. Um modelo treinado sob elevado grau de supervisão (dados pareados), pode

apresentar elevado desempenho quando seus resultados são avaliados com métricas que usam

imagens de referência geradas pela mesma metodologia daquelas empregadas no treinamento.

Entretanto, a adoção deste procedimento é recorrente na bibliografia onde há o emprego de

imagens sintetizadas na avaliação de resultados baseada em métricas com referência.

Neste trabalho, o ponto de partida da proposta para melhoria da qualidade é a imagem

UW (ou frame de v́ıdeo) na condição em que foi adquirida. Assume-se que toda a informação

para a efetivação da tarefa de realce deve ser obtida da imagem, sem processamento prévio,

ou emprego de versão de referência. Na inferência dos resultados, o método opera sobre o

que a imagem original oferece. Assim, esta imagem se constitui na referência efetiva para a

tarefa de realce. Parte-se daquilo que se dispõe, do que se conhece, mesmo que, em muitos

casos, seja minimamente percebido na observação visual. A percepção da cena é afetada pela

água, materiais em suspensão e a respectiva interação destes com a luz ambiente. Este fatores

definem a degradação. O método considera a estimativa desta degradação como informação

crucial para a sua redução ou remoção na cena realçada.

Nas seções a seguir são apresentados e discutidos os resultados para melhoria de imagem e

v́ıdeo, obtidos com a metodologia proposta neste trabalho. Importante destacar o emprego de

imagens e v́ıdeos reais, nos quais o efeito de elementos que favorecem a degradação é percept́ıvel

e ocorre em diferentes graus de intensidade. Este aspecto também está relacionado com o

potencial para aplicação, onde diferentes cenários são esperados, assim como, um desempenho

satisfatório do método.
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7.1 Resultados para o realce de imagens

As imagens de sáıda apresentadas nesta seção foram obtidas ao final do treinamento da

rede. No método, a imagem de entrada é a única informação requerida, não sendo utilizado

pré-processamento.

7.1.1 Imagens de sáıda do modelo

Na Figura 7.1 é apresentado grupo de imagens associadas à uma amostra do dataset UW-

Data, correspondendo à entrada, às versões guias de realce e degradação, à imagem degradada

pelo MD e a sáıda da rede. Em conjunto, estão os respectivos histograma e distribuição no

espaço de cores.

Percebe-se visualmente que a a imagem-guia de degradação aparenta acentuados turbidez

e color cast, com perda de cor e contraste. O histograma confirma esta observação, registrando

o desequiĺıbrio entre os canais de cores, com redução significativa nas intensidades e na faixa

dinâmica. De forma semelhante, o efeito na distribuição no espaço de cores provoca redução no

volume, com o predomı́nio da cor verde, resultado da intensificação no color cast. A imagem-

guia para realce mostra a efetividade da expansão do histograma, seguida do reforço na cor,

contraste e textura. Há forte redução da turbidez e color cast. Embora, o histograma aponte a

melhor distribuição dos canais de cores em relação ao histograma da imagem de entrada, ainda

persiste a informação residual de color cast. Isto é percebido pela predominância do canal verde

na região de alta intensidade do histograma. Na imagem, isto pode ser atestado na tonalidade

verde do fundo e na parte inferior central da cena.

A imagem de sáıda do módulo de degradação indicada na Fig. 7.1(d), mostra a os efeitos

de ambos os pipelines sobre a imagem de entrada. A imagem mostra a intensificação do color

cast e o blurring gerado pela filtragem gaussiana. Os canais de cores encontram-se segregados

na intensidade, com o vermelho com menores amplitudes, azul e verde nas faixas moderada e

alta, respectivamente. Salienta-se que há informação em toda faixa das intensidades. Isto é

importante para a recuperação de cor e contraste durante a decodificação da imagem de sáıda

da rede.

A imagem de sáıda apresenta melhor definição nas cores na cena, com destaque para os

objetos em primeiro plano. A recuperação da textura associada a cor é percebida nos contornos

e extremidades dos tentáculos da anêmonas. A informação residual do color cast presente na

Fig. 7.1(c), foi reduzida, com a região do fundo da cena em coloração aparentando tons naturais.

Diferente dos casos anteriores, há equiĺıbrio na distribuição dos canais de cores.

A contribuição dos módulos dedicados à textura em ambos os pipelines pode ser observada

nas imagens da Fig. 7.3. São mostradas imagens com diversos elementos associados à textura

e os objetos na cena próximos à câmera, facilitando a percepção e comparação visuais. As

imagens na Fig. 7.3(a) correspondem as imagens de entrada do modelo. A Fig. 7.3(b) mostra

imagens geradas pelo modelo sem a presença dos módulos de textura. As imagens são realçadas,

apresentando recuperação de cor e contraste, com redução na turbidez. Entretanto, nota-se a
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Figura 7.1: Exemplo de imagens resultantes da função de degradação e respectivos histogra-
mas e distribuição no espaço de cores RGB. (a) Imagem de entrada I(k), (b) Versão-guia para

degradação Id(k), (c) Versão-guia para realce Ie(k), (d) Imagem de sáıda do MD Î∗(k) e (e) Ima-

gem de sáıda da rede Î(k).

presença de blurring em bordas e contornos dos objetos. Nas imagens da Fig. 7.3(c) são as

obtidas com os módulos para textura presentes em ambos os pipelines. Percebe-se a redução no
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Figura 7.2: Amostras de imagens de entrada e resultantes com e sem a presenças dos
módulos para textura no modelo. (a) Imagem de entrada, (b) Sáıda sem módulos para tex-
tura, (c) Sáıda com módulos para textura.

borramento, permitindo melhor definição dos elementos de textura na superf́ıcie dos objetos.

Paralelamente, há melhora no desempenho associado à recuperação de cor, mas, principalmente,

de contraste.

A Figura 7.2 apresenta amostras adicionais de imagens de entrada e as respectivas imagens

de sáıda do MD e da rede. As imagens mostram diferentes color casts e ńıvel de turbidez

moderado, estando os objetos distantes da câmera. O método tem a caracteŕıstica de preservar

a cor, mesmo após a redução do color cast e turbidez. Este aspecto é importante, pois a única

informação disponibilizada ao método é a imagem original. Em geral, há melhoria na percepção

das bordas e contornos, resultado da ação sobre a textura no MD. Em regiões da cena em que

os objetos encontram-se distantes da câmera, a remoção da turbidez é menos intensa, devido à

oclusão parcial gerada pela turbidez. Bordas e contornos já se encontram bastante difusos e a

filtragem gaussiana não acrescenta degradação significativa à estas features.

Um conjunto de imagens com os objetos próximos à câmera é mostrado na Fig. 7.4. Nestas

imagens o efeito da distância é minimizado, com os objetos nas cenas bastante próximos ao dis-

positivo de captura e a aparente turbidez nas imagens é de moderada a baixa. O detalhamento

visual da textura da superf́ıcie dos objetos é muito maior em relação à imagem de entrada.
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Figura 7.3: Exemplos de imagens de entrada e resultantes da função de degradação e sáıda
da rede. (a) Imagem de entrada I(k), (b) Imagem de sáıda da rede Î(k), (c) Imagem de sáıda

do módulo de degradação Î∗(k). Imagens obtidas ao final do treinamento da rede.

Interessante o fato de que a tonalidade predominante na imagem degradada de sáıda de MD,

reproduz a do color cast de maneira acentuada, assim como o efeito da filtragem gaussiana na

produção do blurring sobre bordas e contornos. Estes dois fatores geram penalização na função

de perda, conduzindo o aprendizado da rede à sua remoção da imagem realçada.

As Figs. 7.2 e 7.4 sugerem um aparente escurecimento na imagem realçada, especificamente,

em regiões onde os pixels possuem baixa intensidade. A imagem de entrada aparenta uma

distribuição da luz mais uniforme. No entanto, esta percepção decorre da maior presença do

color cast e turbidez, que caracterizam o efeito de backscattering, onde a luz ambiente refletida

pela part́ıculas em suspensão na água concorrem com a informação provinda dos objetos. Com o

resgate da cor e, principalmente, contraste, há a remoção ou redução do color cast. Esta remoção

causa percepção de diminuição da luz ambiente. No entanto, o que ocorre é a redução da

componente de backscattering que atinge a câmera, que contém apenas informação de turbidez.

Este efeito aparenta ser mais intenso em regiões com pixels de baixa intensidade, que tendem

a representar ńıveis de refletância menores e próximos ao contexto real.

Complementando esta seção, são apresentados três grupos adicionais de imagens mostrando

contextos diferentes relacionados à turbidez, aplicação e ação de dehaze. A Figura 7.5 mostra
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Figura 7.4: Exemplos de imagens de entrada com objetos próximos à câmera e resultantes
da função de degradação e sáıda da rede. (a) Imagem de entrada I(k), (b) Imagem de sáıda

da rede Î(k), (c) Imagem de sáıda do módulo de degradação Î∗(k). Imagens obtidas ao final do
treinamento da rede.

conjunto de imagens com as cenas em ambiente de baixa turbidez. O modelo realiza realce,

destacando cores e, principalmente, texturas e contornos dos objetos. A Fig. 7.6 mostra

contexto voltado à aplicação. São mostradas imagens coletadas por ROV das instalações da

usina nuclear Fukushima Daiichi, destrúıda por terremoto seguido de tsunami em 2011. Estas

imagens não integraram o dataset usado no treinamento da rede. Apesar da baixa resolução e

artefatos presentes nas imagens originais, o modelo mostra bom desempenho e realiza o realce

de detalhes de cor e textura. Estas imagens estão disponibilizadas livremente na internet.

A Fig. 7.7 apresenta o resultado do modelo executando dehaze, que caracteriza a redução

da presença de névoa, fumaça ou neblina em imagens adquiridas em ambiente atmosférico.

São mostradas cenas sujeitas à presença de névoa ou neblina. O efeito destes fatores sobre

as cenas é semelhante ao da água em imagens submersas, particularmente no ofuscamento dos

objetos e perda de contraste. Entretanto, diferentemente de imagens UW, imagens em ambiente

atmosférico tendem a apresentar faixa dinâmica unitária. Esta condição reduz o incremento de

degradação gerada pela módulo de degradação, principalmente nas etapas envolvendo alterações

no histograma e reforço/atenuação de cor e contraste, performadas na geração das imagens-
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Figura 7.5: Exemplos de imagens de entrada com baixa turbidez. (a) Imagem de entrada, (b)
Imagem de sáıda da rede.

Figura 7.6: Imagens das instalações da usina nuclear Fukushima Daiichi - Japão. (a) Imagem
de entrada, (b) Imagem de sáıda da rede.

guias para realce e degradação. No entanto, apesar de não ser desenvolvido para dehaze,

o modelo mostra desempenho satisfatório e consegue reduzir o efeito da neblina, realçando

bordas, contornos e textura dos objetos. Outro ponto a destacar, os resultados da Fig. 7.7

foram obtidos com o modelo treinado exclusivamente com imagens UW. Nenhum contexto

envolvendo a presença de haze (neblina, poeira, fumaça) foi apresentando previamente à rede,

assim como, nenhuma estratégia para ajuste do modelo (fine tunning) foi executada.
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Figura 7.7: Imagens em ambiente atmosférico com cenas sujeitas à ação de neblina. (a) Ima-
gem de entrada, (b) Imagem de sáıda da rede.

7.1.2 Estudo comparativo

Ao longo dos últimos anos, a melhoria de imagens subaquáticas têm recebido grande atenção

dos pesquisadores, gerando um número expressivo de trabalhos publicados. Neste contexto, é

importante estabelecer uma perspectiva de desempenho do modelo proposto a partir do estudo

comparativo com métodos consolidados e pertencentes ao estado-da-arte.

Na avaliação comparativa, foram considerados modelos baseados em DL propostos por Li

et al. (2021), Li et al. (2020), Islam et al. (2020), Saleh et al. (2022) e versão anterior do método

proposto, apresentada em Mello et al. (2022). Em conjunto, também considerou-se os trabalhos

de Ancuti et al. (2012) e Drews-Jr et al. (2016) baseados em processamento digital da imagem.

Na avaliação, os métodos são identificados por ”Li2021”(Li et al., 2021), ”Li2020”(Li et al.,

2020), ”Islam”(Islam et al., 2020), ”Fusion”(Ancuti et al., 2012), ”UDCP”(Drews-Jr et al.,

2016), ”Saleh”(Saleh et al., 2022), ”Mello2022”(Mello et al., 2022) e o presente modelo como

”Proposto”.

Avaliação qualitativa

Neste contexto de avaliação, a análise é subjetiva e baseada na percepção visual, onde são

considerados como critérios de qualidade a habilidade do método em recuperar cor e contraste,

e a efetividade em reduzir color cast e o efeito da turbidez. Em conjunto, é considerada a

constância de cores nas imagens resultantes, através da preservação e coerência das cores entre

a imagem de entrada e a realçada.

A Fig. 7.8 apresenta amostras de imagens resultantes dos métodos considerados no estudo.

Selecionou-se imagens que apresentam turbidez moderada, com diversificação na coloração e

intensidade do color cast.
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Embora os métodos mostrem ação de realce, os desempenhos são bastante irregulares. A

maioria dos métodos reduz a percepção da turbidez. No entanto, a redução é muito limitada em

Li2020 e Islam, onde percebe-se distorção de cor com forte realce associado ao canal vermelho.

O método UDCP mostra efetividade na redução da turbidez, mas com severa distorção de

cores e escurecimento da cena em algumas imagens. O método Fusion é bastante efetivo na

redução da turbidez e recuperação de contraste. Entretanto, aparenta tendência à intensificar

a ”texturização”e produz artefatos em regiões de baixa frequência nas imagens. Em adição,

sugere excessiva recuperação de cor em imagens com forte desequiĺıbrio entre os canais de cores.

Figura 7.8: Exemplos de imagens resultantes dos métodos utilizados no estudo comparativo.

Os métodos Li2021, Saleh, Mello2022 e o proposto apresentam desempenho similares no

realce de cor, contraste e redução da turbidez. Li2021 aparenta uma naturalidade maior nas

cores, obtida a partir do treinamento utilizando dados pareados. Neste, as imagens de re-

ferência oferecem features adicionais ao modelo, permitindo que cores diversas às presentes na

imagem de entrada sejam inferidas como resultado do aprendizado da rede. O modelo proposto

mostra melhor desempenho no realce de contraste e na definição de bordas e contornos. Com-

parando com a expressiva recuperação de textura de Fusion, o método confere maior suavidade

e equiĺıbrio na apresentação de cores e redução do borramento.
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No caso espećıfico da comparação entre a versão anterior Mello2022 com a atual, proposta,

pode-se perceber nas imagens resultantes a melhoria na redução da turbidez e no realce, exercida

pela ação dos módulos de textura e suavização que a versão anterior não conta.

Subjacente à análise, destaca-se a importância do dataset UWData utilizado no trabalho,

que consiste em fator adicional para o bom desempenho do método proposto. A opção por mes-

clar imagens provenientes de datasets elaborados para diferentes objetivos (realce, segmentação,

avaliação, identificação, classificação) na sua elaboração mostrou-se bastante efetiva. Na seleção

das imagens, procurou-se valorizar os aspectos (features) da degradação sob diferentes contex-

tos e intensidades com intuito de fortalecer o aprendizado da rede na redução ou remoção destas

features.

Avaliação quantitativa

A avaliação quantitativa de imagens subaquáticas realçadas é uma questão que requer in-

vestigação, dado a carência de métricas espećıficas e a falta de consenso entre às existentes,

quanto à concepção sobre qualidade de imagem. Outro aspecto que impacta nesta avaliação é a

dificuldade com a virtual inexistência de conjuntos de dados com imagens de referência UW não

sintetizadas. Estes fatores têm conduzido os autores a optarem por empregar uma associação de

métricas, dispersas entre as espećıficas para ambiente subaquático e alternativas emprestadas da

avaliação de imagens não-subaquáticas, requerendo ou não imagens de referência. Quando há a

necessidade de imagens de referência, os autores recorrem à sintetização de imagens realçadas,

cuja qualidade está associada ao método utilizado para obtê-las e que irá balizar o resultado

(score) proposto pela métrica.

O método proposto não requer imagens de referência. Assim, foi definida estratégia para

oferecer um contexto quantitativo para a avaliação que minimize a necessidade de se dispor

de imagens de referência. Portanto, a avaliação é dividida em dois momentos, o primeiro con-

tendo métricas sem referência (métricas cegas), onde são utilizadas métricas propostas para

análise de imagens subaquáticas, especificamente, as métricas Underwater Image Color Eva-

luation (UCIQE) proposta por (Yang and Sowmya, 2015), Underwater Image Quality Metric

(UIQM) proposta por (Panetta and Gao, 2015), e CCF apresentada em Wang et al. (2018).

UCIQE avalia a degradação da cor no espaço de cores CIELab, baseada no desvio padrão da

crominância, saturação média e diferença entre valores extremos da luminância. UIQM avalia

a degradação da cor a partir da medida da coloração usando a teoria da cores opostas e o

borramento avaliado com medidas de nitidez e contraste. Em ambas estas métricas, elevados

scores indicam boa qualidade da imagem. A métrica CCF quantifica a degradação da cor com

ı́ndice de colorização, e o borramento e falta de visibilidade com medida de contraste e ı́ndice

de turbidez. Alto valor para o score CCF indica boa qualidade da imagem.

A Tabela 6 apresenta os resultados para as métricas sem referência UIQM, UCIQE e CCF

relativas aos métodos comparados.

A observação dos resultados ilustra as diferentes perspectivas quanto à qualidade da ima-
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gem oferecida pelas métricas, remetendo à falta de consenso comentada acima. Métodos com

resultados menos expressivos para UIQM, apresentam as melhores desempenhos para UCIQE.

Neste panorama, uma análise apenas à luz dos scores é prejudicada. Os valores resultantes são

relacionados às features valorizadas no algoritmo de cada métrica, como saturação, contraste e

crominância. Via de regra, as métricas não são senśıveis ao realce, ou seja, a avaliação entre a

informação original e sua versão realçada não é valorizada e o quanto se agrega em qualidade

na ação de realce não é considerado.

No entanto, como alternativa para a mitigação destas limitações, pode-se estabelecer uma

comparação a partir da regularidade do desempenho dos métodos em cada métrica. Ou seja,

considera-se que a classificação (ranking) dos desempenhos dos métodos em cada métrica sejam

similares. Espera-se, assim, que um método com bom desempenho não mostre efeito ”gangorra”

em seus scores, com resultado bom ou muito bom em uma métrica e em outra seja ruim ou

muito ruim. Assim, da Tab. 6 observa-se que o método proposto, junto com Mello2022 e

Li2021 mostram melhor regularidade no desempenho ao longo das métricas. Pode-se destacar

também o desempenho do método Fusion, embora apresenta forte oscilação entre os resultados

para UIQM e o conjunto UCIQE/CCF. Esta linha de análise e comparação é coerente com a

interpretação obtida da avaliação qualitativa, baseada na percepção visual dos resultados.

Importante destacar o emprego de imagens do dataset UWData na avaliação do desempe-

nho dos métodos. Com exceção dos métodos UDCP e Fusion que são agnósticos com relação à

base de dados UW utilizada, os demais métodos são baseados em abordagens por aprendizado

profundo. Os modelos utilizados na obtenção dos resultados foram os treinados e disponibiliza-

dos na internet pelos respectivos autores. Entretanto, verifica-se que osdatasets utilizados nos

treinamentos destes modelos são os mesmos utilizados para a seleção de imagens na composição

do UWData. Embora, haja coincidência parcial entre os datasets usados no treinamento de um

modelo em comparação a outro, todos foram treinados com um conjunto de imagens comuns ao

UWData. Esta condição subsidia favoravelmente às avaliações qualitativa e quantitativa, pois

reduz a possibilidade de viés no desempenho devido à diferenças nos dados de treinamento.

Tabela 6: Resultados para as métricas UIQM, UCIQE e CCF. UDCP (Drews-Jr et al., 2016),
Fusion (Ancuti et al., 2012), Mello2022 (Mello et al., 2022), Li2020 (Li et al., 2020), Li2021
(Li et al., 2021) e Islam (Islam et al., 2020).

Metric UIQM ↑ UCIQE ↑ CCF ↑
UDCP 1,604 6,915 34,229

Fusion 2,623 5,568 36,895

Saleh 2,255 4,369 22,694
Mello2022 2,649 4,623 23,492
Li2020 2,654 3,281 13,737
Li2021 2,913 3,593 19,824
Islam 2,628 3,414 14,282

Proposto 2,726 4,745 30,628

A avaliação quantitativa é complementada com o emprego de métricas que requerem imagens



102

de referência, utilizadas regularmente na avaliação de imagens. Procura-se, também, verificar

a validade das conclusões obtidas da análise com métrica sem referência.

Nesta etapa, são utilizadas as métricas Peak Signal-to-Noise Ratio (PSNR), Mean Square

Error (MSE), (Structural Similarity) (SSIM) (Wang et al., 2004), Gradient Magnitude Si-

milarity Deviation (GMSD) (Xue et al., 2013), CIEDE2000 (Sharma et al., 2005), Feature

Similarity e Feature Similarity with Chrominance (FSIM and FSIMc) Zhang et al. (2011). Es-

pecificamente, PSNR e MSE são métricas associadas à qualidade da reconstrução da imagens,

SSIM e GMSD são associadas ao contexto estrutural, CIEDE2000 vinculada à cor e FSIM e

FSIMc ao aspecto da percepção visual.

A avaliação é realizada utilizando as imagens do conjunto Milk do dataset Turbid, Duarte

et al. (2016). O conjunto contém 20 imagens da mesma cena com ńıveis crescentes de turbidez,

sendo que a primeira imagem foi adquirida com a água sem turbidez (#100). A imagem de

referência utilizada na aplicação das métricas é derivada desta imagem com água sem turbidez.

Ela consiste de uma versão com histograma expandido e balanço de cor (color balance). A

opção por estes ajustes ocorreu em função desta imagem apresentar faixa dinâmica menor que

a unidade e ter sido adquirida sob iluminação controlada como as demais imagens do Milk, o

que conferiu aspecto escurecido às cenas. Este escurecimento é interpretado como degradação

pelos métodos no estudo comparativo, gerando versões realçadas, de melhor percepção visual

que a imagem original sem turbidez do Milk. Este resultado inviabiliza o uso direto da imagem

100 como referência, pois acarretaria em incerteza quanto scores das métricas, dado que as

imagens realçadas apresentariam aspecto qualitativo melhor que a referência. As Figs. 7.9(a)

e (c) apresentam, respectivamente, a imagem Milk #100 e a versão utilizada como imagem

de referência no estudo avaliativo com métricas referenciadas. Em conjunto, são mostrados as

respectivas distribuições no espaço de cores de ambas as imagens.

A versão com histograma expandido e equiĺıbrio de cor, propicia melhor percepção de cor e

contraste e reduz o aspecto escurecido que a imagem original mostra. A distribuição dos pixels

mostra diversificação das cores ampliada e a imagem descrevendo volume maior no espaço RGB.

Na Fig. 7.10 mostra as imagens resultantes dos métodos para amostras de imagens do

dataset Turbid/Milk. A Tab. 7 complementa a avaliação com os scores para as métricas com

referência descritas acima.

A partir da perspectiva visual, observa-se relativa efetividade dos métodos para as imagens

com baixa turbidez (até #108). Para as imagens com ńıvel acentuado de turbidez, os métodos

Islam, Li2020 e Li2021 expõe baixo desempenho, com produção de artefatos e dificuldades na

recuperação cores, de boras e contornos. Os métodos Fusion, Mello2022 e o proposto mostram

resultados muito similares quanto ao tratamento do color cast. No entanto, a medida que a

ńıvel de degradação aumenta, Mello2022 aparenta perda de efetividade na redução da turbidez e

Fusion sofre com a incremento do rúıdo de fundo e geração de artefatos associados, mostrando

também redução de cor. O método proposto mostra melhor habilidade no tratamento da

turbidez e manutenção da cor e contornos dos objetos.

Os resultados na Tab. 7 sugerem concordância com a análise subjetiva, com os métodos
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Figura 7.9: Imagem do Turbid/Milk com água sem turbidez significativa e a versão utilizada
como imagem de referência no estudo comparativo. (a) Imagem Milk#100, (b) Distribuição
dos pixels no espaço de cores de Milk#100, (c) Imagem utilizada como referência, e (d) Dis-
tribuição dos pixels no espaço de cores da imagem de referência.

Figura 7.10: Imagens resultantes dos métodos para imagens do dataset Turbid/Milk.
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Tabela 7: Resultado quantitativo para as métricas com referência

Métrica PSNR ↑ MSE ↓ SSIM ↑ CIE2K ↓ FSIM ↑ FSIMc ↑ GMSD ↓
UDCP 10.64 0,089 0,480 27,97 0,970 0,696 50e−6

Fusion 16,70 0,027 0,673 15,00 0,975 0,800 32e−6

Saleh 9,785 0,107 0,489 35,59 0,973 0,632 54e−6

Mello2022 16,52 0,039 0.632 17,75 0.979 0.714 39e−6

Li2020 11,29 0,083 0,428 30,56 0,924 0,600 69e−6

Li2021 14,04 0,051 0,595 21,52 0,973 0,735 42e−6

Islam 14,39 0,038 0,494 19,41 0,974 0,581 59e−6

Proposto 17,25 0,027 0,723 14,57 0,973 0,819 28e−6

Fusion, Mello2022 mostrando desempenho similar nas métricas. Interessante destacar que as

maiores diferenças entre os métodos Fusion e o Proposto ocorrem nas métricas associadas ao

rúıdo (PSNR) e à cor (CIE2K e FSIMc), com favorecimento para o método proposto. Isto

também corrobora as observações suscitadas da avaliação subjetiva quanto à perda na cor e à

intensificação de rúıdo no Fusion. O desempenho satisfatório nas métricas associadas à rúıdo

e estrutura (PSNR, MSE, SSIM), em conjunto com o obtido relativo à percepção de features

em escala de cinza (FSIM), são importantes para a percepção de imagens subaquáticas. Pois,

como indicado por Burger and Burge (2016), a visão humana é menos senśıvel à mudanças na

cor do que à luminância. No ambiente aquático, os efeitos da profundidade e a turbidez sobre

as cores são acentuados sob luz ambiente reduzida, condição bastante comum em atividades

submersas.

O mapa de gradientes em uma imagem podem indicar o ńıvel de definição de bordas e

contornos e são senśıveis à degradação. Diferentes estruturas locais em uma imagem distorcida

sofrem diferentes graus de degradação. A métrica GMSD captura a qualidade local, determi-

nando o desvio padrão do mapa de gradientes da imagem como ı́ndice de qualidade da imagem.

O método proposto mostra bom desempenho para GMSD, indicando que as imagens resultantes

permitem boa percepção do conteúdo de alta frequência na imagem, como bordas e contornos.

No âmbito dos métodos baseados em DL, a metodologia proposta mostra bom desempenho,

considerando que não utiliza dados pareados, módulos pré-treinados ou pré-processamento das

imagens de entrada. Entretanto, não considera-se esta condição como uma limitação, mas

uma caracteŕıstica do método, dado que os tons e intensidades reais das cores em uma cena

subaquática são desconhecidas na grande maioria dos casos.

7.1.3 Resultados com o módulo de atenção para áreas saturadas

As limitações na melhoria de imagens provocadas na expansão do histograma foram tratadas

a partir do uso do módulo de atenção proposto. O efeito do módulo de atenção sobre amostras

de imagens com desequiĺıbrio entre os canais de cores é mostrado na Fig. 7.11. Na Fig.

7.11(c) são mostradas as imagens referentes à Iat(k) para cada caso. Em função do canal

vermelho ser o mais facilmente atenuado no ambiente subaquático, Iat(k) apresenta informação
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a ser compensada com predomı́nio da cor vermelha na maioria dos casos. No entanto, este

desequiĺıbrio é o resultado das condições do ambiente em que a cena se encontra e outras

colorações são podem ser dominantes em Iat(k). Como exemplo, a imagem mostrando algas em

ambiente de intensa turbidez e color cast de tom amarelo, resultou na respectiva Iat(k) com

predominância do canal azul.

Figura 7.11: Amostras de imagem com desequiĺıbrio entre os canais de cores atenuados
pelo módulo de atenção. (a) Imagem original I(k), (b) Imagem realçada Î(k) sem o módulo
de atenção no pipeline, (c) Imagem resultante do módulo de atenção Iat(k) e (d) Imagem

realçada Î(k) com o módulo de atenção no pipeline.

A análise visual das imagens na Fig. 7.11(d) sugere redução na intensidade da ação de realce,

especificamente, nas áreas saturadas ou com alta intensidade dos pixels. Nas demais regiões

da imagem, o realce aparenta mesma intensidade. Entretanto, esta alteração no resultado

para o realce impacta na qualidade da imagem. Na Tab. 8 são comparados os resultados

para as métrica sem referência UIQM, UCIQE e CCF para o modelo com e sem o módulo

de atenção. As métricas UIQM e CCF mostram redução no score, enquanto UCIQE registra
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aumento. Novamente, as distintas interpretações sobre qualidade da imagem UW expressas

pelas métricas conduz a diferentes resultados.

Tabela 8: Resultado quantitativo para as métricas sem referência UIQM, UCIQE e CCF.
Modelos sem e com o módulo de atenção são indicados por (Mod) e (Mod+Att), respecti-
vamente.

Mod Mod+Att

UIQM ↑ 2,726 2,535
UCIQE ↑ 4,745 5,181

CCF ↑ 30,628 28,729

Embora as imagens do Turbid/Milk não apresentem desequiĺıbrio entre os canais de cores,

realizou-se a avaliação envolvendo as métricas que requerem imagem de referência. O objetivo

é estender a avaliação sobre o impacto do módulo de atenção sobre a ação de realce do modelo.

Os resultados são mostrados na Tab. 9. Semelhante aos resultados para métricas cegas, o efeito

sobre o realce do ponto de vista da qualidade de imagem apresenta baixo impacto. Isto decorre

do fato de que a atuação do módulo de atenção é mais intensiva nas regiões mais afetadas pelo

desequiĺıbrio dos canais de cores, mantendo o restante da imagem sem alterações.

Tabela 9: Resultado quantitativo para as métricas com imagem de referência PSNR, MSE,
SSIM, CIEDE2000 (CIE2K), FSIM, FSIMc, and GSMD. Modelos sem e com o módulo de
atenção são indicados por (Mod) e (Mod+Att), respectivamente.

Mod Mod+Att

PSNR ↑ 17,25 16,92
MSE ↓ 0,027 0,032
SSIM ↑ 0,723 0,709

CIE2K ↓ 14,57 15,97
FSIM ↑ 0,973 0,970
FSIMc ↑ 0,819 0,817
GSMD ↓ 28e−6 28e−6

7.2 Resultados para o realce de v́ıdeo

O realce de v́ıdeos subaquáticos requer além do resgate de cor e contraste que a ação de

realce apresente constância nos resultados de um frame para outro, ou seja, mostre consistência

temporal.

No algoritmo para realce proposto, são utilizadas as operações de expansão e contração do

histograma. Como discutido anteriormente na seção 5.2, estes procedimentos são senśıveis à

mudanças nos valores máximos e mı́nimos do frame, que podem variar consideravelmente de

um quadro para outro. Isto resulta em diferentes ações de realce. O método proposto processa

estas variações a partir de uma abordagem centrada na média, de maneira a prover consistência

temporal à sequência de v́ıdeo realçada. Nesta seção são apresentados e discutidos os resultados
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da aplicação da metodologia para v́ıdeo. Neste contexto, os aspectos associados ao realce e à

consistência temporal estão implicitamente postos no v́ıdeo realçado resultante.

A Fig. 7.12 mostra conjuntos de frames de v́ıdeos e as respectivas versões realçadas

utilizando-se a metodologia apresentada. Os v́ıdeos originais estão dispońıveis na internet,

sendo identificados por ”Octopus (Cams, 2018), ”Isla Socorro” (Rojas, 2023), ”Saint Martin”

(Ernst, 2022), ”Fish Farm” (Trecker, 2021). Estas sequências foram adquiridos a partir de

diferentes fontes (webcam, ROV, mergulhadores), mostrando diferentes condições ambientais,

luz, color cast e turbidez. Importante destacar que os v́ıdeos selecionados são cont́ınuos e sem

alterações, ou seja, não apresentam cortes ou transições entre quadros com contextos diferentes,

mudanças de cor realizadas artificialmente, legendas ou outros processos similares. O método

não requer quadros ou imagens de referência e a informação utilizada é fornecida apenas pelo

frame de entrada. Assim, artefatos resultantes de edição prévia da sequência de v́ıdeo poderiam

gerar erros de interpretação pelo algoritmo, conduzindo a resultados indesejáveis.

A observação visual das amostras da Fig. 7.12 mostra que o desempenho em termos de realce

é similar ao obtido para imagens. O modelo proporciona redução no color cast e no efeito da

turbidez. Nas cenas com realce há melhor definição de bordas e contornos, com manutenção

da constância de cores e incremento na percepção do contraste. O modelo foi treinado com o

GFR realizando o ajuste dos valores extremos superior e inferior dos frames, considerando a

média de 1% dos pixels de maior e menor intensidades por canal de cor, respectivamente.

Na efetivação do realce, carateŕısticas de cor e contraste são incrementadas no resultado.

No contexto do método, artefatos de flickering são gerados por variações nos valores máximos

e mı́nimos entre frames sucessivos, como discutido na seção 5.3. No entanto, o v́ıdeo original

pode apresentar oscilações naturais entre cenas sucessivas, definidas pelo movimento da câmera

e objetos, mas, principalmente, da fonte de luz e a interação resultante com o movimento da

água. Estas últimas podem ser extremamente sutis, mas quando realçadas simulam a presença

de flickering, mas são features do v́ıdeo original, efetivamente produzidas pela água. Neste

caso estão inclúıdos os v́ıdeos ”Sonar” e ”Saint Martin”, adquiridos sob boa percepção de

luz ambiente e turbidez moderada baixa. A observação detalhada do contexto das cenas nas

sequências originais permite identificar estas variações. Nas versões realçadas, estes efeitos são

parcialmente minimizados, dado que afetam a cena como um todo, impactando nos valores

médios dos canais de cores e não apenas valores espećıficos como mı́nimos e máximos. Sendo,

assim, de maior dificuldade para minimização.

A estratégia adotada para o treinamento é importante para o bom desempenho do modelo,

sendo este realizado em duas etapas. Na primeira etapa, a rede neural é treinada com dataset

composto apenas por imagens. O objetivo é permitir o mapeamento de features associadas ao

ambiente subaquático e fortalecer a habilidade de generalização do modelo. Nenhuma sequência

de v́ıdeo é utilizada nesta etapa. Na segunda etapa, é realizado o fine tunning ao v́ıdeo-alvo,

onde é utilizado um conjunto contendo 20% de frames não-cont́ınuos do v́ıdeo. Esta etapa

é importante na qualidade final do resultado, pois permite o ajuste do modelo ao contexto

ambiental do v́ıdeo. Em v́ıdeos previamente adquiridos, esta etapa requer apenas a seleção do
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conjunto de frames para o ajuste. Em todos os testes, esta segunda etapa do treinamento foi

realizada a partir de conjuntos de frames não-cont́ınuos de uma sequência de v́ıdeo cont́ınua

contendo, no mı́nimo, 800 frames. Para uma potencial aplicação em tempo real, o fine tunning

pode ser realizado a partir da coleta in loco deste conjunto de dados. Esta segunda etapa do

treinamento requer um intervalo de tempo muito pequeno para ser efetivada. Isto representa

uma caracteŕıstica importante para a aplicação. Por exemplo, a aquisição de 1 frame a cada 5

observados, a uma taxa de 25 quadros/segundo, permite a geração de 300 frames não-cont́ınuos

em 1 minuto de aquisição, condição suficiente para a efetivação da segunda etapa do treina-

mento. Assim, tarefas subaquática como monitoração ou exploração e inspeção baseadas em

ROV, podem contar com o modelo pré-treinado na primeira etapa e realizar este fine tunning

imediatamente antes do ińıcio da missão.

Trechos dos v́ıdeos citados e outros exemplos realçados com a metodologia proposta, estão

dispońıveis para visualização3 na internet.

3https://drive.google.com/drive/folders/1nEdm2SsHCwHs9Opu_KEYzZMrQvRGc3cS?usp=drive_link
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Figura 7.12: Frames de v́ıdeos com respectivas versões realçadas. (a) Vı́deo: ”Octopus, (b)
Vı́deo: ”Isla Socorro”, (c) Vı́deo: ”Saint Martin” e (d) Vı́deo: ”Fish Farm”.
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7.2.1 Estudo comparativo envolvendo métodos para realce subaquático

Complementando a análise subjetiva da seção anterior, desenvolveu-se estudo comparativo

entre o método proposto e os métodos propostos por Islam et al. (2020), Li et al. (2020) e Saleh

et al. (2022) abordados na avaliação envolvendo imagens. Estes trabalhos foram apresentados

originalmente para o realce de imagem, entretanto, seus autores realizaram avaliações dos res-

pectivos métodos para o realce de v́ıdeo. Em conjunto, utilizamos versão prévia do modelo

apresentada em Mello et al. (2022), dado que apresentou bom desempenho junto aos métodos

citados no contexto de imagem.

As Figuras 7.13 e 7.14 mortram os frames resultantes para os métodos citados e o proposto.

Para esta comparação foram considerados os v́ıdeos ”Los Arcos” (Detloff, 2022) e ”Sonar”

(Ryan, 2021). Estes v́ıdeos foram selecionados em função de apresentarem distância relativa

dos objetos à câmera e ńıveis de turbidez (moderado) semelhantes, permitindo uma análise

concisa dos desempenhos dos métodos. Estes v́ıdeos apresentam ainda uma dinâmica associada

ao movimento da câmera, incidência e posição relativa da fonte de luz bastante desafiadoras ao

realce. Entretanto, não é posśıvel a percepção destes detalhes nas figuras.

Os método são efetivos na ação de realce, onde o resgate de cor ocorre em todos os re-

sultados. Entretanto, os métodos Islam e Li2020 sugerem fortalecimento na compensação do

canal vermelho, com Islam mostrando bom desempenho em termos de suavidade e definição de

bordas nos objetos. O desempenho quanto a redução da turbidez é limitado nestes métodos,

impactando na percepção da textura. Os métodos Saleh e Mello2022 mostram desempenhos

similares. Ambos os métodos utilizam a expansão do histograma como parte de seus algorit-

mos, conferindo tonalidades semelhantes às cenas. Saleh confere melhor contraste às cenas do

v́ıdeo ”Los Arcos”, resultando uma melhor percepção da textura, e sugere melhor uniformidade

na ação de realce. No entanto, não mantém o mesmo desempenho para o v́ıdeo ”Sonar”, onde

Mello2022 alcança melhores resultados.

O método proposto mostra bom desempenho em ambos os v́ıdeos. Promove a redução da

turbidez e do blurring. Em consequência, há fácil percepção de textura, bordas e contornos,

configurando o efeito das etapas relativas à suavização e textura nos pipelines de realce e

degradação. O resgate de cor e contraste é mais evidente no v́ıdeo ”Sonar”, com constância

das cores mantida relação à informação de entrada, em ambos os v́ıdeos.

A avaliação quantitativa para o realce de v́ıdeos subaquáticos deve responder pelo resul-

tado da ação de realce com consistência temporal. Esta questão torna-se bastante complexa,

pois a percepção da melhoria deve ser a mesma ao longo do v́ıdeo, assim estes dois aspectos

devem ser considerados ao mesmo tempo sobre o v́ıdeo realçado. Isto é fortalecido pelo fato

da consistência temporal ser intrinsecamente dependente do resultado para realce. Entretanto,

não há disponibilidade de métricas para v́ıdeo que contemplem estes dois aspectos oferecidos

para realce de v́ıdeo UW. Em geral, as métricas para realce de v́ıdeo não são orientadas para

a aplicação subaquática, requerem sequências de referência ou utilizam datasets para com-

paração com sequências não-subaquáticas (Wu et al., 2022). Na busca por alternativa para
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Figura 7.13: Resultado comparativo para o v́ıdeo “Los Arcos” (Detloff, 2022). Métodos:
Saleh (Saleh et al., 2022), Islam (Islam et al., 2020), Mello2022 (Mello et al., 2022), Li (Li
et al., 2020) e o proposto.

permitir avaliação quantitativa, realce e consistência temporal são considerados em abordagens

separadas.

Para a avaliação dos resultados na questão realce, a abordagem segue o proposto para

imagens subaquáticas. Assim, foram utilizadas as métricas sem referência UIQM, UCIQE e

CCF. Dado que não se dispõe de sequências de v́ıdeo de referência, métrica referenciadas não
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Figura 7.14: Resultado comparativo para o v́ıdeo “Sonar” (Ryan, 2021). Métodos: Saleh (Sa-
leh et al., 2022), Islam (Islam et al., 2020), Mello2022 (Mello et al., 2022), Li (Li et al., 2020)
e o proposto.

foram consideradas.

As métricas destinadas à avaliação da consistência temporal para v́ıdeos são, em sua maioria,

orientadas à avaliação de algoritmos de compactação e requerem v́ıdeos de referência para a

comparação. Neste tipo de aplicação, o v́ıdeo de entrada se constitui na própria referência,

facilitando a avaliação. O método proposto não utiliza informação de referência e não se
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dispõe de v́ıdeos subaquáticos de referência para realce. Assim, optou-se para a avaliação da

consistência temporal utilizar-se a métrica sem referência Natural Image Quality Evaluator

(NIQE) apresentado por(Mittal et al., 2013). NIQE considera a sensibilidade da visão humana

a áreas de alto contraste em uma imagem, usando distribuição normal multivariada para definir

modelo para avaliação destas áreas senśıveis. Valores baixos para o score NIQE indicam boa

qualidade da imagem. Entretanto, ao invés de realizar avaliação utilizando a abordagem quadro-

a-quadro, como na avaliação de imagens, integra-se as estat́ısticas dos frames a ńıvel de pixel e

o score NIQE é definido para o v́ıdeo como um todo, como proposto no trabalho de Saad et al.

(2014). Esta abordagem permite a captura de aspectos associados à distorção temporal presente

na sequência de v́ıdeo. Na avaliação, esta metodologia é identificada porNIQEv. Em conjunto,

emprega-se a variação temporal dos coeficientes médios (DC) obtidos da transformada discreta

do cosseno (discrete cosine transform - DCT). As variações temporais na intensidade média em

quadros sucessivos podem ser estimadas através da taxa de variação dos coeficientes no tempo.

Para tanto, a média das variações é obtida através da expressão indicada na Eq. 7.1, ou seja:

DCm =
1

N − 1

N−1∑
i=1

|Di+1 −Di|
Di+1 +Di

, (7.1)

onde DCm é o valor médio da variação entre os coeficientes DC, N é o número de frames,

Di+1 e Di são os coeficientes DC dos frames indexados por i + 1 e i, respectivamente. Assim,

baixos valores para DCavg indicam reduzido conteúdo de variações temporais. Esta abordagem

para a avaliação é coerente com a premissa do trabalho que considera numericamente pouco

significativa a variação do valor médio dos pixels de um quadro para outro. Ainda, as diferenças

são normalizadas por (Di+1+Di) como forma de avaliar-se apenas a questão temporal, obtendo

um panorama agnóstico quanto a ação de realce desenvolvida por cada método. Ou seja,

minimizar o efeito do realce sobre os valores absolutos das diferenças.

A Tab 10 relaciona os resultados para a avaliação quantitativa. Os valores indicados cor-

respondem às médias entre os valores obtidos para os v́ıdeos ”Los Arcos” e ”Sonar”.

Tabela 10: Resultados quantitativos para v́ıdeo.
Método UIQM↑ UCIQE↑ CCF↑ NIQEv↓ DCm ↓
Islam 3,141 3,949 34,683 10,840 0,277

Li 2,956 4,186 36,840 12,060 0,117

Mello 2,933 5,580 45,173 11,302 0.161

Saleh 3,032 4,280 43,339 11,071 0,323
Proposto 3,125 6,351 59,568 9,609 0,097

7.2.2 Resultados para v́ıdeos adquiridos em ambiente subaquático com reduzida

iluminação e de alta turbidez

Os v́ıdeos adquiridos em atividades submersas tais como inspeção, busca & salvamento e

monitoramento tem alta probabilidade de serem adquiridos em ambientes com baixa visibilidade
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e alta turbidez. A potencial aplicação do método incentivou a avaliação do desempenho em

ambientes com alta degradação. Com este objetivo, procedeu-se a aquisição de v́ıdeos nas

instalações da Estação Marinha de Aquacultura da Universidade Federal de Rio Grande (EMA)

(-32.203969, -52.177845).

Na EMA é desenvolvida pesquisa associada a peixes da espécie ”Miraguaia” (Pogonias

cromis), relativo a criação em cativeiro e reprodução. Os peixes são mantidos em tanques

circulares com dimensão aproximadas de 4m de diâmetro e 1,7m de altura. Nestes tanques é

simulado o ambiente natural da espécie: água salgada, luz ambiente muito baixa e alta turbidez.

Na Fig. 7.15 são apresentados conjuntos de frames de dois v́ıdeos coletados no interior destes

tanques, com as respectivas versões realçadas. Os v́ıdeos são identificados por EMA TQ1 e

EMA TQ2 podem ser visualizados na internet4. EMA TQ1 foi obtido no interior de tanque

abrigando exemplares adultos jovens e EMA TQ2 em tanque com adultos reprodutores, de

maior tamanho e peso.

Figura 7.15: Amostras de v́ıdeos coletados em ambientes de alta degradação com respectivas
versões realçadas. (a) Vı́deo: EMA TQ1 e (b) Vı́deo: EMA TQ2.

A sequência de EMA TQ1 foi obtida a uma profundidade de 0,5m e a de EMA TQ2 foi

coletada a uma profundidade de 0,8m, dada a baixa iluminação ambiente no interior dos tan-

ques. Em ambas as sequências, o realce é limitado devido, principalmente, a esta reduzida

4https://drive.google.com/drive/folders/1nEdm2SsHCwHs9Opu_KEYzZMrQvRGc3cS?usp=drive_link
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iluminação ambiente. Entretanto, pode-se perceber a efetividade do método na redução do

efeito da turbidez e recuperação de contraste. A percepção do contorno e coloração dos animais

também é facilitada nos quadros realçados.

A Fig. 7.16 mostra detalhes relativos aos frames #01 das sequências da Fig. 7.15, como

forma de quantificar o desempenho do modelo. São indicadas a distribuição dos pixels no

espaço de cores RGB, a média por canal de cor e o número de pontos discretizados (NPD)

na distribuição dos pixels, onde cada ponto representa uma cor diferente. Os frames de en-

trada apresentam distribuições concentradas, indicando forte degradação. Nestes contextos,

as cenas oferecem um número bastante reduzido de features, dificultando o realce. As versões

realçadas mostram a recuperação proporcionada pelo método, com distribuições desenvolvendo

maior dispersão e valores médios mais elevados. Um detalhe importante surge da comparação

entre EMA TQ1#1, que apresenta maior distribuição que EMA TQ2#1. No entanto, suas

versões realçadas mostram comportamento contrário, com a distribuição de EMA TQ1#1 me-

nor que de EMA TQ2#1. Este efeito mostra a importância da luz ambiente na ação de realce.

EMA TQ2#1 apresenta melhores condições em termos de iluminação, facilitando o mapea-

mento de features e o realce.

As sequências realçadas para EMA TQ1 e EMA TQ2 na Fig. 7.15, mostram conteúdo de

rúıdo, mais evidente em EMA TQ2. Este rúıdo foi introduzido durante a fase de coleta dos

v́ıdeos, devido ao algoritmo de compressão de v́ıdeo embarcado na câmera utilizada para a

aquisição. No contexto de baixa luz ambiente em que os v́ıdeos foram adquiridos, as cenas

fornecem um número bastante reduzido de features, permitindo ao algoritmo aumentar a taxa

de compressão em regiões da cena onde não são percebidas features. A percepção do rúıdo

surge no v́ıdeo descompactado e realçado.

7.2.3 Limitações identificadas ao tratamento de v́ıdeo

Na estratégia para se alcançar consistência temporal, a substituição de 1% dos valores

máximos e mı́nimos dos pixels pelas respectivas médias é fundamental para o bom desempenho

do método. Na seção 5.3 discutiu-se a interpretação dada a condição de outliers que valores

máximos e mı́nimos assumem quando da transição entre quadros sucessivos. Alterações bruscas

nestes valores provocam a geração de artefatos de flickering no v́ıdeo realçado.

O movimento aleatório dos objetos no v́ıdeo subaquático está entre as principais causas de

variação brusca nos valores máximos e mı́nimos. Em v́ıdeos com turbidez moderada a alta,

o surgimento de um objeto próximo ou muito próximo a câmera altera, instantaneamente, a

percepção da distância média entre os objetos da cena e a câmera. Isto muda o perfil de realce e

produz artefatos temporais no v́ıdeo resultante. Outra causa está em alterações randômicas na

refletância dos objetos entre cenas sucessivas. É o caso t́ıpico enfrentado no v́ıdeo ”Mobula”,

onde o deslocamento de um cardume de arraias (Mobula munkiana), provoca variações na

refletância devido ao movimento das barbatanas, pois o animal possui distintas colorações entre

as regiões dorsal e ventral, cujo movimento produz as perturbações. Estes aspectos aparentam
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Figura 7.16: Frames #01 das sequências de EMA TQ1 e EMA TQ2 e respectivas distri-
buição no espaço de cores. (a) EMA TQ1#1 e distribuição dos pixels, (b) Versão realçada
de EMA TQ1#1 e distribuição dos pixels (c) EMA TQ2#1 e a distribuição dos pixels e (d)
Versão realçada de EMA TQ2#1 e a distribuição dos pixels.

ser espećıficos a determinados v́ıdeos, mas a investigação mostra que são causas coincidentes

para geração de artefatos temporais em v́ıdeos. A intensidade destes eventos pode requer valores

percentuais maiores no cálculo das médias envolvendo pixels com intensidades localizadas nas

extremidades da faixa dinâmica.

Na seção 5.3, utilizou-se o percentual de 3% no estudo para a redução das variação dos

parâmetros. Este percentual maior é aplicado para v́ıdeos que apresentem variações de alta

intensidade. Sequências com variações ainda mais intensas podem requerer ”profundidade” su-

perior para cálculo da média. O aumento no valor percentual produz reduções correspondentes

na faixa dinâmica. Este procedimento aumenta a possibilidade de surgirem regiões saturadas

na expansão do histograma e/ou de regiões escuras (preto) como resultado da contração do

histograma. Outro efeito percebido no aumento do valor percentual, consiste na alteração de

cor em regiões contendo pixels outliers da cena, afetadas pela substituição destes pixels pela

média. Estas mudanças tornam-se bastante evidentes para ”profundidades” elevadas no cálculo

da média. Como referência, pode-se sugerir um limite confortável de 5% na profundidade para o

cálculo da da média. Este valor surge de avaliações experimentais, realizadas sobre um conjunto

de v́ıdeos mais amplo que o formado pelos mencionados neste trabalho.
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8 CONSIDERAÇÕES FINAIS E TRABALHOS FUTU-

ROS

A melhoria na qualidade de imagens e v́ıdeos subaquáticos mostra grande apelo à aplicação

na visão computacional. Não somente no processamento de conteúdos previamente adquiridos,

mas também no importante uso em tempo real para atividades submersas. O acompanhamento

remoto em tempo real de inspeções ou atividades de alto risco é demanda constante em vários

áreas de pesquisa e de tecnologia aplicadas. Em anos recentes, a melhoria de imagens tem

recebido grande atenção da pesquisa, com evidente evolução nas propostas e resultados. No

entanto, a questão aplicação é tangencial às investigações e carece de efetividade ao interesse

cient́ıfico.

O presente trabalho está alinhado às perspectivas acima, ao propor metodologia aplicada a

imagens e v́ıdeos subaquáticos, mostrando forte potencial para a aplicação. A metodologia pro-

posta usa modelo baseado em aprendizado profundo cujo treinamento considera a degradação

presente na imagem, ou frames de v́ıdeo, como fator que condiciona a rede a aprender a remover

esta degradação.

A aplicação do método segue uma estratégia para realce no contexto subaquático, que

caracteriza-se como um problema mal-posto. A informação real de cor e contraste dos objetos

na cena submersa não são conhecidas na maioria dos casos. Aliado a grande diversidade de

condições ambientais como turbidez, profundidade e luz ambiente, tornam esta tarefa bastante

desafiadora. Estendendo a tarefa para v́ıdeo, o desafio que se apresenta é ainda maior. Vı́deos

subaquáticos são muito senśıveis à variações na intensidade da ação de realce. Requer, assim,

o compromisso com a consistência temporal da ação de realce.

No estágio inicial da investigação, identificou-se as principais tendências e caracteŕısticas

das propostas associadas ao realce e à restauração, onde se destacaram os modelos baseados em

redes neurais. Caracteŕıstica fundamental destes modelos é a necessidade conjunto de dados

para o treinamento das redes, onde na ampla maioria das iniciativas são requeridos dados

com as respectivas informações de referência. Para o contexto subaquático, estes conjunto são

muito limitados, com os autores recorrendo a sintetização destas referências. Em consonância,

é bastante difundido o uso de estratégias supervisionadas para a condução do aprendizado

das redes, segmentos de rede ou módulos pré-treinados ou, ainda, o pré-processamento de

informações como recurso aos modelos.

O arcabouço proposto neste trabalho apresenta como contribuição uma mudança de refe-

rencial na busca pela melhoria na qualidade da imagem (frame). O método utiliza como fonte

de informação apenas a imagem (ou v́ıdeo) originais. Com base no conhecimento dos elementos

que degradam a informação, conduz uma rede neural a aprender como removê-los da imagem,

gerando no processo uma imagem com melhor percepção visual. A melhora é obtida a par-

tir da degradação. Em outras palavras, ao invés de se conduzir o aprendizado da rede com

foco em uma referência sintetizada e pré-estabelecida, parte-se da informação real dada pela
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imagem original. Conduz-se o aprendizado da rede para efetivar a ação (realce) a partir do

conhecimento de suas caracteŕısticas de degradação.

O trabalho também apresenta como contribuição a proposição de uma metodologia que não

requer imagens de referência, utilizando apenas a imagem original como fonte de informação.

Em consequência, o modelo apresentado requer baixo ńıvel de supervisão, com a estratégia

adotada baseada em aprendizado auto-supervisionado. A remoção de degradação adicional

imposta à imagem de sáıda se configura como tarefa pretexto para a auto-supervisão. Esta

degradação adicional é coerente com a apresentada pela imagem de entrada e a rede neural

aprende a compensá-la durante o treinamento.

Como contribuição secundária, o trabalho explora o conceito de imagens-guias duais para

a estimativa de features associadas à qualidade e sua redução. A dificuldade em se ter a

real percepção das cores na imagem subaquática, configuram o realce (em termos amplos,

também a melhoria da qualidade) destas imagens como um problema um mal-posto. Ambas as

imagens-guias são utilizadas na intensificação da degradação na versão que substitui a imagem

de sáıda da rede na função de perda. Enquanto que em uma imagem-guia as caracteŕısticas de

degradação são acentuadas, na outra os aspectos que facilitam a percepção da cena da imagem

de entrada são valorizados. Na composição da versão usada na função de perda, a imagem-

guia com elementos de degradação da imagem de entrada contribui acentuando a degradação,

enquanto a imagem-guia com os elementos que favorecem a qualidade é utilizada como referência

para a redução da percepção destes elementos.

O método proposto foi estendido para aplicações em v́ıdeo. Neste sentido, o trabalho apre-

senta como contribuição uma proposta para o tratamento de v́ıdeo subaquático que promove,

simultaneamente, melhor percepção visual e a consistência temporal. Para a obtenção da

consistência temporal, o trabalho explora caracteŕısticas espećıficas dos v́ıdeos subaquáticos

e associadas à variação dos seus parâmetros. Ambas as tarefas são aprendidas pelo modelo

durante a etapa de treinamento.

Os resultados alcançados com a metodologia mostram desempenho bastante satisfatório do

modelo desenvolvido, tanto no tratamento de imagem como v́ıdeo. Recuperação de cor, con-

traste e textura, em conjunto com a redução na percepção da turbidez e color cast são evidentes

nestes resultados. Os requisitos para consistência temporal foram atendidos na questão v́ıdeo.

A comparação realizada envolvendo propostas consolidadas e que contribuem na configuração

do estado-da-arte em termos de realce, mostram o bom desempenho do arcabouço proposto.

Na finalização do presente trabalho foi posśıvel identificar de linhas para o prosseguimento

das atividades em trabalhos futuros. Embora a questão do tratamento de imagens subaquáticas

visando realce e restauração mostre consistente evolução no panorama cient́ıfico, a questão

relativa à aplicação ainda carece de maior investigação. O contexto de v́ıdeo mostra sinais

de crescente interesse da comunidade cient́ıfica como apontado por González-Sabbagh and

Robles-Kelly (2023) e Hu et al. (2022). Na questão aplicação o potencial da proposta faz

surgir possibilidades de estudo para adaptação e aplicação da metodologia para tratamento de

v́ıdeo em tempo-real. O atendimento dos requisitos de tempo associado à aquisição, eventual
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transmissão e processamento são decisivos na efetivação de uma alternativa nesta linha. O uso

na visão computacional, principalmente ligada à robótica subaquática, encontra demanda em

um número expressivos de aplicações, desde a indústria de extração de óleo e gás, passando por

inspeção e manutenção navais até exploração ambiental e arqueológica.

Ao longo do trabalho, em especial, durante o desenvolvimento do modelo e na avaliação

preliminar de seus resultados, foi percebida a necessidade de um conjunto de dados (dataset)

destinado ao desenvolvimento de métodos para realce e restauração. Com exceção do dataset

Turbid, não há no âmbito cient́ıfico conjunto de dados especificamente preparado para auxiliar

o desenvolvimento. O Turbid foi concebido para auxiliar a avaliação de métodos e no que

tange a utilização em desenvolvimento de modelos mostra limitações. Embora tenha um apelo

à aplicação, a elaboração de um conjunto de dados desta natureza é bastante complexa e

tem forte cunho cient́ıfico. Pois, para uso no desenvolvimento são requeridos conhecimento

abrangente e definições claras a cerca de cores, iluminação e estrutura da cena e adequação

controlada de features de degradação, como turbidez e color cast (semelhantes ao Turbid), mas

valorizando a interação destas com a luz ambiente. Assim, com base na experiência adquirida,

pode-se apontar como prosseguimento, trabalhos de investigação cient́ıfica e preparação para

elaboração de uma base de dados para o desenvolvimento e avaliação de métodos para realce.

Em termos de investigação cient́ıfica, quatro aspectos surgem da avaliação final do trabalho.

O primeiro relaciona-se ao emprego das operações duais de expansão e contração do histograma.

Estas operações geram as informações de referência iniciais para o método proposto baseado em

degradação. Estas operações são extremamente senśıveis à variação dos parâmetros, com forte

impacto na tarefa de melhoria de v́ıdeo. A alternativa proposta para se obter a consistência

temporal atua exatamente no ajuste destes parâmetros. Como sequência de estudo, sugere-se

investigação para se definir uma alternativa a estas operações. Em uma concepção inicial, uma

metodologia elaborada considerando a teoria Retinex parece promissora. Retinex é baseada no

conceito de constância de cores e visa a obtenção de caracteŕısticas reais da cena, eliminando os

efeitos da componente de irradiação da luz ambiente sobre as cores dos objetos. Este contexto

de investigação torna-se interessante no processamento de imagens e v́ıdeos subaquáticos. Não

somente pelo fato da percepção subjetiva da qualidade da imagem melhorada ser mais signifi-

cativa que a avaliação quantitativa, baseada em valores numéricos oferecidos pelas métricas em

uso. Mas também pela natureza do método apresentado, em que a imagem de entrada se cons-

titui na única informação para o algoritmo e, implicitamente, baliza suas hipóteses na execução

da tarefa proposta (realce ou restauração, por exemplo) relativas à constância de cores. Em um

aspecto introdutório, a teoria retinex poderia ser explorada como aux́ılio no ajuste do resultado

da expansão/contração do histograma.

O segundo aspecto é definido pela fundamentação da metodologia à luz das definições e

classificação dos métodos de aprendizado auto-supervisionado. O método proposto consiste em

uma abordagem auto-supervisionada, pois usa elementos dos dados de entrada na definição da

tarefa-pretexto e a partir disto promove sua auto-supervisão. No entanto, não encontra posição

na taxonomia associada às técnicas de auto-aprendizado considerada atualmente. Assim, torna-
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se interessante um trabalho para consolidação teórica da técnica, mesclando, por exemplo,

elementos da teoria do problema inverso, pois, conceitualmente, o método procura resolver a

degradação como um problema inverso.

O terceiro aspecto relaciona-se a avaliação objetiva da ação de melhoria, especificamente, a

questão das métricas. A partir dos procedimentos para avaliação dos resultados do método pro-

posto, percebe-se a avaliação de imagens subaquáticas como linha de investigação envolvendo

desdobramentos do trabalho. Métricas sem referência para o contexto subaquático, sugerem

melhores predisposição e consistência na fundamentação para avaliação dos resultados. Isto

depreende, principalmente, do fato de não se dispor de ground truth para imagens e, princi-

palmente, v́ıdeos subaquáticos, limitando o emprego de métricas referenciadas. Em adição, as

métricas não-referenciadas em uso, mostram diferentes percepções sobre qualidade da imagem,

que dificultam a análise e mostram incoerências com a análise subjetiva.

Finalizando, o quarto aspecto reside na perspectiva de generalização da metodologia pro-

posta a outras áreas de estudo. A estratégia de se impor penalização adicional à função de

perda durante o treinamento de um autoencoder, tem o intuito de estimular o aprendizado da

rede na decodificação da informação de entrada, sem as features que estabelecem ou fundamen-

tam a penalização. Isto configura um consistente panorama para investigação em outras áreas

como remoção de rúıdo (denoising) em áudio, em imagens da área médica e na astronomia,

recuperação de imagens subexpostas e dehaze. Cada área possui caracteŕısticas espećıficas que

determinarão como será a sua ”degradação”.
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