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RESUMO

O estudo do correto balanco energético é de extrema importancia para a economia de
um pais. Quando a demanda é superior a oferta, faltard eletricidade para os consumidores.
J& quando a oferta é muito maior que a demanda por eletricidade, as empresas geradoras
e distribuidoras de energia sofrem prejuizos. As técnicas de mineracao de dados consistem
em descobrir conhecimentos em banco de dados, podendo ser de fundamental importancia para
revelar informagoes vitais as pesquisas. Assim, este trabalho intencionou, através de algoritmos
classificadores, estimar o valor da conta mensal de energia elétrica com base nos atributos
investigados, identificando perfis de consumo residencial por meio de um instrumento cientifico
aplicado aos estudantes de graduagdo da Universidade Federal do Rio Grande (FURG) e da
Universidade Federal de Pelotas (UFPel). A anélise do valor da conta de energia elétrica a
partir de predigoes realizadas pelos classificadores pode ser considerada o primeiro passo na
melhoria em sistemas elétricos de poténcia, através do planejamento de geracao e distribuicao

de energia.

Palavras-chaves: Energia Elétrica; Perfis de Consumo; Mineragao de Dados;

Classificagao.



A Study on eletrical energy consumption using classication algorithms

ABSTRACT

The study of the correct energy balance is extremely important for a country economy.
When the demand is higher than supply, electricity will be lacking for consumers. When the
supply is much greater than the demand for electricity, the generating companies and energy
distributors will be suffering losses. The data mining techniques consist of discover knowledge
in database, and may be fundamental for reveal vital information for researches. Thus, this
work intends, through classification algorithms, calculating the value of the monthly electric
energy bill based on the attributes about consumption and by a scientific instrument applied
to undergraduate students from the Federal University of Rio Grande (FURG) and Federal
University of Pelotas (UFPel). The analysis of the value of the energy account based on
predictions made by the classifiers can be considered the first step in the improvement in power

systems, through generation planning and distribution power.

Keywords: Electrical Energy; Energy Demand Profiles; Data Mining, Classifi-

cation.
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1 INTRODUCAO

O planejamento do adequado balanco energético impacta diretamente a economia, visto
que a energia é fator essencial na geracao de riquezas em todos os setores da industria. Dessa
maneira, quando a demanda de energia elétrica é superior a oferta, faltara eletricidade na re-
sidéncia dos consumidores. Quando, no entanto, a oferta é muito maior que a demanda de
eletricidade, as empresas geradoras de energia sofrem prejuizos, pois as empresas distribuidoras
nao precisam de toda energia gerada pelas unidades geradoras. Segundo Santos (2016), hd um
grande desafio nesta industria desregulada por parte das companhias geradoras para acompa-
nhar o consumo real de energia, sem que haja uma perda monetaria por parte das empresas e
sem que uma parcela da populacao fique descoberta de energia em sua residéncia.

De acordo com a Lei 9.427 do ano de 1996, é criada a Agéncia Nacional de Energia Elétrica,
a ANEEL. Essa Agéncia tem por finalidade regular e fiscalizar a geracao, transmissao e distri-
buicao de energia elétrica no pais (Brasil, 1996). Compete, ainda, & ANEEL implementar as
politicas e diretrizes do governo federal para a exploracao da energia elétrica e o aproveitamento
dos potenciais hidraulicos e estabelecer tarifas de energia elétrica no ambito nacional.

A ANEEL define um consumidor como uma pessoa fisica ou juridica que assume a respon-
sabilidade pelo pagamento de faturas de energia elétrica. Uma Unidade Consumidora (UC),
por sua vez, é definida como um conjunto de instalacoes de equipamentos elétricos que recebem
energia, como exposto por ANEEL (2010). No cendrio atual, os consumidores brasileiros sao
classificados como consumidores residenciais, comerciais, industriais ou outros.

No setor residencial, a energia é consumida praticamente em sua totalidade por eletro-
domésticos, equipamentos e iluminacao, havendo uma grande diversidade de equipamentos e
sistemas sendo utilizados em quantidades cada vez maiores.

De acordo com o Balango Energético Nacional (BEN) do ano de 2016, e como vem sendo ha
algum tempo, a principal fonte de geracao de energia elétrica no Brasil é a hidraulica. Porém,
houve uma queda de 3,7% em comparacao com 2015. Isso mostra que, mesmo com a geracao
hidraulica sendo a principal responsavel pela geracao, deve haver uma preocupacao com esse
dimensionamento (EPE, 2016).

A Figura 1.1 mostra a geracao hidraulica dominante na matriz energética, representando
64% da oferta interna de energia elétrica no pais. Segundo EPE (2015), na oferta interna
de energia (OIE) é considerada a soma dos montantes referente a producao nacional mais as
importacoes.

A qualidade do atendimento aos consumidores no Brasil é determinada pela ANEEL, que
também fiscaliza esses servigos. Em virtudes de multas e sancoes ligadas a qualidade da eletri-
cidade recebida pelos consumidores, é preciso gerenciar a rede de distribuicao a fim de evitar
ou diminuir a frequéncia e a duragao das interrupc¢oes no fornecimento de energia decorrente
de um mau dimensionamento de geragao.

O BEN do ano de 2015 informa que o consumo brasileiro de energia em 2014 atingiu 265,86
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Oferta Interna de Energia Elétrica no Brasil
em 2016
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Figura 1.1: Oferta interna de Energia no Brasil em 2016
Fonte: elaborada pela autora.

milhoes de toneladas equivalentes de petrdleo (tep). Considerando-se as projegoes e fazendo-se
o uso da taxa de crescimento populacional de 4%, chega-se a 737,10 milhoes de tep em 2040.
Em 2014, o consumo de energia por habitante no Brasil foi de 1,311 tep. Os 265,86 milhoes de
tep consumidos no Brasil, em 2014, correspondem a 87% da oferta interna de energia, sendo

um consumo 4,28 vezes superior ao verificado em 1970. Esta situacao é ilustrada pelo gréfico

da Fig. 1.2.

Consumo de energia elétrica no Brasil entre 1970 e 2040
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Figura 1.2: Consumo de energia no Brasil entre 1970 e 2040
Fonte: elaborada pela autora.

E necessaria uma preocupacao cada vez maior com a qualidade de energia, visto que o

consumo de energia elétrica residencial no Brasil apresentou crescimento de 5,4% entre 2012 e
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2013, segundo a ANEEL e exposto por Hansen (2000). No entanto, melhorias no setor elétrico
vem atreladas a um aumento de custo dos servigos ao consumidor.

O que torna dificil a medi¢ao de dados de consumo de energia no momento é o fato de
as concessiondrias contarem com aparelhos analdgicos nas residéncias, registrando o consumo
total entre as medigoes. Assim, por ainda haver uma indisponibilidade de medidores digitais
nas residéncias, dificultando uma analise diaria dos habitos de consumo, recorre-se a uma pes-
quisa de hébitos de consumo com uma amostra de usudarios de energia elétrica, como realizado
atualmente nos trabalhos cientificos.

Em virtude da pouca quantidade de dados fornecidos e disponiveis nas distribuidoras e
geradoras, para entendimento e descoberta dos habitos de consumo da populacao brasileira,
ainda é utilizada a pesquisa de posse de eletrodomésticos, por exemplo. Também pode ser
utilizada a pesquisa de habitos de consumo, aplicados em pesquisas de campo. Cabe salientar
que, de acordo com Santos (2016), muitas vezes essas pesquisas nao sao realizadas, dificultando
uma criagao de um banco de dados confidvel dos clientes e causando um maior problema no
estudo da demanda de energia.

O maior desafio do setor elétrico é, portanto, em relacao ao correto dimensionamento da
demanda de energia: pessoas com habitos semelhantes possuem hédbitos de consumo de energia
similares em alguns aspectos, causando picos de consumo de energia em certos momentos do
dia. Em outros momentos, a energia disponivel pode nao ser utilizada, causando prejuizo as
empresas fornecedoras. O setor elétrico do pais, entao, necessita estar preparado para lidar
com os perfis de consumidores de energia.

Neste contexto, este trabalho propoe analisar e descobrir perfis de consumidores através da
predi¢ao do valor mensal pago em energia elétrica. Os dados coletados passam por uma série
de operacoes de processamento, denominadas de técnicas de mineracao de dados.

Essas técnicas contemplam muiltiplas areas, incluindo inteligéncia artificial, aprendizagem
de maquina, estatistica e bancos de dados.

De acordo com Baker e Yacef (2011), os primeiros estudos sobre mineragao de dados foram
apresentados em meados dos anos 80, motivados pelo inicio da dificuldade em administrar e
controlar o grande volume de dados que estava surgindo. Os estudos, inicialmente, tinham a
pretensao de apenas reconhecer simples padroes em bancos de dados. No ano considerado pelos
autores, 2009, havia a consciéncia de que a mineragao de dados crescia rapidamente, havendo
um grande nimero de publicacoes em eventos.

Logo, com a evolucao da ciéncia da computacao, o processo de mineragao passou a se inte-
ressar por sanar as necessidades dos usuarios em um mais alto nivel: analisando os dados antes,
durante e ap6s o processo. Assim, segundo Baker, Isotani e Carvalho (2011), minerar dados sig-
nifica extrair conhecimento de dados que, aparentemente, nao possuem ligagoes explicitas. Essa
descoberta de conhecimento em banco de dados tornou-se conhecida por KDD, de Knowledge
Discovery in Databases.

Dessa maneira, a fim de auxiliar no planejamento do balango energético, é preciso que haja

uma correta oferta de energia, de acordo com a demanda necesséria. Para isso, uma ferramenta
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util é a andlise de perfis de consumo através de técnicas de descoberta de conhecimento em
conjuntos de dados que, aparentemente, nao possuam ligacoes. Pode-se dizer que o primeiro
passo a ser dado ¢ a investigacao do valor da conta de energia elétrica paga mensalmente pelas
habitacoes do setor residencial.

Neste contexto, as proximas secoes evidenciam a motivagao e os objetivos do trabalho

realizado.

1.1 Justificativa

Este trabalho torna-se de fundamental importancia ao ser capaz de fornecer um primeiro
estudo as concessionarias, pesquisadores e interessados sobre diversas possibilidades de com-
paracao para predicao do valor gasto mensalmente com energia elétrica, podendo contribuir
para aprimorar os sistemas elétricos e sendo de valor como aporte para estudos sobre demanda
de energia elétrica, bem como fornecer informacgoes sobre seus perfis aos préprios consumidores
residenciais.

Dessa maneira, o estudo de perfis de usudrios através do calculo do valor gasto em energia
elétrica é tutil para auxiliar estudos sobre o setor residencial, industrial e comercial de todo
o pais, bem como impactar diretamente em sua economia. Este trabalho foca apenas em

habitacoes residenciais.

1.2 Objetivos

Este trabalho intenciona, através da mineracao de dados, estimar o valor da conta mensal de
energia elétrica com base nos atributos investigados, identificando perfis de consumo residencial
e tendo seu espago amostral definido entre os alunos de cursos de Graduagao da Universidade
Federal do Rio Grande (FURG) e da Universidade Federal de Pelotas (UFPel). Ainda, o
trabalho pretende atingir os objetivos especificos:

e Estudar instrumentos cientificos de coleta de dados;

e Aprimorar os conhecimentos nas areas de mineracao de dados e sistemas de energia;

e Construir uma base de dados para usos futuros em outras pesquisas;

e Fornecer as concessionarias e demais interessados informagoes iniciais sobre estudos re-
lacionando algoritmos classificadores e a demanda residencial de energia elétrica, para futuros

estudos mais complexos.
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2 REFERENCIAL TEORICO

Este capitulo apresenta um conjunto de conceitos essenciais para o entendimento da pro-
posta de trabalho descrita nesta dissertagao. A Segao 2.1 define medidas de consumo de energia
e mostra a distribuicao de eletrodomésticos realizada por pesquisas sobre consumo residencial.
A Secao 2.2 apresenta a utilizacdo de questionarios dentro do método cientifico. Por fim, na
Secao 2.3 sao evidenciados o conceitos sobre analise de dados através de técnicas de mineragao,
explorando a utilizagao no Software Weka, bem como evidenciando alguns exemplos de classi-

ficadores.

2.1 O Consumo de Energia Elétrica

Cada aparelho eletronico ou eletrodoméstico presente nas residéncias e industrias necessita
de eletricidade para ser utilizado. Entao, o consumo de energia elétrica, definido pela Equacao
2.1, é fator de preocupacao e estudo de pesquisas energéticas. A variavel e representa a energia
consumida, em unidade de kWh. A poténcia de cada equipamento considerado (s) é expressa em
Watts e, por sua vez t é expresso em horas e representa o tempo que o equipamento permanece

ligado.

e=s.t (2.1)

A preocupagao com o consumo de energia esta cada vez mais presente na realidade brasileira:
politicas e campanhas auxiliam os consumidores a entender suas faturas de energia elétrica, bem
cOmMo a economizar e consumir conscientemente.

O Programa Nacional de Conservagao de Energia Elétrica (Procel), por exemplo, é um
programa brasileiro executado pela Eletrobras que teve seu inicio no ano de 1985 com a intencao
de reduzir o desperdicio de energia elétrica e conscientizar os usuarios a respeito de economia
de energia.

Assim, o Procel utiliza-se se um selo para identificar os equipamentos que sao mais efici-
entes no consumo e que agridem menos o meio ambiente. Nesta lista, é possivel encontrar
equipamentos conhecidos, como fornos, lampadas e refrigeradores. O Relatério de Resultados
do Procel langado em 2017 apresenta os resultados globais e especificos em cada area de atuagao
do programa, explicitando suas metas e missoes a partir da analise dos dados de 2016.

Dessa maneira, este programa aponta que as acoes fomentadas ajudaram a reduzir a de-
manda em 8,375 MW, representando no consumo residencial de energia elétrica 11,40% no ano
de 2016 em relacao ao ano anterior. Como meta para 2017 e 2018, o Procel determina que:
“Entre os estudos, destacam-se a realizacao de uma nova pesquisa de posse de equipamentos
e habitos de uso, o desenvolvimento de procedimentos para ensaios de equipamentos e de me-
todologias de medicao e verificacao, o apoio para a elaboragao do Plano Decenal de Eficiencia

Energética (PDEf) e a elaboragao de modelos para substitui¢ao de equipamentos obsoletos, por
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exemplo” (Procel, 2016).

O Procel também disponibiliza em seu endereco virtual resultados de algumas pesquisas,
dentre elas a pesquisa de posse de eletrodomésticos. Sabe-se que o setor residencial do Brasil
é constituido por um grupo bastante heterogéneo de consumidores, principalmente no que se
refere ao perfil de posse e uso de eletrodomésticos e que isso pode ser, em parte, explicado pelas
variacoes de renda familiar, que exercem grande influéncia nos habitos de consumo de energia
elétrica das residéncias, e pelo fator climatico.

A Figura 2.1 mostra a utilizagao de eletrodomésticos mais comuns na regiao sul do pais.
Nota-se que os itens com maior participacao na fatura de energia elétrica sao o chuveiro, o ar
condicionado e a geladeira responséaveis por, respectivamente, por 25%, 32% e 16% do total.
Os dados se referem ao ano de 2005, quando foi realizada uma pesquisa pelo Procel para

investigagao sobre aparelhos eletronicos.

PARTICIPACAO DOS ELETRODOMESTICOS MAIS COMUNS NAS RESIDENCIAS EM
2005 - REGIAD SUL
Lampadas
8%

Geladeira
16%

Ferro
2%

Som

v 3%
7%

Figura 2.1: Participacao de eletrodomésticos na Regiao Sul - ano 2015
Fonte: elaborada pela autora.

J& a Figura 2.2 mostra a utilizagao de eletrodomésticos mais comuns na regiao nordeste
do Brasil. Nota-se que os itens com maior participa¢ao na fatura de energia elétrica sao: as
lampadas, o ar condicionado e a geladeira responsdveis por, respectivamente, por 11%, 28% e
30%.

Diferentemente da regiao sul, os moradores da regiao nordeste, portanto, nao contam com
uma grande parcela na participacao do chuveiro elétrico na fatura mensal de energia. No en-
tanto, as lampadas passam a ter um maior papel de participacao entre os gastos dos nordestinos.

Salienta-se também a grande diferenca entre as porcentagens de participacao da utilizagao
do chuveiro na regiao sul (25%) e na regiao nordeste do pais (9%). Dessa maneira, é evidente
a grande diferenca entre regioes com climas diferentes na utilizagao de alguns eletrodomésticos

e eletronicos.
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PARTICIPACAO DOS ELETRODOMESTICOS MAIS COMUNS NAS RESIDENCIAS EM
2005 - REGIAO NORDESTE

Ar condicionado
28%

Lampadas
11%

22

Geladeira

5% Ferro 30%
3%

Figura 2.2: Participacao de eletrodomésticos na Regiao Norte - ano 2015
Fonte: elaborada pela autora.

A Pesquisa de posse de equipamentos e habitos de uso (PPEHU) do ano de 2005 é uma
pesquisa de campo realizada pelo Procel através de questionarios que tem como finalidade
investigar, além da posse e utilizagao de equipamentos em nivel nacional, algumas andlises
socioeconomicas e qualidade do fornecimento de energia.

Segundo a PPEHU do ano de 2005, 87% do consumo de eletricidade de uma residéncia
padrao do Brasil poderia ser representada por um ar condicionado, congelador, refrigerador,
lampadas, chuveiro elétrico, maquina de lavar roupas e televisao.

Essa pesquisa contou com a aplicacao do questionario, instrumento utilizado em 9.847 pes-
soas e no item relativo aos refrigeradores conta com questionamentos a respeito da idade do
eletrodoméstico, a intensidade do uso e se o usuario preocupa-se com o selo de referéncia do
Procel, por exemplo.

A Pesquisa de posse de equipamentos e habitos de uso serve de base para a construcao de

questiondrios mais simples, como o instrumento utilizado nesta dissertacao.

2.2 Elaboracgao de Questionarios Cientificos

Atualmente, o interesse por conhecer opinides e informagoes de grupos de individuos esta
ligado a diversas areas do conhecimento, como Biologia, Medicina, Engenharia e uma série de
outros setores. Através de pesquisas, portanto, é possivel analisar indicadores de uma ampla
gama de campos do conhecimento, que vao desde a deteccao de uma doenca até mesmo a
qualidade e consumo de energia elétrica, por exemplo.

A pesquisa se mostra, assim, uma atividade voltada para a solucao de problemas tedricos e

praticos. Estudos exploratérios, por sua vez, sao designados muitas vezes como o passo inicial
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no processo de pesquisa pela experiéncia e um mecanismo auxiliar que traz a formulagao de
hipéteses para futuras pesquisas.

Utilizando-se de questionarios para pesquisa cientifica, é imprescindivel considerar que nao
basta apenas realizar a coleta de dados de maneira randomica sobre temas e questoes de inte-
resse, mas sim saber analisar adequadamente os resultados, com base em andlises estatisticas.

Assim, questoes como formas de analise dos dados, margem de erro e tamanho da amostra,
por exemplo, devem ser levados em conta no momento da formacao do banco de dados. A
pesquisa, entao, passa a ser enquadrada como de cunho qualitativo ou quantitativo, de acordo
com Rutter e Sertério (1994).

As pesquisas qualitativas geralmente nao podem ser mensuradas estatisticamente, mas
mesmo assim atuam de maneira importante no auxilio as pesquisas quantitativas, que sao
utilizadas para tomada de opinioes, habitos ou atitudes de uma populacao escolhida. A acao
de planejar experimentos - chamada de Design of Experiments (DOE) segue, por sua vez, o
principio da circularidade do método cientifico.

As fases iniciais do principio da circularidade do método cientifico dizem respeito as agoes
de determinar o problema e planejar uma populacao amostral. Apds, deve-se desenvolver a e
aplicar o questiondario, bem como realizar a pesquisa de campo para a obtencao dos dados. Por
fim, o ciclo se encerra com a anélise estatistica e com a andlise dos resultados. A Figura 2.3

ilustra as agoes do principio da circularidade do método cientifico.

PROBLEMA
ANALISE DE RESULTADOS DESSE\E/g#?nggE Do
. . PESQUISA DE CAMPO E
ANALISE ESTATISTICA AQUISICAO DOS DADOS

Figura 2.3: Principio da Circularidade do Método Cientifico
Fonte: elaborada pela autora.

Em suma, a pesquisa teve inicio com a defini¢ao do problema a ser investigado demonstrando
dos objetivos de maneira clara para que os experimentos oferecam resultados claros e tuteis e
sO entao passar para a etapa de elaboragao do questionario que serd aplicado. Ao elaborar
o questionario, é importante que o experimentador escolha as varidaveis que irao compor o
instrumento, incluindo todas as questoes que acredita ser de importancia para a pesquisa do
problema de maneira simples e direta.

Na escolha das variaveis de resposta, ainda, é preciso escolher varidveis que realmente pos-

sam fornecer informacoes tteis sobre os resultados dos experimentos, evitando redundancias ou



18

informagoes relapsas, bem como avaliar se a variavel é de possivel mensuracao nas condicoes
de realizagao do experimento.

Ja na conducao do experimento, deve haver um experimento de teste antes da aplicacao
dos questionarios, para que haja a certeza de que o instrumento fornece as respostas desejadas.
A conducao de experimentos de teste sdo imprescindiveis para pesquisadores sem uma grande
experiéncia em coleta de dados ou sem uma vasta experiéncia sobre os elementos a serem
estudados.

A etapa de andlise dos dados é importantes para uma melhor visualizacao e entendimento
grafico dos experimentos, mesmo quando os resultados sao claros. A andlise matematica e
estatistica auxilia os pesquisadores a conectar resultados e compreender melhor os elementos
estudados. Apds a analise dos dados, pode-se entao inferir ou constatar resultados, o que é o
principal objeto de estudo da pesquisa.

Neste trabalho, o experimento de teste foi realizado e se mostrou de grande valia para

ajustes de possiveis erros e detalhes no questionario.

2.3 Mineracao de Dados

Esta Secao apresenta um panorama sobre mineracao de dados, seus passos, e algumas
técnicas aplicaveis neste processo.

A mineracao de dados, também conhecida como data mining, consiste no processo de desco-
berta conhecimentos de interesse em banco de dados, podendo ser de fundamental importancia
para revelar informagoes vitais as pesquisas. Segundo Witten, Frank e Hall (2005), essa desco-
berta ¢ ainda mais valiosa quando se trata de uma descoberta em grandes conjuntos de dados,
tratando de um campo de estudos que, combinando métodos tradicionais para analisar os dados
com algoritmos, possibilita exploracao e analise de intimeros tipos de conjunto de dados.

Ademais, mineracao de dados, como o proprio nome sugere, trata-se de uma exploracao de
dados de interesse em uma grande quantidade de dados em busca de padroes nao perceptiveis
por uma simples andlise manual. Segundo Tan, Steinbach e Kumar (2009), padroes tteis que
poderiam ser ignorados sao descobertos através da aplicagao de técnicas de mineracao de dados.

O processo de descoberta de conhecimento costuma ser dividido em algumas etapas, a fim
de aprimorar os resultados. De acordo com Witten, Frank e Hall (2005), esse processo se divide
em trés passos: exploracao (onde estao incluidas todas as pré-transformagoes necessérias, como
limpeza, sele¢@o e integragao dos dados), construcao do modelo e valida¢ao do modelo.

As etapas de limpeza e selecao de dados sao vistas como as fases em que os ruidos ou dados
sem consisténcia com o conjunto sao eliminados do banco.

Também é preciso que haja uma unificacao de diferentes fontes em um tnico banco de
arquivos, etapa conhecida como integracao dos dados, nao esquecendo da realizacao de uma
selecao de atributos interessantes ao processo e da transformagao dos dados em um formato
apropriado. Esta fase, em sua totalidade, é conhecida como o pré-processamento dos dados.

A etapa de mineracao, entao, é precedida de diversas acoes que contribuem para o sucesso da
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aplicacao de técnicas especificas. Esta etapa diz respeito a filtrar e encontrar padroes, levando
em conta os atributos e objetos de interesse do conjunto de dados que sera formado.

A fase de pds-processamento para validacao do modelo gerado é o estagio em que os dados
podem ser visualizados e sao capazes de instigar a interpretacao de padroes no conjunto de
dados de entrada. Essas trés fases juntas formam, basicamente o processo de descoberta de
conhecimento em banco de dados que é chamado de maneira geral como Knowledge Discovery

in Databases (KDD). Esse processo é esquematizado na Figura 2.4.

Entrada dos Saida dos
dados

Pré- Mineragdo Pos- dados
' processamento # de Dados processamento ‘

Figura 2.4: Simplificacao do processo de KDD
Fonte: elaborada pela autora.

O KDD refere-se, assim, ao processo de transformar dados sem qualquer tratamento e
relacao em um conjunto de dados com informagdes tteis, através de uma selegao, preparagao,
pré-processamento, transformacao, reducao e adequacao dos dados do conjunto.

A reducao das dimensoes do banco de dados, por exemplo, é dada pelo nimero de atributos
que este conjunto de dados possui e durante o processo KDD de descoberta de conhecimento,
modelos computacionais sao construidos para a fim de tentar encontrar relacoes entre os dados
ou atributos. Esse processo € realizado de maneira interativa por algoritmos.

As principais etapas do processo KDD, segundo Goldschmidt e Passos (2005), sao descritas
logo abaixo. Para melhor ilustrar estas etapas, tem-se a Figura 2.5, proposta por Fayyad,
Piatetsky-Shapiro e Smyth (1996).

1. Selecao dos dados: consiste em analisar os dados coletados a fim de selecionar quais serao

utilizados no processo.

2. Pré-processamento dos dados: consiste em realizar um tratamento no conjunto de da-
dos para que possam ser interpretados pelos algoritmos. E nesta etapa que devem ser

identificados e tratados valores faltantes ou invéalidos.

3. Transformacao ou formatagao dos dados: utilizacao, quando necessario, de alguma trans-
formacao nos dados, de forma a encontrar aqueles mais relevantes para o problema que

estd sendo investigado.
4. Mineracao dos dados: busca por padroes a partir da aplicagao de algoritmos escolhidos.

5. Interpretacao do resultado: andlise dos resultados da mineracao, a fim de aplicé-los no

objeto de pequisa.
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Figura 2.5: Etapas do processo de KDD
Fonte: Traduzido de Fayyad, Piatetsky-Shapiro e Smyth (1996).

A etapa de mineracao ¢é responsavel pela descoberta de novas relagoes entre os dados por
meio de procedimentos da area de aprendizado de maquina, através da andlise sistematica sobre
instancias contidas em uma base de dados.

Assim, cabe dizer que as técnicas de mineracao servem nao somente para descobrir padroes

ja existentes, mas também podem fornecer previsao de observagoes futuras nos dados.

2.3.1 O Software Weka

Este trabalho utiliza a plataforma livre Waikato Enviroment for Knowledge Analysis' (Weka),
que foi desenvolvida na Universidade de Waikato, na Nova Zelandia, e ¢ um mecanismo com-
posto por grupos de implementacoes e algoritmos de técnicas de mineracao de dados.

O Weka, que foi desenvolvido na linguagem de programacao Java e pode ser utilizado na
maioria dos sistemas operacionais. A tela inicial do software é mostrado na Figura 2.6. Para
dar inicio a mineracao de dados, deve-se escolher a opcao Fxplorer.

Segundo University of Waikato (2010), no Weka podem ser utilizados métodos de classi-
ficacao como arvores de decisao, regras de aprendizagem, Teorema de Bayes, regressoes, tabelas
de decisao, entre outros. Este trabalho utilizou esta plataforma por ser livre, de facil manuseio
e por permitir a execucao dos algoritmos de mineracao de dados de forma interativa. Ainda,
os resultados podem ser visualizados graficamente. Porém, poderiam ser obtidos os mesmos
resultados em outras plataformas.

De acordo com Hall et al. (2009), a organizagao dos dados a serem analisados pode ser feita
em planilha ou banco de dados. Assim, o Weka possui um formato com extensao Attribute-
Relation File Format (ARFF), que é utilizado para que os dados sejam organizados e o arquivo

possa ser carregado no software novamente.

Y Weka 3: Data Mining Software in Java - http://www.cs.waikato.ac.nz/ml/weka/


http://www.cs.waikato.ac.nz/ml/weka/
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Figura 2.6: Tela inicial do Weka
Fonte: elaborada pela autora.

2.3.2 Conjuntos de Dados

A quantidade de dados gerada no mundo tomou proporgoes gigantescas com o crescente
desenvolvimento da computacao e, inclusive, como exposto por Witten, Frank e Hall (2005),
a estimativa é que a cada 20 meses a quantidade de dados provenientes de diversas fontes de
informagao e campos de estudo seja duplicada.

Os conjuntos de dados (datasets) sao formados por objetos, que podem representar seres
animados ou inanimados e, assim, cada objeto tem sua representacao descrita por uma série
de atributos de entrada, também chamados de vetor de caracteristicas por Faceli et al. (2011),
determinando que cada atributo descreve uma propriedade dos objetos. Cabe informar que, na
maioria das vezes, os dados nao estao prontos apds a coleta para utilizacao em algoritmos de
mineracao de dados, sendo necessaria a aplicacao de técnicas eficientes de pré-processamento.

Essas técnicas podem ser, por exemplo, de eliminagao manual de atributos ou reducao de
dimensionalidade. A primeira consiste em excluir dados incompletos ou inconsistentes dos
datasets, a fim de evitar problemas no desempenho dos algoritmos utilizados. Ja a segunda
diz respeito a diminuicao de atributos associados a cada objeto, auxiliando no desempenho
computacional e na clareza dos resultados.

A Tabela 1 mostra o exemplo de um conjunto de dados socioeconomicos. Nota-se que para
cada aluno é associada uma série de atributos, como a identificagao tnica (ID), o sexo, 0 ano
de ingresso na universidade e o numero de pessoas na residéncia. Os atributos podem ser
quantitativos (numéricos) ou qualitativos (categdricos).

Atributos quantitativos podem passar por operagoes matematicas, como é o caso do nimero
de residentes na casa do estudante universitario. Esses atributos ainda podem ser continuos
ou discretos. Ja os atributos qualitativos nao sao passiveis de operacoes aritméticas e podem
representar, por exemplo, o sexo de uma pessoa. A Tabela 2 mostra a classificagao dos tipos
de atributos considerados no conjunto de dados.

A exploracao de dados é processo no qual informagoes titeis podem ser extraidas de datasets.
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Tabela 1: Conjunto de dados de universitarios com seus atributos

ID | Sexo | Ano de Ingresso | Numero de residentes
Al F 2015 2
A2 M 2015 )
A3 M 2016 4
A4 F 2014 4

Fonte: elaborada pela autora.

Tabela 2: Classificacao dos tipos de atributos utilizados

Dado Tipo
ID Qualitativo
Sexo Qualitativo
Ano de Ingresso Quantitativo discreto
Numero de Residentes | Quantitativo discreto

Fonte: elaborada pela autora.

Essa analise é de fundamental importancia para que se tenha um rumo sobre qual técnica de
mineracao de dados podera ser escolhida. Com isso, a estatistica descritiva que, segundo Faceli
et al. (2011), assume que os dados sdo gerados por um processo estatistico, tem a fungao de
resumir de maneira a quantificar os principais atributos do dataset utilizado e também classificar

os modelos de algoritmos gerados.

2.4 Metologias e Técnicas

Segundo Carvalho (2005), a etapa de data mining pode ser realizada de trés diferentes ma-
neiras: descoberta nao-supervisionada, teste de hipétese ou modelagem de dados. A descoberta
nao-supervisionada, para Carvalho (2005), diz respeito a deixar que os algoritmos encontrem
as relagoes existentes entre os dados.

Em se tratando de tarefas de aprendizado, por exemplo, é abordado por Faceli et al. (2011)
que podem ser divididas em tarefas preditivas e descritivas. Assim, é objetivo que em tarefas de
previsao seja encontrada uma fungao que descreva o modelo a partir dos dados de treinamento
e, assim, ser capaz de prever a classificagao de um novo objeto, de acordo com seus atributos.
Este tipo de tarefa é considerado aprendizado supervisionado. De acordo com Tan, Steinbach
e Kumar (2009), o atributo que seré previsto é denominado de atributo alvo ou, ainda, varidvel
alvo ou dependente.

Em tarefas de aprendizados relacionadas a descrigao, o principal objetivo pode ser encontrar
caracteristicas em comum para um agrupamento, ou ainda relacionar itens de informagao que
ocorrem juntos em muiltiplas transacoes do banco de dados. Por exemplo, é possivel descobrir
quais produtos impactam na venda de outros. Este tipo de tarefa pode ser visto como um
aprendizado nao supervisionado, para Tan, Steinbach e Kumar (2009).

Ja o teste de hipdtese é utilizado quando ja existe algum tipo de conhecimento sobre o



23

que devemos buscar através dos dados. Assim, pode ser definida uma hipdtese inicial. A
modelagem de dados, por sua vez, emprega-se esta metodologia quando se tem um conhecimento
maior ainda a cerca da relagao entre os dados. As técnicas de mineracao de dados podem ser
divididas basicamente em classificagao (descritiva ou preditiva), andlise de associa¢ao ou andlise
de agrupamentos.

Para Carvalho (2005), a classificacao consiste na tarefa de organizar objetos em uma entre
diversas categorias que ja existem, sendo uma das técnicas mais utilizadas em mineracao de
dados e que envolve modelos de classificacao de um conjunto de dados de entrada, podendo
este modelo ser descritivo ou preditivo.

A abordagem descritiva evidencia os relacionamentos entre os dados, favorecendo pesquisas
de carater exploratério. Ja a abordagem preditiva tem o intuito de prever o valor ou a ca-
racteristica de um atributo (chamado de varidvel dependente), baseando-se no valor de outros
(variaveis independentes). Para a predigao, podemos utilizar uma classificagao, se as varidveis
alvo forem discretas com argumento categérico ou uma regressao, se as variaveis alvo forem
continuas, como aborda Tan, Steinbach e Kumar (2009).

A associacao é utilizada para encontrar padroes que descrevam caracteristicas associadas
dentro do conjunto de dados. As informagcoes resultantes sao mostradas ao usuario na forma
de regras de associacao ou implicacao, de acordo com Tan, Steinbach e Kumar (2009).

Ja a analise de agrupamento busca grupos, também chamados de clusters, a fim de agrupar

os elementos que sao mais semelhantes. Este processo é denominado de clusterizacao.

2.4.1 Construcao de Modelos de Classificacao e Classificadores

Cada técnica de classificacao se baseia em diferentes algoritmos que podem se adaptar ou
nao ao conjunto de dados em questao e a classe de saida dos dados. Assim, segundo Tan,
Steinbach e Kumar (2009), dizemos que a eficiéncia de um modelo gerado por um algoritmo
depende de quao acertivo ele é ao identificar e predizer a qual classe pertencem instancias
desconhecidas.

Dessa forma, a principal meta, ao utilizarmos um algoritmo de aprendizagem, é que seja
construido um modelo capaz de predizer rétulos de instancias desconhecidas. Para exemplificar
este conceito, Tan, Steinbach e Kumar (2009) propoe um mapeamento de atributos, conforme
a Figura 2.7.

Em problemas envolvendo a técnica de classificacao, deve ser utilizado um conjunto de
treinamento, onde os rétulos sejam conhecidos pelo algoritmo. Este conjunto de treinamento é
responsavel pela construcao de um modelo de classificacao e, posteriormente, serd utilizado em
outro conjunto, denominado conjunto de teste.

Submete-se, entao, o conjunto de treinamento a uma das técnicas de classificacao, onde
o modelo sera construido e validado no conjunto de teste. Como mencionado anteriormente,
dependendo do conjunto de dados inicial e do modelo, alguns algoritmos de aprendizado podem

ser mais ou menos eficientes. Com isso, diferentes métodos trazem diferentes resultados, mais
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Figura 2.7: Construcao de um modelo através de um conjunto de atributos
Fonte: adaptada de Tan, Steinbach e Kumar (2009).

ou menos satisfatérios para o que é desejado na pesquisa. Tan, Steinbach e Kumar (2009)
aborda alguns principais tipos de classificadores.

Os classificadores baseados em arvores de decisao (decision trees) sao deterministicos e evi-
denciam a construcao de uma arvore conforme extrai informacoes dos conjuntos de dados. Como
principais exemplos, temos o algoritmo C4.5 implementado no classificador J48 da plataforma
Weka.

Os classificadores que se baseiam em redes neurais artificiais trabalham com as estatisticas
dos dados e, por sua vez, os classificadores bayesianos sao baseados em uma inferéncia proba-
bilistica. Existem, ainda, os classificadores baseados em regras, que realizam a classificacao a
partir de um conjunto de regras especifico. Os classificadores de vizinho mais préximo traba-
lham com noc¢oes de proximidade e com o fato de que os elementos do conjunto de treinamento
sejam parecidos com os de teste. Por fim, pode-se destacar como um ultimo principal tipo de
classificador os baseados em vetores de suporte. Estes classificadores baseiam-se fundamental-
mente em teoria de aprendizado estatistico.

Para este trabalho, foram escolhidos quatro tipos de classificadores para os primeiros testes:
baseados em arvores, baseados em vizinho mais proximo, baseados em Teorema de Bayes e em

vetor de suporte. A seguir serao apresentados com mais detalhes estes quatro tipos.

2.4.2 Classificadores baseados em arvores de decisao e o Classificador C4.5

Para Holsheimer e Siebes (1991), uma arvore de decisao é constituida de nodos (represen-
tando os atributos), arestas e de nodos folha. As arestas fazem a ligacao entre um nodo e
um nodo folha, sendo responsaveis por carregar os possiveis valores do atributo. A Figura
2.8 mostra um exemplo de arvore de decisao simples, onde o atributo alvo é a classe sobre o
hébito de comprar eletrodomésticos pela internet. Ainda, temos a idade sendo o fator mais

discriminatério, ou seja, o fator que melhor separa as instancias e, por isso, foi utilizado como
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atributo raiz da arvore.

60 ou mais

de35a359

NE: nunca estudou
EF: ensino fundamental
EM: ensino médio

ES ou PG: ensino superior ou poés-graduagao

Figura 2.8: Modelo de arvore de decisao
Fonte: elaborada pela autora.

Note que, neste exemplo, se o individuo possui até 35 anos de idade, o caminho até as
folhas depende ainda da renda. J& para o individuo com 60 anos ou mais, é afirmado que nao
ha o habito de compras pela internet. Para os individuos de 35 a 59 anos de idade, a resposta
depende da escolaridade.

Por esta razao, diz-se que esta técnica é realizada através de particionamentos sucessivos.
Dessa maneira, partindo-se de informagdes que sao encontradas nos dados (conjunto de dados
de entrada), o algoritmo procura o atributo mais relacionado a variavel de saida até seu ultimo
nivel, chamado de folha.

Os algoritmos baseados em arvores de decisao geram, além da arvore, um conjunto de regras
associadas, porém Holsheimer e Siebes (1991) abordam que nao existe uma arvore perfeita,
apenas arvores consideradas mais ou menos adequadas de acordo com o que se deseja pesquisar.

Existe ainda o conceito de poda, que ocorre quando o algoritmo ¢é interrompido antes da
arvore resultante final, se a arvore gerada até o momento satisfizer os critérios do conjunto de
treinamento (pré-poda), ou quando uma subérvore é substituida por um né folha (pds-poda).
Os algoritmos mais conhecidos que trabalham com esse conceito é o Induction Decision Tree
(ID3) e o C4.5, como exposto por Witten, Frank e Hall (2005).

Segundo Han e Kamber (2006), o algoritmo /D& utilizou-se por muito tempo do critério de
ganho de informagoes, que consiste em uma redugao de entropia que é causada pelo particio-
namento mencionado. A entropia esta relacionada ao grau de desordem de um sistema, neste
caso interpretado como o grau de impureza das amostras do conjunto.

E importante salientar que o algoritmo CJ.5 trabalha com o critério de taxa de ganho
de informagdes. O valor de ganho de informacao (A) causa uma redugdo na entropia geral
do sistema. Diz-que o ganho A pode ser determinado pela variacao dos valores da entropia
esperada e real para um ramo.

Para representar o modelo de classificacao baseado em arvores de decisao, este trabalho
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utilizard o classificador J48, implementado na plataforma Weka. De acordo com Witten, Frank

e Hall (2005), os parametros para configuracao e execugao deste algoritmo estao simplificados
na Tabela 3.

Tabela 3: Configuragao dos parametros do C4.5 no Weka

Parametro Descricao
ConfidenceFactor | Fator de confianca a ser utilizado para poda da arvore
Unpruned Utilizado para desativar a poda
MinNumObj Nimero minimo de instancias por folha da arvore

Fonte: elaborada pela autora.

2.4.3 Classificadores baseados em Teorema de Bayes e o Classificador Naive Bayes

Para alguns exemplos, o rétulo da classe de uma instancia que esta sendo testada pode nao
ser determinada com total certeza, mesmo que o conjunto de atributos do teste seja igual ao
do treinamento.

Isso pode acontecer, por exemplo, quando hé ruidos que afetam o processo de classificacao
e nao foram detectados no pré-processamento de dados. Esta situacao pode ser amenizada
ou resolvida pelos algoritmos baseados no Teorema de Bayes, que classificam os elementos de
acordo com a probabilidade de eles pertenceram a determinada classe.

E importante apresentar o Teorema de Bayes, que relaciona probabilidades de X e Y com
suas probabilidades condicionais. A probabilidade condicional pode ser rapidamente explicada
como a probabilidade de um evento ocorrer, dada uma certa condigao. O Teorema de Bayes
calcula a probabilidade a posteriori de acordo com a Equacao 2.2, onde P(X) e P(Y) sao

probabilidades apriori, ou seja, que dizem respeito a ocorréncia de eventos independentes.

P(X)P(Y]X)

PXIY) = =55

(2.2)

Classificadores baseados no Teorema de Bayes rotulam as instancias de um conjunto de
dados com a classe que maximiza a probabilidade a posterior: calculada. O classificador Naive

Bayes ¢ dito ingénuo porque supoe que os atributos sao independentes.

2.4.4 Classificadores baseados em vizinho mais préximo e o Classificador K*

Os classificadores baseados em exemplos (ou instancias) classificam os exemplos de teste de
acordo com as classes dos exemplos de treinamento supondo que exemplos similares compar-
tilham a mesma classe. Os algoritmos de vizinho mais proximo sao baseados em exemplos e
utilizam as mais variadas fungoes de distancia, tais como Manhattan ou Euclidiana.

Cover e Hart (1967) consideram os algoritmos de vizinhos mais préximos os mais simples
algoritmos baseados em instancias e, dessa maneira, utilizam uma fungao de distancia para

atribuir uma classe a instancia em questao.



27

Segundo Tan, Steinbach e Kumar (2009), os classificadores baseados na técnica de vizinho
mais proximo podem ser analisados em dois passos: o indutivo e o dedutivo. O passo indutivo
consiste na construcao do modelo a partir dos dados e o passo dedutivo, por sua vez, na aplicacao
do modelo a exemplos de teste. Assim, tais classificadores encontram todos os exemplos de
treinamento que sejam semelhantes aos exemplos de teste, sendo cada exemplo um ponto de
dado em um espaco de dimensao d, correspondendo d ao nimero de atributos.

A classificacao realizada por esses algoritmos é baseada nos rétulos de classe dos seus vizi-
nhos mais préximos, cujo nimero é denominado por k. Dessa maneira, quando k=3, estamos
nos referindo a selecao de 3 vizinhos mais proximos. Se a zona delimitada pelos vizinhos mais
proximos for composta de mais de um rétulo de classe diferente, a classificagao é realizada com
base na classe majoritaria.

Se tivermos um numero de vizinhos mais préoximos k£ muito pequeno pode ocorrer um
overfitting, que é um superajuste do modelo aos dados utilizados. Também é preciso considerar
que, se o numero de vizinhos mais proximos é muito grande, a instancia de teste pode ser
classificada erroneamente, visto que serao incluidos pontos longe do que seria uma verdadeira
vizinhanga (underfitting).

A Figura 2.9 mostra um exemplo em que o nimero de vizinhos k=3 e a instancia na cor

preta seria classificada como pertencente a classe dos circulos de cor laranja.

Figura 2.9: Exemplo de classificacao por vizinhos mais préximos
Fonte: elaborada pela autora.

Como mencionado, é visivel que para avaliar a proximidade ou distancia dos elementos, sao
necessarias fungoes de distancia. O classificador K* (k-estrela) utiliza a medida de distancia com
base na entropia, que mede o grau de desordem do sistema. Quando considerada a utilizacao

no Weka, a Tabela 4 mostra a configuragao dos parametros do K*.
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Tabela 4: Configuracao dos parametros do K* no Weka
Parametro Descrigao
Globalblend Relacionado ao uso de calculos de entropia, de 0 a 100 (B=20)
Missingmode | Como os valores de atributos faltantes sao tratados, utilizacao padrao
Fonte: elaborada pela autora.

2.4.5 Classificadores baseados em vetor de suporte e o classificador SMO

Méquinas de vetores de suporte, do inglés Support Vector Machine (SVM), sao redes neurais
artificiais que elevam as dimensoes dos dados de entrada em busca de um espaco linearmente
separavel entre duas classes. A predicao é baseada em um hiperplano de uma dimensao a
menos, cuja a margem de separagao que divide efetivamente as duas classes estda apoiada sobre
as instancias denominadas vetores de suporte. O algoritmo busca encontrar o hiperplano que
maximiza essa margem.

A Figura 2.10 apresenta um exemplo com um espago bidimensional, mostrando a margem

e o hiperplano (reta).

Figura 2.10: SVM aplicado a dados bidimensionais linearmente separaveis
Fonte: elaborada pela autora.

Sequential Minimal Optimization (SMO) é um classificador disponivel no Weka que im-
plementa um caso especifico de SVM que utiliza menos recurso computacional para elevar as

dimensoes, ou seja, ele possui complexidade linear em relagao a quantidade de meméria.

2.4.6 Validacao Cruzada

Para tarefas de classificacao, é necessario realizar a escolha dos conjuntos de dados de teste
e conjunto de dados de treinamento. O conjunto de dados de treinamento diz respeito aos
dados que sao utilizados para a construcao do modelo de classificacao. Ja o conjunto de dados

de teste é utilizado validar o modelo e apontar acertos ou erros.
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A funcionalidade de testes de classificadores do Weka esta no menu test options. Segundo
Kirkby (2004), a opcao use training set utiliza o mesmo conjunto para treinamento e teste. O
teste pode ser realizado com um conjunto de dados externo selecionado supplied training set. Se
o usudrio desejar que o conjunto de dados seja dividido aleatoriamente em duas partes (treino
e teste), percentage split permite ao usudrio fazer uma escolha em termos de porcentagem. Ja
a validagao cruzada (cross-validation) se baseia em um algoritmo que particiona o dataset em
diversos folds de forma aleatéria. Apds, seleciona uma das particoes para teste, enquanto as
demais sao utilizadas para treinamento. O processo é repetido a fim de garantir que todas as
instancias sejam usadas no teste, mas que nunca estejam no treinamento. O ntimero padrao de
particoes do software Weka é 10, mas este valor pode ser alterado.

A Figura 2.11 mostra o menu do Weka com as funcionalidades mencionadas.

Preprocess [ Classify | Cluster | Associate | select attributes | visualize

Classifier

Choose || Kstar -B 20 -M a

Test options Classifier output

\CllUseltrainingse1 === Run information === ]

(U supplied test set
Scheme: weka. classifiers. lazy.KStar -B 20 - a
@® Cross-validation Folds 10 Relation: planilha_dados_cruzados_resunida_copia
Instances: 117
(O Percentage split 6 Attributes: 26
n
More options... Curso
ingresso
mae

(Nom) identificacac de consumo ¥ par
renda
material

Start automével

situacao

Result list (right-click for options) valor conta
habitantes
comodos
banho
aguecimento solar
aquecimento gas
Eletrodomesticos
aparelhos de ar condicionado
alatradomacticn maic utilizadn ]

< ¥
Status .
oK L9 | g X0

Figura 2.11: Tela do Weka com as opgoes mencionadas
Fonte: elaborada pela autora.

2.5 Avaliacao do desempenho de modelos de classificacao

Desde o inicio das civilizagoes, ja eram registrados dados importantes para a humanidade,
como o numero de nascimentos e 6bitos. Mais tarde esse controle de varidveis seria conhecido
como Estatistica, tornando-se uma ciéncia utilizavel em todas as areas do conhecimento e
imprescindivel para a medicao de interacoes coletivas, entendendo como o coletivo se relaciona
e qual o comportamento ele descreve, através de uma pesquisa cientifica.

Assim, a estatistica deve ser vista como uma ferramenta essencial para andlises e tomadas
de decisao, auxiliando a interpretacao de dados. A estatistica é usualmente dividida em duas
grandes dreas: descritiva e indutiva (inferencial).

O objetivo da Estatistica Descritiva é resumir as principais caracteristicas de um conjunto
de dados por meio de tabelas, graficos e resumos numéricos. Descrever os dados pode ser
comparado ao ato de tirar uma fotografia da realidade.

A anédlise estatistica deve ser extremamente cuidadosa ao escolher a forma adequada de

resumir os dados. Podem ser consideradas tabelas de frequéncia, que servem para agrupar
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informacoes de modo que estas possam ser analisadas. As tabelas podem ser de frequéncia
simples ou de frequéncia em faixa de valores. O imprescindivel para a utilizacao da estatistica
é saber o que se esta procurando para entao aplicar as analises.

A estatistica descritiva também pode contar com graficos, cujo objetivo é dirigir a atencao
do analista para alguns aspectos de um conjunto de dados. Alguns exemplos de graficos sao:
diagrama de barras, diagrama em setores, histograma, ramo-e-folhas, diagrama de dispersao,
grafico sequencial.

Em alguns casos, também sao utilizados resumos numéricos, de onde podemos levantar im-
portantes informagoes sobre o conjunto de dados tais como: a tendéncia central, variabilidade,
simetria, valores extremos, valores discrepantes, etc.

Ja a Estatistica Inferencial, também chamada de Estatistica Indutiva, utiliza informagcoes
incompletas para tomar decisoes e tirar conclusoes. O alicerce das técnicas de estatistica infe-
rencial estd no calculo de probabilidades. Duas técnicas de estatistica inferencial sao as mais
conhecidas: a estimagao e o teste de hipdteses.

A técnica de estimacao consiste em utilizar um conjunto de dados incompletos, ao qual
iremos chamar de amostra, e nele calcular estimativas de quantidades de interesse. Estas
estimativas podem ser pontuais (representadas por um tunico valor) ou intervalares. O Teste de
hipdteses tem como fundamento levantar suposicoes acerca de uma quantidade nao conhecida
e utilizar, também, dados incompletos para criar uma regra de escolha.

A Figura 2.12 representa um esquema explicativo sobre os dois principais campos da es-

tatistica.

Estatistica

Descritiva

Inferencial

Graficos | Resumos numéricos | | Estimagdo | | Teste de hipéteses

Figura 2.12: Principais campos da estatistica
Fonte: elaborada pela autora.

Realizada esta andlise preliminar de conceitos estatisticos, é importante para esta dissertacao
focar em alguns termos utilizados por esta ciéncia para quantificar e avaliar classificadores.
Esses termos sao utilizados para medidas de desempenho de classificacao e podem dizer respeito
a investigacao de uma caracteristica, uma doenca, um estado emocional e infinitas outras

variaveis.

2.5.1 Matriz de Confusao

A matriz de confusdo, segundo Story e Congalton (1986), é uma matriz quadrada que é

utilizada para demonstrar a quantidade de classificagoes corretas e classificacoes incorretas que
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um algoritmo efetuou. Assim, é possivel visualizar se o classificador esta tendo uma baixa
acuracia por causa de erros associados a cada classe individualmente.

A matriz mostra ao usuario na horizontal a classe real de um objeto e na vertical a classe
predita pelo classificador. A Tabela 5 mostra uma matriz de confusao que investiga se um

animal é um gato pelas suas caracteristicas fisicas, por exemplo.

Tabela 5: Matriz de confusao para identificagao de gatos
Gato Cao | <Classificado como
15 10 Gato
20 30 Cao
Fonte: elaborada pela autora.

Sendo assim, observa-se que:

1. O modelo classificou corretamente 15 instancias como gatos, pois realmente eram gatos;
2. O modelo classificou incorretamente 10 instancias como caes, pois eram gatos;
3. O modelo classificou incorretamente 20 instancias como gatos, pois eram caes;

4. O modelo classificou corretamente 30 instancias como caes, pois realmente eram caes.

Considerando a classe Gato como a de interesse, as 15 instancias classificadas como gato
que realmente eram gato sao chamadas de verdadeiros positivos ( True Positives — TP). Os 20
caes incorretamente classificados como gatos sao falsos positivos (False Positives — FP). Os 30
caes identificados corretamente sao verdadeiros negativos ( True Negatives — TN) e os 10 gatos
identificados incorretamente como cées sao falsos negativos (False Negatives - FN).

Dessas conclusoes, é possivel montar uma matriz confusao genérica, conforme a Tabela 6.
Nota-se que a soma de todos os elementos da diagonal principal é o nimero de instancias

classificadas corretamente pelo classificador.

Tabela 6: Matriz de confusao genérica
Sim Nao | «+Classificado como
TP FN Sim
FP TN Nao

Fonte: elaborada pela autora.

Com base nas frequéncias da matriz de confusao diversas métricas de avaliacao de resultados

podem ser derivadas. A proxima secao especifica as utilizadas nesta dissertacao.

2.5.2 Métricas de avaliacao

A Acurécia (A.) diz respeito a porcentagem de acerto do classificador. Para seu calculo,
basta dividir quantidade de instancias classificadas corretamente pela quantidade total, con-

forme Equacao 2.3.
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A TP +TN
© TP+TN+FP+FN

A Precisao (Precision — P) identifica qual a porcao de classificagoes positivas estao corretas

(2.3)

e pode ser representado pela Equacao 2.4. Essa medida é dada pela razao entre a frequéncia
de verdadeiros positivos e todos os positivos (verdadeiros e falsos). Quanto maior a precisao

do modelo gerado, melhor o resultado da classificacao.

TP
P=—"
TP+ FP

A Revocagao (Recall — R) ou Sensibilidade (S) identifica qual a porgao das instancias que

(2.4)

realmente sao positivas foram identificados corretamente e é representado pela Equacao 2.5.

TP
pu— = " 2.
=5 TP+ FN (2:5)

A Especificidade (E) é anédloga ao Recall mas para a classe Negativa, conforme equagao 2.6.

TN
E=——"
TN + FP

A Medida F, (F-Measure) combina valores de Precisao e Recall de modo a trazer um nimero

(2.6)

para apontar a qualidade geral do modelo de classificagao. Sua expressao é dada pela Equacao
2.7.

(2.7)

2.5.3 Estatistica Kappa

A Estatistica Kappa (K), ou nimero Kappa, é uma maneira de medir a concordancia nos
algoritmos e é utilizada em modelos de classificacdo. Para Castro (2010), a estatistica Kappa
¢ fundamental para, além de medir a qualidade dos modelos de classificas¢ao gerados, também
medir quanto a resposta se afasta do que era esperado, desconsiderando o acaso e tornando as
interpretacoes legitimas.

Segundo Pellucci et al. (2011), essa métrica é de fundamental importancia ao analisar-se
o modelo de classificagao, pois avalia o nivel de concordancia dos dados dentro da base. O
numero Kappa pode variar de 0 até 1 e quanto mais proximo de 0 ele for, maior sera o nivel
de discordancia. Ja quando o numero Kappa vai se aproximando de 1, é indicada uma maior
concordancia entre os dados.

O valor do coeficiente de Kappa pode ser calculado pela Equacao 2.8, onde P, é a taxa de
aceitacao relativa, onde P, é a taxa hipotética de aceitacao, ou taxa de concordancia randomica.

Para o cédlculo do P,, divide-se o niimero de concordancias pelo nimero total de instancias.

_P,-P

K = 2.
1P (2.8)
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Dessa maneira, os valores de Kappa podem ser interpretados de acordo com a Tabela 7,

proposta por Landis e Koch (1977). Nota-se que, conforme mencionado, quanto mais préximo
de 1 o valor de K, maior o nivel de concordancia.

Tabela 7: Avaliacao da concordancia de acordo com o ntimero de Kappa

Numero Kappa | Nivel de concordancia
0,00 Sem concordancia
0,01 - 0,20 Leve
0,21- 0,40 Aceitavel
0,41- 0,60 Moderada
0,61- 0,80 Substancial ou boa
0,81- 1,00 Quase perfeita

Fonte: Adaptado de Landis e Koch (1977).
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3 METODOLOGIA

Este capitulo descreve as etapas do processo de descoberta de conhecimento em bancos de
dados utilizadas no desenvolvimento deste trabalho. E abordada primeiramente a coleta e a
selecao de dados através da aplicacao de um questionario desenvolvido, abrangendo todas as
modificacoes essenciais nos dados. Também ¢ utilizada a aplicacao da técnica de mineracao de

dados conhecida como classificac¢ao.

3.1 Pré-processamento: Selecao e formatacao dos dados

Conforme ilustrado por Fayyad, Piatetsky-Shapiro e Smyth (1996) e abordado na Se¢ao 2.3,
as etapas de selecao e formatacao de dados compoem a etapa de pré-processamento no processo
de KDD. Essas etapas consistem em elencar os atributos que serao minerados, a fim de apenas
considerar dados relevantes e também em como adequar o banco de dados, excluindo instancias
com informagoes faltantes e monitorando o formato das variaveis, por exemplo.

Com base nos questiondrios ja mencionados na Secao 2.2, foi dado inicio ao estudo das
variaveis que apontavam forte relacao com a varavel alvo dessa dissertacao: o consumo de
energia elétrica. Assim, a elaboracao do instrumento foi embasada na pesquisa de posse de
eletronicos e equipamentos domésticos, passando por lapidagoes para validacao do instrumento.

Apés a montagem do questiondrio, este passou pela etapa de validacao de constructo, ex-
plicada com mais detalhes na Secao 2.2. Nesta fase, dois profissionais da area de Engenharia
Elétrica identificaram, no questionario de teste, quais atributos poderiam indicar uma relacao
com o valor da conta de energia elétrica mensal.

Nesse sentido, foi elaborado o questionario piloto, que foi testado diversas vezes e, no mo-
mento em que encontrava-se pronto, foi submetido online no Googleforms®. O Googleforms é
uma ferramenta livre que permite que, através de um endereco web, um formulério seja pre-
enchido e as respostas sejam enviadas ao administrador responsavel pela coleta dos dados. O
administrador do questionério pode inserir as questoes de maneira facil e interativa, escolhendo
o tipo de resposta que deseja obter.

Com o auxilio de professores, o endereco web foi divulgado para os alunos de diversos cursos
da FURG e da UFPel, sendo solicitado que as perguntas fossem respondidas com a maior
exatidao possivel. Foram gerados dois questionarios exatamente iguais para alunos das duas
instituicoes e, apds coleta, as informagoes foram unificadas em uma unica base de dados.

Uma funcionalidade importante desta ferramenta online é a op¢ao de exportar os dados dos
respondentes em formato de planilhas eletronicas. Isso permite que seja mais facil o manuseio
dos dados.

No momento da elaboracao do instrumento, foi necessario escolher o tipo de resposta: tnica,
multipla, caixa de texto, ou outros. Na caixa de texto o usudrio tem a liberdade de digitar sua

resposta.

2 Googleforms - https://www.google.com/forms


https://www.google.com/forms
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A Figura 3.1 mostra duas questoes que necessitaram de caixas de texto como resposta, sendo
elas o valor pago, em reais, na conta de energia elétrica no tltimo més e também o nimero
de comodos da residéncia. Em ambos os casos, essa ¢ a melhor opcao por se tratar de uma

resposta que pode incluir uma grande diversidade de valores.

Programa de Pés-Graduagdo em Modelagem Computacio B8 % Aichanges savedin Drive

QUESTIONS RESPONSES

Quanto pagou neste més de conta de luz, em reais?

Quantos comodos possui a residéncia? *

Figura 3.1: Perguntas que requerem caixa de texto
Fonte: elaborada pela autora.

Na escolha de radio button s6 é possivel marcar uma alternativa ja existente no instrumento.
Essa modalidade de resposta foi a mais utilizada. Optou-se, sempre que possivel, por esse
formato de captura por apresentar uma facilidade e rapidez no momento de responder: o
usuario pode, facilmente, apenas clicar na resposta correta. A Figura 3.2 mostra uma das

perguntas do questionario com alternativas de resposta tnica, utilizando Radio Button.

Programa de Pés-Graduagio em Modelagem Computacio B8 3¢

QUESTIONS RESPONSES

Qual a renda de todos os moradores da residéncia somada?

de 1 a 2 salarios minimos
de 3 a5 salarios minimos
de 5a 7 saldrios minimos
de 7 a9 saldrios minimos

10 ou mais salérios minimos

Figura 3.2: Perguntas que requerem radio button
Fonte: elaborada pela autora.

Cabe salientar que foi utilizado outro recurso do questionario em uma das questoes envol-
vendo captura por escolha tnica: a insercao de imagens para exemplificar a resposta. Este
recurso adicional é mostrado na Figura 3.3, onde é possivel exemplificar o que é uma etiquieta
do equipamento e o que é o selo Procel.

Ainda foi utilizada a captura das respostas por checkbox, que partindo de alternativas ja
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Programa de Pés-Graduagio em Modelagem Computacio B ¥¥  auchanges saved in brive

QUESTIONS RESPONSES

Como identifica o consumo de energia dos equipamentos na maioria das
vezes?

Etigueta no equipamento

Selo Procel

Outro

N&o costumo identificar o consumo de energia dos equipamentos

Figura 3.3: Representacao grafica no questionario
Fonte: elaborada pela autora.

pré-estabelecidas, permite que o respondente selecione multiplas respostas corretas. Este caso
foi utilizado para que os respondentes marcassem todos os eletrodomésticos ou eletronicos
utilizados pelo menos uma vez no periodo de 15 dias. A Figura 3.4 mostra a utilizagao deste
tipo de resposta no questionario.

A Tabela 8 mostra os 26 atributos investigados e uma breve descri¢ao de cada, informando
se a resposta foi capturada pelo questionario através da utilizacao de uma caixa de texto, em
formato de escolha tunica (utilizando-se o Radio Button) ou em formato de multipla escolha
(checkboz). Foi definido também o tipo de varidvel que foi tratada no questiondrio. As varidveis
analisadas foram classificadas como qualitativas ou quantitativas.

As varidveis qualitativas podem ser qualitativas nominais (QN) ou qualitativas ordinais
(QO). J& as varidveis quantitativas podem ser quantitativas continuas (QC) ou quantitativas
discretas (QD). O questiondrio pode ser conferido na integra no Anexo 8.1 deste trabalho.

Nota-se que para a primeira variavel, denominada ID, tem-se uma captura nomeada manual.
Resolveu-se assim indica-la pois este atributo nao estava originalmente neste formato ao serem
constituidas as instancias do questionario conforme preenchido pelos respondentes.

Em principio, a plataforma utilizada cria um campo inicial com a data e horédrio da res-
posta. Para fins de formatacao, essas informacoes foram, entao, substituidas por um nimero
de identificagao (ID).

E importante observar que esses 26 atributos podem estar relacionados com o consumo
de energia elétrica porém, nesta fase, ainda nao é possivel ter certeza da influéncia de cada
um deles sobre a variavel investigada. Como a descoberta de conhecimento é um processo
iterativo, dependendo do resultado da etapa de mineragao, os atributos podem ser removidos

ou selecionados de diferentes formas.
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Programa de Pés-Graduacdo em Modelagem Computacio B8 Y%  alchenges savedin orive

QUESTIONS RESPONSES

Marque os eletrodomésticos que possui e utiliza, pelo menos, de 15em 15
dias:

Geladeira

Microondas

Forno Elétrico

Maquina de Lavar

Maquina de Secar/Secadora de Roupas Portatil
Maquina de Pao

lavadora de lougas

Fogédo/Cooktop

Notebook/Computador desktop

Fritadeira elétrica

Figura 3.4: Perguntas que requerem checkbox
Fonte: elaborada pela autora.

Apés o periodo de coleta das respostas, os dados foram exportados em formato de planilha
para que fosse dado inicio a formatagao dos mesmos. Ao final deste processo, foram obtidas 117
respostas. Logo em uma primeira analise, ja foi possivel perceber que os alunos escreveram de
diferentes maneiras os mesmos cursos, por exemplo. Assim, quando um campo do questionario é
coletado em formato de string, a atengao ao passo de formatagao dos dados deve ser redobrada.

Também foram perceptiveis as diferentes maneiras que os usuarios informaram o valor apro-
ximado da conta de energia elétrica. Alguns escreveram palavras juntamente com os valores
em reais, como “aproximadamente” , “mais ou menos”’ e “reais”. Também houve divergeéncia
no mecanismo separador: em alguns casos os alunos separaram os reais dos centavos através de
uma virgula e, em outros, através de um ponto. Pode-se dizer ainda que o cifrao demonstrativo
de reais (R$) apareceu em alguns casos e em outros nao.

Devido a esses fatores, apos a selecao e coleta dos dados, foi necessaria uma exaustiva etapa
de formatacao a fim de preparar os dados para o processo de processamento. FEsta etapa,
primeiramente, retirou a primeira coluna do formulario, que consistia em uma informacao
a respeito do dia e horario em que o respondente preencheu o instrumento e adicionou um
campo para identificacdo de usudrio. Ainda, foram padronizados os nomes dos cursos dos
estudantes respondentes, aderindo a norma da lingua portuguesa e eliminando abreviagoes pois,
por exemplo, o fato de alunos do curso de Engenharia de Controle e Automacao identificarem
seus cursos apenas por “controle” ou “ECA”.

O proximo passo foi a padronizacao do valor da conta de energia mensal dos respondentes.
A formatagao foi realizada através da retirada dos valores de centavos e retirada do cifrao ou de
palavras juntamente ao valor informado. Ja para a coluna referente a frequéncia de utilizacao

do eletrodoméstico mais utilizado, adotou-se o padrao de 0 a 7, correspondente ao nimero de
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Tabela 8: Informagoes sobre as varidveis interrogadas

Variavel Descricao Resposta | Tipo
ID Identificacao atribuida para cada aluno Manual QN
Curso Curso do respondente na Universidade Texto QN
Ano Ano em que foi realizada a matricula no curso Texto QO
Mae Grau de instrucao da mae do respondente Unica QO
Pai Grau de instrugao do pai do respondente Unica QO
Renda Numero de salarios minimos de todos os moradores Unica QO
Material Tipo de material da residéncia do respondente Unica QN
Automéveis Existéncia ou nao de automéveis na residéncia Unica QN
Situacao Se a residéncia é alugada, cedida, propria ou outro Unica QN
Valor Valor da tltima conta de energia elétrica (reais) Texto QC
Residentes Numero de residentes da habitacao Unica QD
Comodos Numero de comodos da residéncia Unica QD
Banho Tempo médio de banho dos residentes Unica QO
Solar Existéncia ou nao de aquecimento solar na residéncia Unica QN
Gas Existéncia ou nao de aquecimento a gas na residéncia Unica QN
Eletro Eletrodomésticos utilizados na residéncia Multipla QN
Ar Numero de aparelhos de ar condicionado na residéncia Unica QD
Eletromais Eletrodoméstico mais utilizado Texto QN
Frequéncia Periodicidade em que é utilizado (campo acima) Texto QD
Bairro Bairro de localizacao do domicilio Texto QN
Maiorfluxo Turno com maior nimero de pessoas na residéncia Unica QO
Menorfluxo Turno com menor nimero de pessoas na residéncia Unica QO
Tipo Se o domicilio é casa, apartamento ou outro Unica QN
Lampadas Se ainda ha lampadas incandescentes no domicilio Unica QN
Peso Peso da energia elétrica no orgamento da residéncia] Unica QO
Identificagao Como o consumo dos equipamentos é identificado Unica QN

Fonte: elaborada pela autora.

dias na semana que os moradores utilizavam esse eletrodoméstico.

Outro campo que necessitou de formatacao foi o campo correspondente ao bairro, que
também foi colocando nos padroes da lingua portuguesa em alguns casos.

A partir deste momento, considerou-se a base de dados pronta para insercao no Weka. E
permitido que planilhas sejam importadas no préprio formato, ou em Comma-separated values
(CSV). Apés vinculagao da planilha contendo a base de dados ao software, foi realizada uma
divisao em classes da varidvel que corresponde ao valor da conta de energia elétrica, através da
aplicacao do filtro discretize. Assim, as instancias foram separadas em classes cujos elementos
sao classificados por um valor mais proximo da conta de energia elétrica. Este filtro permite
que o usuario escolha o nimero de classes em que uma variavel sera representada.

Ao escolher o nimero de classes, pode-se optar, por exemplo, por uma distribui¢ao igua-
litaria de frequéncia em cada classe. Este software nao permite que os limites inferiores e

superiores das classes sejam editados, sendo estes fornecidos pelo préprio Weka. A Figura 3.5
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mostra o menu de aplicacao deste filtro.

weka.filters.unsupervised.attribute. Discretize

About I

An instance filter that discretizes a range of numeric More ¥
attributes in the dataset into nominal attributes.

Capabilities i
attributeIndices 10
binRangePrecision 6 [
bins 4
debug |False _vJ
desiredWeightOfinstancesPerinterval  -1.0
doNotCheckCapabilities | False _vJ
findNumBins | False _vJ
ignoreClass | False _vJ ]
invertSelection | False _vJ
makeBinary |False _vJ
spreadArtributeWeight | False _vJ
useBinNumbers | False _vJ
useEqualFrequency | False _vJ
[ Open... J [ Save... J [ QK J [ Cancel J

Figura 3.5: Menu para discretizacao de atributos
Fonte: elaborada pela autora.

Note que é possivel atribuir o valor true or false a UseEqualFrequency, atribuindo uma igual
distribuicao de frequéncias. Em bins, é possivel escolher o niimero de classes e em atributeindices
é possivel selecionar um ou mais indices referentes as variaveis para serem discretizadas.

Primeiramente, alguns algoritmos serao testados de maneira que a predicao serd realizada
para trés classes de valores de conta de energia. A Figura 3.6 mostra a tela resultante da
aplicacao do referido filtro da variavel com o valor da conta em 3 classes.

A divisao de frequéncia mostra que a primeira classe, onde os individuos gastam até 100
reais mensalmente em energia, contém 63 individuos. A classe em que este valor varia de 100
a 200 reais contém 37 respostas e, ainda, a ultima classe contém 10 pessoas e corresponde aos
individuos que pagam mais de 200 reais em energia mensalmente. Dessa maneira, ¢ mostrado
na Tabela 9 esta divisao, que sera utilizada para a etapa da mineracao de dados.

A Figura 3.7 e a Tabela 10 mostram a distribui¢do do valor da conta em 4 classes. Deve

ser salientado que as frequéncias das classes agora sao readequadas, sendo a primeira classe
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Instances: 117 Sum of weights: 117 Missing: 7 (67) Distinct: 3 Unique: 0 (0%
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Figura 3.6: Divisao do valor da conta em 3 classes
Fonte: elaborada pela autora.
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Tabela 9: Resumo dos valores da conta de energia das residéncias dos individuos representa-

dos em 3 classes

Classe | Valores da energia elétrica, em reais
1 Menos de 100
2 Entre 100 e 200
3 Mais de 200

Fonte: elaborada pela autora.

representada pelos individuos que pagam até 75 reais com 32 respostas, a segunda classe - que
corresponde ao valor de 75 a 150 reais - com 55 pessoas, a terceira e classe com intervalo de
150 a 225 reais com 15 pessoas e, por fim, a quarta classe com valores a partir de 225 reais com

8 respondentes.

3.2 O Processo de Mineragao de Dados

Para a construcao de modelos de classificacao deste trabalho foram realizados testes com 4
classificadores, englobando diferentes técnicas de classificacao. A Tabela 11 mostra cada técnica
de classificagdo e o respectivo algoritmo selecionado. Cabe salientar que os classificadores
utilizaram o conjunto de dados descrito na se¢ao anterior.

O método utilizado para validacao dos modelos de classificagao obtidos a partir dos dados em

questao foi a validacao cruzada, conhecida como cross-validation para N particoes e mencionada
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Figura 3.7: Divisao do valor da conta em 4 classes
Fonte: elaborada pela autora.

na Secao 2.4.6. Neste trabalho foram utilizadas dez particoes.

Esta metodologia consiste em o algoritmo selecionar, durante cada execugao, uma das
particoes para teste enquanto as outras nove serao utilizadas para treinamento do conjunto.
Dessa maneira, este procedimento é repetido 10 vezes de modo que cada particao é utilizada
exatamente uma vez, garantindo uma amostragem aleatoria.

Foram realizados experimentos variando uma série de parametros, de modo a encontrar a
melhor configuragao dos algoritmos. A partir disso, foi realizada uma analise estatistica destes
modelos de classificacao construidos para a realizagao de predicao do valor da conta de energia
elétrica paga na residéncia dos individuos entrevistados.

Esta andlise serd baseada em métricas de desempenho dos modelos de classificacao estabe-
lecidos para a avaliacao de qualidade, como ja explicado na Secao 2.5. Os valores das métricas
sao calculados a partir dos dados classificados e tabulados na matriz de confusao resultante.

A avaliacao de desempenho de um classificador é baseada na contagem de instancias testa-

das que foram classificadas corretamente e incorretamente e serd realizada nos resultados.



42

Tabela 10: Resumo dos valores da conta de energia das residéncias dos individuos representa-

dos em 4 classes

Classe

Valores da energia elétrica, em reais

1

2
3
4

Menos de 75
Entre 75 e 150
Entre 150 e 225

Mais de 225

Fonte: elaborada pela autora.

Tabela 11: Técnicas de classificacao e algoritmos classificadores correspondentes

Técnica Algoritmo | Implementagcao no Weka
Arvore de Decisao C4.5 J48
Teorema de Bayes Naive Bayes NaiveBayes
Vetor de Suporte SMO SMO
Vizinho mais proximo K* KStar

Fonte: elaborada pela autora.
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4 RESULTADOS E DISCUSSOES

Apoés as etapas de pré-processamento, deu-se inicio a mineracao de dados. Assim, apds
a divisao em classes do atributo referente ao valor da conta de energia e todas as demais
formatagoes, os algoritmos citados anteriormente foram testados no conjunto de dados em
questao. A primeira classificacao resultante das instancias é mostrada na Tabela 12, realizada
através da divisao em trés classes de valores de energia, conforme a Tabela 9. Cabe salientar que,
neste primeiro momento, foram consideradas todas as varidveis investigadas no questionario.
Os algoritmos, por questoes de valores faltantes, consideraram 110 instancias das 117 para a

classificacao.

Tabela 12: Classificagoes das instancias para trés classes de valores de energia elétrica consi-
derando todos as variaveis investigadas

Classificador | Acurécia (%) | Erro (%)
C4.5 70,90 29,10
K* 74,36 25,64
NaiveBayes 74,24 25,76
SMO 70,08 29,92

Fonte: elaborada pela autora.

Nota-se que o melhor classificador, ou seja, com o maior niimero de instancias corretamente
classificadas, foi o K*, com um percentual de 74,36% de acerto na classificagdo. Isso resulta
em uma taxa de 25,64% de instancias classificadas incorretamente. Nesta etapa, o classificador
menos eficiente foi o C4.5, classificando de maneira acertiva 70,90% das instancias.

O segundo teste a ser mostrado neste trabalho consiste na avaliagao dos classificadores de
acordo com a Tabela 10, onde os individuos sao separados em quatro classes. A tabela de

classificacao, considerando a nova divisao de valores, é mostrada na Tabela 13.

Tabela 13: Classificagoes das instancias para quatro classes de valores de energia elétrica con-
siderando todos as varidveis investigadas

Classificador | Acuracia (%) | Erro (%)
Ci5 64.54 35.46
K* 69,45 30,55
NaiveBayes 67,27 32,73
SMO 64,54 35,46

Fonte: elaborada pela autora.

O classificador que melhor desempenhou o seu papel nesta etapa foi, novamente, o K*; clas-
sificando de maneira correta 69,45% das instancias, onde agora os individuos estao classificados
de acordo com quatro classes de renda, e nao mais apenas tres.

Como era esperado, ja que o nimero de classes é superior ao teste anterior - ao aumentar o

nimero de classes de renda, os métodos classificaram erroneamente mais instancias.
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Diante disso e com a pretensao de melhorar a taxa de acerto dos classificadores, mais testes
foram realizados. Neste segundo momento, algumas varidaveis do questionario comegaram a ser
testadas, para que fosse explicito que possuissem relevancia no resultado final.

Dessa maneira, para as mesmas tres classes de valor da conta de energia mostradas na
Tabela 9 que os individuos foram classificados e apds os testes, foram excluidos os atributos:
ano de ingresso na universidade, bairro de residéncia, curso de ensino superior e a situagao da
residéncia, que informa se a mesma é alugada, cedida ou propria. As classificagoes deste teste

é mostrada na Tabela 14.

Tabela 14: Classificagoes das instancias para trés classes de valores de energia elétrica e sem
os atributos mencionados

Classificador | Acuracia (%) | Erro (%)
Ca5 84,54 15.46
K* 87,27 12,73
NaiveBayes 84,54 15,46
SMO 83,63 6,37

Fonte: elaborada pela autora.

E visfvel que, apés a exclusao das variaveis mencionadas, houve um aumento no percentual
de instancias classificadas de maneira correta em todos os classificadores testados, quando com-
pararmos com os resultados da Tabela 12. Sendo assim, o melhor classificador continua sendo
o K* que obteve aproximadamente 88% de acerto. O classificador C4.5, mesmo apresentando
uma melhora, continua sendo o menos indicado para utilizacao nesse conjunto de dados.

Para uma divisao em quatro classes de valores de energia elétrica, sendo os valores os mesmos
apresentados na Tabela 10 e excluindo-se os mesmos atributos mencionados anteriormente, os

testes realizados sao mostrados na Tabela 15.

Tabela 15: Classificagoes das instancias para quatro classes de valores de energia elétrica e
sem os atributos mencionados

Classificador | Acuracia (%) | Erro (%)
C4.5 70,90 29,10
K* 79,89 20,11
NaiveBayes 75,45 24,55
SMO 75,45 24,55

Fonte: elaborada pela autora.

Ao analisar a Tabela 15, percebe-se que, quando consideramos quatro classes de valores
de conta de energia, a taxa de acerto de instancias classificadas corretamente diminui, como o
esperado, ja que agora ha mais classes novamente.

O melhor classificador foi, novamente, o K*, chegando a aproximadamente 80% de acerto a
cerca da classe do valor de energia que uma residéncia pagara por mes. E importante mencionar

que estes foram os testes mais satisfatérios ao longo das tentativas, muitos outros testes com os
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classificadores foram executados, porém se fossem disponibilizados aqui, tornariam o trabalho
extenso.

Apébs todos os testes, conclui-se que os dois melhores foram os testes representados pela
Tabela 14 e 15. Esses testes apontaram, com o classificador K*, um percentual acertivo de
aproximadamente 80% e 88%, quando as classes de valores de energia elétrica sao divididas em
trés e quatro intervalos, respectivamente e com a utilizacao do método de validagao cruzada.
Escolheu-se, entao, os dois tltimos resultados para a demonstragao das matrizes de confusao e
das métricas de desempenho.

Diante disso, para as trés classes de valores de conta de energia elétrica representado os

resultados acima, tem-se a matriz confusao gerada pelo K* e representada na Tabela 16.

Tabela 16: Matriz de confusio 3 classes
a b c¢ | +Classificado como

57 6 0| a= (-inf, 100]
6 30 1 b=(100, 200]
0 1 9| ¢=(200, +inf)

Fonte: elaborada pela autora.

Na diagonal principal, pode ser observado o niimero de instancias classificadas corretamente,
que corresponde a soma algébrica dos termos. Se quisermos, portanto, confirmar a porcentagem
de acerto do algoritmo, dividimos a soma dos elementos da diagonal principal pelo niimero total
das instancias consideradas pelo algoritmo, multiplicando-se por 100. Este célculo resultara na
porcentagem de acerto de aproximadamente 88%.

Os algoritmos também fornecem as métricas de desempenho apresentadas neste trabalho na
Secao 2.5, onde podem facilmente ser demonstrados pelas equagoes correspondentes. A Tabela
17 mostra as métricas para o K* quando os respondentes foram agrupados em trés classes. As

medidas Precision e Recall obtidas sao iguais para cada classe porque a matriz é simétrica.

Tabela 17: Métricas de Desempenho 3 Classes
TP Rate FP Rate Precision Recall F-measure

0,904 0,127 0,904 0,904 0,904
0,810 0,095 0,810 0,810 0,810
0,900 0,010 0,900 0,900 0,900

Fonte: elaborada pela autora.

Na Tabela 18 é apresentada a matriz de confusao gerada quando o K* é testado com quatro
classes. Pode-se, analogamente a matriz anterior, calcular a soma dos elementos da diagonal
principal e dividir-se por 110 para chegar-se ao total de acerto do algoritmo. Sao mostradas
as métricas de desempenho para este teste na Tabela 19. Note que o classificador K* foi
capaz de classificar muito bem as classes relacionadas aos valores mais baixos de contas (a e

b) considerando a medida F como métrica geral de qualidade. Mas as classes ¢ e d foram mais
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dificeis. Especialmente a classe d com valores superiores a 200 reais, onde apenas a metade das

instancias foram identificadas corretamente. Além disso, elas foram confundidas com todas as

demais classes.

Considerando a avaliagao das métricas de desempenho mencionadas, este classificador pode

ser considerado bom para todas as trés classes, pois além da Precisao ter um valor bom (90,40%,

81% e 90%), a F-measure, que representa o balanceamento entre a precisao e o Recall, foi

quase igual a Acuracia nas trés classes, nao apenas na classe que possui mais elementos a

serem classificados. Também observa-se que, na maioria dos casos, o classificador errou para a

classificacao da instancia imediatamente ao lado da que seria a correta, o que é o mais desejavel

quando um erro ocorre.

Tabela 18: Matriz de confusao 4 classes

a b ¢ d| «Classificado como
27 5 0 O a= (-inf, 75]

6 44 5 0 b=(75, 150]

0o 2 12 1 c= (150,225)

1 1 2 4 d=(225, +inf)

Fonte: elaborada pela autora.

Tabela 19: Métricas de desempenho 4 classes

TP Rate FP Rate Precision Recall F-measure
0,843 0,089 0,794 0,843 0,817
0,800 0,145 0,846 0,800 0,822
0,800 0,073 0,631 0,800 0,705
0,500 0,009 0,800 0,500 0,666

Fonte: elaborada pela autora.

Ainda, pode ser analisado nos dois testes escolhidos o valor do Coeficiente Kappa, fornecido

pelo registro do Weka. Para o teste com trés e quatro classes aqui demonstrado, os valores

de Kappa, de acordo com a Tabela 7 proposta por Landis e Koch (1977), sdo considerados

substanciais ou bons. A Tabela 20 mostra esses valores.

Tabela 20: Coeficiente Kappa (K) para os testes do classificador K* e sua interpretagao

Classes | Acuracia (%) | K Interpretacao
3 87,27 0,6822 | Substancial ou bom
4 79,08 0,6775 | Substancial ou bom

Fonte: elaborada pela autora.
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5 CONCLUSOES

Este trabalho partiu da aplicagao de um questionario em estudantes da Universidade Federal
do Rio Grande e da Universidade Federal de Pelotas a fim de investigar os habitos de consumo
e a posse de eletrodomésticos ou equipamentos nas residéncias desses estudantes. Estes dados
foram utilizados para a confeccao de uma base de dados inicial a ser utilizada posteriormente.

Apoés a validacao de constructo realizada por profissionais da area da engenharia elétrica,
constatou-se que todas as variaveis envolvidas poderiam apontar uma relacao com a variavel a
ser investigada: o valor da conta de energia elétrica no domicilio dos respondentes.

O objetivo principal deste trabalho foi, partindo das informacoes coletadas no questionario,
montar uma base de dados para predizer com a maior certeza possivel o valor da conta de
energia elétrica no domicilio de estudantes com as mesmas caracteristicas dos entrevistados
através de técnicas de mineracao de dados, identificando, assim, perfis de consumidores.

Foi realizada uma pesquisa sobre técnicas de mineracao de dados existentes e optou-se pela
utilizacao de métodos de classificacao na plataforma livre Weka.

A predigao do valor da conta de energia baseou-se em anélise matematica, onde o caminho
encontrado durante a pesquisa e posteriormente aplicado foram as técnicas de mineracao de
dados. Este primeiro passo auxilia os especialistas na tomada de decisao em relagao ao consumo
de energia elétrica e deve ser aprimorado para uma maior exatidao.

O trabalho contou com um exaustivo processo de pré-processamento, a fim de deixar os
dados mais preparados possiveis para a aplicagao da mineracao de dados. FEsta etapa foi
constituida de um preparo manual em planilha de dados e um preparo no proprio Weka.

O melhor classificador para o banco de dados deste trabalho foi o K*, apresentando um
percentual de instancias classificadas corretamente de aproximadamente 88% ao dividir-se o
valor da conta de energia em trés intervalos, sendo eles: menos de 100 reais, de 100 a 200 reais
ou mais de 200 reais. Dessa maneira, 88% das instancias foram classificadas corretamente,
acertando a classe a qual pertence o elemento em questao.

O mesmo classificador apresentou um percentual de 80% de acerto ao se deparar com quatro
classes de valores de energia elétrica, agora sendo mais especifico e acertando 80% dos casos se
a instancia de teste pertence ao grupo das pessoas que pagam menos de 75 reais, de 57 a 150

reais, de 150 a 225 reais ou mais de 225 reais ao final do més em energia elétrica.
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6 TRABALHOS FUTUROS

A andlise do valor da conta de energia elétrica a partir de predicoes realizadas pelos clas-
sificadores pode ser considerada o primeiro passo na melhoria no sistema elétrico de poténcia,
através do planejamento de geracao e distribuicao de energia.

Apoés estes testes, espera-se que, como trabalho futuro, possam ser investigadas outras
variaveis que possuam uma relacao com o valor do gasto energético mensal a fim de elevar a
taxa de instancias corretamente classificadas, assim como um estudo que abranja uma maior po-
pulacao e numero de amostras. Poderao ser testados também outros classificadores ou técnicas
de mineracao de dados.

Espera-se que o conteudo deste trabalho seja utilizado como marco inicial em prestadoras
de servicos de energia, a fim de prever, de acordo com a populacao, a quantidade de energia
gerada e distribuida, procurando um bom balango energético e evitando problemas na rede
nacional.

Serao melhor investigados também modelos de classificadores caixa-branca, que permitem
um melhor entendimento de como a classificacao é realizada, para tentar descobrir os atributos
mais decisivos para o processo.

Ainda, espera-se que este trabalho sirva de incentivo para pesquisas mais abrangentes a

cerca de um assunto tao fundamental.
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8 ANEXOS

8.1 Anexo A - Questionario

Pesquisa sobre habitos de consumo e posse de equipamentos
Este instrumento tem o intuito de realizar uma pesquisa de mestrado em modelagem com-
putacional para identificar diferentes perfis de consumo de energia elétrica entre os estudantes.

Nao precisa se identificar e leva apenas 5 minutos.

1. Curso: ‘

2. Ano de ingresso na universidade: ‘

3. Escolaridade da mae:

O Nunca estudou

@ Ensino fundamental

O Ensino médio ou técnico

O Ensino superior

O Poés-graduagao

4. Escolaridade do pai:

O Nunca estudou

@ Ensino fundamental

O Ensino médio ou técnico

O Ensino superior

O Poés-graduagao

5. Qual a renda de todos os moradores da residéncia somada?
De 1 a 2 salarios minimos
De 3 a 5 salarios minimos

O

®

O De 6 a 8 salarios minimos
O De 9 a 10 salérios minimos
O

Mais de 10 salarios minimos



6. A sua residéncia é feita, predominantemente:

O De alvenaria
® De madeira

O Mista

7. Possui pelo menos um automével entre os moradores?
@ Sim

O Nao

8. A sua casa de moradia é:

@ Propria

O Alugada

O Cedida
9. Qual o nimero de pessoas que reside em sua casa, contando com vocée?

Sé eu

®
O
O
O 4
O
O 6
O

Mais de 6
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10.Quanto pagou neste meés de conta de luz, em reais? ‘

11.Quantos comodos possui a sua residéncia? ‘

12. Qual o tempo médio de banho da maioria dos residentes?
O De 5 a 10 minutos
@ De 10 a 15 minutos

O De 15 a 20 minutos



O Mais de 20 minutos

13. Em sua residéncia ha aquecimento solar?

® Sim

O Nao

14. Em sua residéncia ha aquecimento a gas?

O Sim

@ Nao

15. Marque os eletrodomésticos que possui e utiliza, pelo menos, de 15 em 15 dias:

e Clique nas caixas e va selecionando multiplos equipamentos.

¥ Geladeira

[0 Microondas

(] Forno elétrico

caf Méquina de lavar roupas

O Méquina de Secar/Secadora de Roupas Portatil
caf Méquina de Pao

[J Lavadora de loucas

o Fogao/Cooktop

¥ Notebook /Computador desktop

L] Fritadeira elétrica
16. Quantos aparelhos de ar condicionado a residéncia possui?

O0
@1
O 2
O 3

O 4 ou mais
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17. Em sua opiniao, qual o eletrodoméstico mais utilizado na sua residéncia, além da gela-

deira? ‘

18. Com qual frequéncia? ‘ ‘

19. Em qual bairro e cidade sua residéncia estd localizada? ‘

20. Em qual periodo sua casa fica com o minimo de pessoas?

® Manha
O Tarde

O Noite
21. Em qual periodo sua casa fica com o maximo de pessoas?

O Manha
O Tarde

@ Noite
22. Em qual tipo de domicilio vocé reside?

O Apartamento
@ Casa

O Outro

23. Ainda sao utilizadas lampadas incandescentes em sua residéncia?

@ Sim

O Nao

24. Em sua opiniao, qual o peso da conta de energia elétrica no orcamento familiar?

O Leve
O Mediano

@ Pesado
25. Como identifica o consumo de energia dos equipamentos na maioria das vezes?

O Etiqueta no equipamento
@ Selo Procel
O Outro

O Nao costumo identificar o consumo de energia dos equipamentos
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